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Resumo—A dificuldade na comunicacdo é um dos maiores
empecilhos do cotidiano de algumas pessoas com deficiéncia
auditiva. Pensando nisto, o presente trabalho propoe o desen-
volvimento de um sistema de reconhecimento das configuracoes
de méao da Lingua Brasileira de Sinais, dentro da disciplina de
Trabalho de Conclusdo de Curso do curso de Engenharia de
Controle e Automacio do IFRS - Campus Farroupilha. Para
tanto, faz-se a utilizacio de uma luva sensorial especializada
na captacao da configuracdo da mio e de algoritmos de Redes
Neurais Artificiais para o reconhecimento das mesmas. Foi
proposta a identificacio das setenta e nove configuracoes de
mao que sio a base da lingua, com uma abordagem inicial
da identificacio dos dezenove sinais estaticos que compdem o
alfabeto. Através deste sistema foi possivel obter um resultado de
aproximadamente 76 % de acuracia com o tempo de treinamento
de 1,82s.

Palavras-chave—Libras, Identificacio de movimentos das
maos, Redes Neurais Artificiais, Luva sensorial especializada.

I. INTRODUCAO

A comunicac¢do é uma das necessidades humanas mais ba-
sicas e ela pode ocorrer através da fala, escrita ou de imagens.
A lingua de sinais € a principal forma de comunicacio para
algumas Pessoas com Deficiéncia - PcD. Ela € formada pela
Configuracdo das Maos - CM, Ponto de Articulacdo, Movi-
mento e Orientacdo dos sinais e Expressoes Faciais. Apesar
de registros datarem o Periodo Imperial Brasileiro, quando em
1857 Dom Pedro II fundou o Colégio Nacional para Surdos,
apenas no ano de 2002, com a criacao de Lei 10.436, a Lingua
Brasileira de Sinais (Libras) foi reconhecida como lingua
oficial [1]. A partir deste momento, sdo oficializadas as regras
e estruturas independentes que a Libras possui em relacdo a
lingua portuguesa. Por isso, este foi um passo importante para
o desenvolvimento de comunicac¢do por meio de Libras e sua
dissemina¢@o no meio académico.

Um sistema computacional capaz de reconhecer a lingua de
sinais e traduzi-la em texto ou fala pode facilitar a comunica-
c¢do de pessoas surdas com aqueles que nao tem conhecimento
de Libras, aumentando a qualidade de vida destes individuos.
Mas a aplicacdo do reconhecimento dos movimentos das maos
vai além do ambito social.
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Com a interacdo entre 0 homem e as mdquinas cada vez
mais presente no nosso dia a dia, surge uma necessidade
cada vez maior pelo controle de dispositivos eletronicos a
partir da movimentagdo do corpo humano [2]. A utilizacdo
de movimento das maos pode ser aplicada na transmissdo de
comandos, facilitando a comunicacdo homem-mdaquina. Tam-
bém podem ser aplicados no controle de sistemas robdticos,
na realidade virtual e em jogos virtuais [3].

O presente trabalho tem como objetivo apresentar um sis-
tema de reconhecimento de configuracdo de maos em Libras
utilizando uma luva especializada para a deteccdo da posicdo
dos dedos com a aplicacdo de Redes Neurais Artificiais
(RNAs) para o processamento dos sinais captados. Este estd
organizado da seguinte maneira: na se¢do II € realizada a
fundamentacdo tedrica, abordando tépicos como o desenvol-
vimento da lingua de sinais no Brasil, diferentes formas de
captacdo do movimento das maos e do papel das RNAs no
reconhecimento e classificagdo das configuragdes de mao; na
secdo III sdo apresentados os materiais e métodos utilizados,
definindo as partes integrantes de cada etapa do projeto; na
secdo IV sdo demonstrados os resultados obtidos e por fim,
na secdo V sdo apresentadas as consideracdes finais.

II. REVISAO BIBLIOGRAFICA

Para o melhor entendimento do assunto a ser abordado,
essa secdo estd dividida de forma a contemplar separadamente
todos os assuntos necessdrios para o entendimento do sis-
tema proposto. Primeiramente aborda-se a Lingua Brasileira
de Sinais e todos os aspectos pertinentes a realizacdo da
proposta. Posteriormente sao apresentadas as diferentes formas
de captacdo das configura¢des de mao. Por ultimo, apresenta-
se o método de processamentos dos sinais captados para fins
de reconhecimento dos mesmos.

A. LIBRAS

De acordo com a Organizagdio Mundial da Saude, 466
milhdes de pessoas sd@o surdos ou mudos em todo o mundo,
isto equivale a 5% da populacdo mundial (sendo 34 milhdes



de criancas e 432 milhdes de adultos). Estima-se que em 2050,
uma a cada dez pessoas sofrerdo de deficiéncia auditiva [4].
Um dos principais empecilhos enfrentados por essas pessoas
estd na dificuldade de comunicacdo. A lingua de sinais € o
seu principal meio de troca de informagdes, porém, ainda é
pouco utilizada por pessoas que ndo possuem nenhum tipo de
deficiéncia.

No Brasil, o Instituto Nacional de Educac¢do de Surdos
(INES) € reconhecido como centro de referéncia nacional na
area da surdez e ocupa um importante papel na educagdo de
surdos, tanto na formag@o de profissionais capacitados quanto
na propagacdo de conhecimento desenvolvido neste ambito.
Ele foi criado em 1857 pelo francés E. Huet, que ji havia
atuado anteriormente no colégio francés Instituto dos Surdos-
Mudos de Bourges [1]. Com o apoio do Governo Imperial,
foi fundado o entdo Colégio Nacional para Surdos no Rio de
Janeiro, que tinha como objetivo o ensino desde nivel bésico
até o profissionalizante para a comunidade surda brasileira
[1]. A lingua praticada no Colégio tinhas fortes influéncias
francesas, devido a nacionalidade de Huet. Ela foi propagada
pelo Brasil por estudantes que retornavam a seus estados de
origem apds o fim de seus estudos [1].

O movimento de oficializacdo da Lingua Brasileira de Sinais
teve inicio na década de oitenta, seguindo o exemplo norte-
americano. Em 1933, foi criado um projeto de Lei para a
legaliza¢do e regulamentagdo da comunicacdo gestual. Esse
processo sé foi finalizado em 2002 com a criagdo da Lei
10.436 e do Decreto de nimero 5.626 em dezembro de 2005.
Com isso, Libras passa a ser tratada como uma das linguas
oficiais brasileiras, ganhando o cardter de componente curri-
cular. O decreto também dispde sobre o ensino desta como
primeira lingua para alunos surdos e fica regulamentado o
ensino profissionalizante de professores bilingues e tradutores.

A lingua de sinais € formada por trés parametros principais
e dois secunddrios, sdo eles respectivamente:

o Configuracio das maos: trata-se da posicdo adotada
pelos dedos, sendo que oficialmente sdo reconhecidos
setenta e nove configuracdes possiveis pelo INES;

« Ponto de articulacfio: consiste no local de realizacdo do
sinal, podendo tocar parte do corpo ou ser realizado no
espago neutro, meio do corpo até a cabeca;

e Movimento: ¢ o deslocamento das mios durante a
realizacdo dos sinais, podendo ser retilineo, circular,
semicircular, helicoidal, sinuoso ou angular, conforme
apresentado na Figura 1;

e Orientacio: ¢ a direcionalidade dos movimentos, e ji
que a mesma configuracdo e movimento com diferentes
sentidos podem ter significados diferentes, ela é determi-
nada pelo sentido apontado pela palma da mao durante a
execucdo do sinal;

« Expressao facial e corporal: responsdvel por dar sentido
aos sinais e ao tipo de frase (interrogacdo, afirmacdo,
negac¢do e exclamagao).

Ha trés niveis de comunica¢do através de Libras: soletrar

as palavras com as letras do alfabeto, palavras isoladas com
significados completos e sinalizacdo continua para frases [6].
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Figura 1. As possibilidades do pardmetro movimento [5].

Independente do nivel de comunicag¢@o utilizado, Libras sem-
pre seguird os cinco parametros apresentados anteriormente.
Assim como a lingua portuguesa, ela apresenta variacdes
regionais, mas qualquer sinal tem como base as possiveis
configuracdes das maos apresentados na Figura 2.

B. Captagdo de configuracdo de mdo

Os sistemas de reconhecimento de movimentos das maos
sdo utilizados nas mais diversas aplica¢des. Por exemplo, na
medicina € possivel que estudantes simulem a realizacdo de
cirurgias mesmo ndo estando em um centro cirdrgico e sem
colocar nenhuma pessoa em risco [2]. Outro exemplo estd
na operacdo de robds sem necessariamente estar no mesmo
ambiente que eles, podendo ser aplicado para tornar mais
seguras as atividades de operadores em zonas de risco [7].
Ainda hd a possibilidade de utilizar esses sistemas na captagao,
processamento e reconhecimentos nas mais diferentes linguas
de sinais.

Grande parte dos sistemas de reconhecimento utilizam pro-
cessamento de imagem baseado em sistemas de visdo compu-
tacional [8]. Eles fazem uso de cameras como principal fonte
de aquisic@o de dados e apresentam uma taxa de assertividade
superior a 90%. As principais desvantagens deste método estdo
nas influéncias causadas pelas condi¢des do ambiente, como a
luminosidade e o plano fundo onde as imagens sdo captadas e
o alto custo computacional [2].Também existe a necessidade
de materiais especificos onde a qualidade estd ligada ao alto
valor agregado, o que dificulta acesso para a maior parte da
populacdo, e na baixa confiabilidade para aplicagdes muito
delicadas. Outra dificuldade estd na impossibilidade de um
sistema de aquisicdo em tempo real, pois seriam necessdrios
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Figura 2. Tabela de Configuracdo das maos do INES [1].

muitos equipamentos que ndo sdo comumente utilizados no
dia a dia.

Outra forma de captagdo destes movimentos consiste em
luvas especializadas equipadas com diversos tipos de sensores
capazes de captar diretamente a variacdo da posi¢do dos dedos
[8]. Estes normalmente ndo sofrem influéncias de condigdes
externas e podem ser facilmente transportados no cotidiano,
porém a utilizacdo de fios e sensores pode restringir a liberdade
dos movimentos. Uma terceira op¢@o consiste em um sistema
hibrido na unido das duas opg¢des anteriores.

A proposta de [3] seria criar um dispositivo wearable,
portatil e de fécil utilizagdo no dia a dia, seja em ambientes
fechados ou abertos, capaz de identificar os movimentos e
dar uma resposta tictil quando aplicado a realidade virtual.
Para isso foi utilizada uma luva especializada composta de
acelerdmetros, giroscopios de trés eixos, magnetOmetros e
dispositivos tdteis hdpticos.

J4 [8] propde um sistema de identificacdo de gestos comu-
mente utilizados na linguagem corporal nio oficial. Para tanto
utilizou uma luva composta de sensores flexiveis para a medi-
cdo da flexdo de cada um dos dedos, e de trés acelerometros,
sendo um para cada eixo, e dois giroscdpios fixados no pulso.

Fazendo uso da terceira opc¢do apresentada como forma
de captacdo de sinais, [2] cria um sistema hibrido para o
reconhecimento da Lingua Americana de Sinais. Foi desen-
volvida uma luva composta por sete acelerometros de trés
eixos para ser utilizada em sincronia com uma camera RGB.
O posicionamento dos sensores foi escolhido como sendo um
posicionado em cada um dos dedos, outro no pulso e o tltimo
na parte superior do braco.

Todos os dispositivos apresentados possuem um condicio-
namento do sinal captado através de uma placa de aquisicao
e tratamento de sinais para depois serem enviados ao compu-
tador para o processamento.

C. Processamento de sinais captados

A necessidade por solucdes onde a programacgdo de re-
solucdo passo a passo ndo € suficiente vem crescendo cada
vez mais a medida que os problemas abordados ficam mais
complexos. A partir disto foram sendo desenvolvidos métodos
de programacdo mais sofisticados e com uma menor depen-
déncia da intervencdo humana. Para tanto, € necessdrio que
esses métodos sejam capazes de criar sozinhos solucdes para
cada problema a ser resolvido, a partir de um conjunto de
eventos similares jd solucionados. Este processo € denominado
Aprendizagem de Mdquina (AM) [9].

A Rede Neural Artificial € uma das técnicas de AM utilizada
para a criag@o de uma hipétese para a resolug@o de problemas
a partir da minimizacdo de uma fung¢@o objetivo. Ela é baseada
no funcionamento do sistema nervoso, € assim como ele, tem
na base de seu funcionamento o neurdnio [9]. E considerada
uma técnica de aprendizagem supervisionada, tendo em vista
que para a determinacdo de uma hipétese € alimentada com
uma base de dados ja previamente classificados [10]. Entre-
tanto existem outros modelos de aprendizagem por reforco que
ndo sdo superisionados.

O neuronio artificial ¢ unidade fundamental de processa-
mento. Os valores de entrada sdo recebidos e para cada um
deles é atribuido um peso w. Posteriormente a combinacdo
linear destes € processada através da func¢do de ativacdo (f),
entdo o resultado € enviado para a saida, podendo ir para uma
entrada de outro neurdénio ou ndo. Este funcionamento pode
ser verificado na Figura 3.
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Figura 3. Representacdo do Neuronio Artificial [9].
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Na Equacgdo 1, o valor ¢ € referente a combinacdo linear
dos sinais de entrada de um neurdnio, sendo x a representacio
dos sinais de entrada, w equivalente ao peso atribuido a cada
sinal e b uma constante caracteristica de cada neurdnio.
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A fungl@o de ativacdo recebe o valor de ¢ e determina o
comportamento do neurdnio, conforme verificado nas Equa-
¢des 3 e 4. O valor de saida do neurdnio pode variar de
acordo com as entradas recebidas e com as fungdes de
ativag@o escolhidas. Apesar de existirem inimeras funcdes de
ativacdo na literatura [11], as mais comuns sdo as funcdes
identidade, de limiar, sigmoidal, hiperbdlica e ReLU, estas
estdo respectivamente descritas nas equacdes 2, 3, 4, 5 e 6. Isto
se dd devido a facilidade de implementacdo, baixa demanda
por capacidade computacional quando comparadas a outras
fungdes e a variacdo conhecida dos valores de saida. Ambas
as fungdes apresentam valores entre 0 e 1.

fle)=c ®)

s )1, sec<a 3

ale) = 0, sec>=a )
1

fale) = [ “)

f(e) =tanh(c) ®)

f(e) =max(0,c) (6)

A fun¢@o limiar apresenta dois valores possiveis, 0 ou 1,
sendo muitas vezes o 0 substituido pelo -1. Um valor minimo
¢ estipulado e sempre que a combinag@o dos valores de entrada
forem maior que este limitante o neurdnio é ativado. Na
Equacdo 3, sempre que c¢ for maior que o valor limitante a,
o neurdnio serd ativado, ou seja, sua saida assumird o valor
de 1. J4 a saida da fun¢@o sigmoidal na Equac@o 4 apresenta
diversos valores dentro da faixa especificada, de acordo com
o valor ¢ da combinag@o das entradas ponderadas.

A arquitetura de uma RNA € composta por vdrios neurdnios,
esses sdo agrupados em camadas. A camada de neurdnios que
recebe os valores dos atributos de entrada do sistema, ou seja,
aqueles para serem classificados, é denominada camada de
entrada. A camada que determina qual é a resposta final da
classificacdo ¢ denominada camada de saida. J4 os neurdnios
que ndo estdo nestas duas camadas, formam as camadas
intermedidrias ou ocultas [9]. Quanto maior é o grau de
dificuldade do problema abordado, maior é a necessidade por
neur6nios. Porém a recomendacdo é que o valor minimo para
os neurdnios destas camadas sigam a Equag@o 7, calculados a
partir da quantidade de neurdnios da camada de entrada e da
camada de saida [10].

Ncnt’rada + Nsaida

Nuuulta = 2 (7)

As conexdes entre os neurdnios podem ser classificadas
em completamente, parcialmente ou localmente conectada. No

primeiro caso, os neurdnios estdo conectados a todos os que
compdem a camada anterior e a proxima. Este geralmente €
o mais utilizado. Ja nos dois ultimos casos, nem todos os
neurdnios trocam informagdes entre si [9].

Outra informacdo importante, além do grau de conectivi-
dade da rede, trata-se da possibilidade de utilizacdo da retroa-
limentacdo, ou feedback. Nas RNAs o fluxo de informacdo
geralmente ocorre no sentido unidirecional da camada de
entrada para a de saida. Porém, quando a retroalimentacdo
€ inserida, um neur6nio pode receber informacdes de outro
da mesma camada ou de camadas posteriores como sinal de
entrada [9].

O grau de conectividade, o nimero de neur6nios e a pre-
senca de retroalimentacdo em uma RNA define sua topologia.
Um exemplo pode ser verificado na Figura 4 , onde ¢ utilizado
um total de doze neurdnios, duas camadas ocultas, comple-
tamente conectada e sem a presenca de feedback, também
chamada de rede feedforward.

Camadas
intermediarias

Camada
de saida

Objeto com
dois atributos

Conexoes

Figura 4. Exemplo de Rede Neural Artificial multicamadas feedforward [9].

Os algoritmos de RNAs tem como foco a correcdo de erros
através da minimizacdo da funcdo objetivo, sendo esta uma
métrica entre o erro das respostas geradas pelos neurdnios da
rede e a real classificacdo de cada caso [9]. Isto é feito por
meio do ajuste dos pesos utilizados nas conexdes da rede, de
forma a reduzir a quantidade de erros cometidos. Este processo
¢ chamado de treinamento de RNA.

Existem muitos algoritmos de determinag@o dos pesos ideais
para uma RNA. O principais deles podem ser verificados
na Tabela I, nela estdo descritas suas principais vantagens e
desvantagens.

Tabela I
VANTEGENS E DESVANTAGENS DOS DIFERENTES ALGORITMOS DE
TREINAMENTOS [10].

Algoritmo Vantagem Desvantagem
Backpropagation Simples e Eficiente Necessdria grande
base de treinamento

Counterpropagation | Rapidez no | Topologia muito com-
treinamento plexa

Hopfield Implementacio  em | Sem  aprendizagem,
larga escala pesos estabelecidos

BAM Estdvel Pouco eficiente

Kohonen Auto-organizavel Pouco eficiente




O algoritmo mais utilizado para o treinamento de uma Rede
Neural Artificial é o backpropagation. Entre os principais
motivos para a sua disseminacdo estdo a sua tolerincia a
falhas, devido ao uso de computagdo local, e a possibilidade
de ser utilizada em arquiteturas paralelas de modo eficiente
[11].

O algoritmo backpropagation € baseado na regra do delta
e no gradiente descendente, onde os pesos de cada um dos
neuro6nios € atualizado de forma a obter o melhor desempenho
para o problema apresentado. Este método € dividido em duas
etapas, inicialmente cada atributo é enviado para a camada
de entrada da rede, cada neurdnio alimenta a entrada da
proxima camada até a camada de saida classificar sua saida.
A diferenga entre o resultado esperado e obtido € tido como
o erro cometido pela rede [9]. O ajuste destes pesos é feito
a partir da derivada parcial da funcdo objetivo, para que seja
propagada a corre¢do dos pesos até a camada de entrada.

O objetivo do algoritmo € localizar o minimo global da fun-
cdo de objetivo em relacdo ao conjunto de dados apresentados
aos neurdnios. Para que esse algoritmo seja utilizado € neces-
sario que a funcdo de ativacdo seja continua, diferencidvel e
preferencialmente ndo-decrescente [9].

Na aplicacdo de AM em problemas reais, o conhecimento
que se tem dominio € proveniente de um unico conjunto
de dados o qual é utilizado para a determina¢do do modelo
classificatério. Por isso € necessdria a execucdo de testes para
garantir a validade e a reprodutibilidade da classificagdo para
dados que ndo participaram da base de treinamento [9].

Para os casos onde é existente uma unica fonte de dados,
tanto para o treinamento quanto para os testes, € necessdrio uti-
lizar métodos de amostragem diferentes para obter estimativas
de desempenho mais confidveis [9]. Torna-se entdo necessdria
a definicdo de subconjuntos dentro da base de dados, um
para treinamento e outro para testes. Os principais métodos
de amostragem estdo apresentados na Figura 5.

Trein. Teste

(23) (3)
23 Trein1
~____ Treinamento Conjunto
Conjunto do modelo de dados Trein2
de dados Média e
_ desvio padrao
Estimativa de
Treinr de desempenho
» desempenho
(a) Holdout (b) Amostragem aleatéria
Trein.  Teste

Treint Testet
r=3 / - P—
Conjunto / de dados Trein2 Teste2
de dados r - N
N\ X
\ R Amostragem
= Média e com reposiclo 4 TS Tester
desvio padréo

de desempenho

Média e
_ desvio padro
" de desempenho

(c) Validagao cruzada (d) Bootstrap

Figura 5. Métodos de amostragem da base de dados [9].

As principais caracteristicas a serem avaliadas em um teste
de capacidade de generalizagdo de um modelo sdo a taxa
de assertividade e o desvio padrdo. Enquanto a taxa de
assertividade diz o qudo capaz de classificar dados fora da
base de treinamento uma RNA ¢é, o desvio padrdo diz o quao

sensivel ela é a poucas alteracdes nos dados utilizados em seu
treinamento [9].

Os métodos Holdout e Amostragem aleatdria sdo indicados
para uma grande base de dados. J4 que a taxa de acerto
para o total de objetos tende a ser maior do que a taxa
para uma parte desses objetos [9]. A Validacdo cruzada ou
cross validation € mais utilizada para a comparacdo entre
diferentes algoritmos, ji que determinam ambos os critérios
de avaliacdo de desempenho com precis@o e ndo estd sujeita a
variabilidade do tipo de dados separados. O método Bootstrap
faz a separacdo aleatéria da amostras para subconjuntos, logo
um mesmo exemplo pode estar em mais de um subconjunto.

III. MATERIAIS E METODOS

O desenvolvimento do sistema de reconhecimento de con-
figuragdes de mao de Libras estd dividido em duas etapas: a
captacdo dos movimentos e o treinamento de uma Rede Neural
Artificial para o reconhecimento dos mesmos.

As configuragdes de mao a serem executadas, para a for-
magcao da base e posterior identificacdo, fazem parte daquelas
apresentadas na Figura 2. Porém, como € necessdrio uma
grande quantidade de exemplos de cada movimento, foi optado
em uma primeira abordagem apenas com os 19 sinais estdticos
que compdem o alfabeto, estes estdo destacados em vermelho
na Figura 6.

Figura 6. Letras do Alfabeto em Libras [12] .

A. Captagdo de sinais e a formagdo da base de dados

Para a captacdo dos sinais provenientes das configuracdes
de mdo, que serdo posteriormente utilizados como base para
o treinamento da RNA, foi optado por uma luva sensorial es-
pecializada, desenvolvida para melhor atender as necessidades
do projeto. Ela pode ser observada na Figura 7.

Ela é composta por cinco sensores do tipo flexivel, apresen-
tado na Figura 8, que s@o responsdveis por captar a variacdo na
configuracdo dos dedos. Este tipo sensor varia a sua resisténcia
de acordo com a distorcdo a que é submetida. O sensor
utilizado tem sua faixa de variagdo de 10k a 50k Ohms.

Para a melhor identificacdo de alguns movimentos nao
captados pelos sensores flexiveis foram inseridos dois sensores
de efeito hall. Um dos sensores foi inserido no polegar para



Figura 7. Luva de captac@o dos sinais dos movimentos de Libras.

Figura 8. Sensor flexivel de variaciio de resisténcia.

captar a abertura deste dedo em relacdo a mdo. O outro sensor
foi inserido no dedo médio para a captacdo do contato deste
com o dedo indicador. Além disso, pequenos imas foram
distribuidos na regido onde o sensor hall teria algum contato.

Os sinais provenientes dos sensores flexiveis passam por um
circuito de condicionamento de sinais, que estd demonstrado
na Figura 9. Ele é composto por amplificadores operacionais
na configuragdo ndo inversora de ganho igual a 2 e um
diodo do tipo Zener. Com isso € possivel aumentar a faixa
de aquisicdo do conversor AD e limitar a tensdo mdxima
de saida da placa em 3.3V, valor mdximo de entrada para
muitos microcontroladores. Porém, isso também gera um
aumento na quantidade de ruido, apesar da alta impedancia de
entrada causada pelo amplificador. Posteriormente esse sinais
sdo enviados para um microcontrolador Arduino lilypad, que
possui um conversor AD de 10 bits e também a capacidade
de realizar comunica¢@o serial. A variacdo da tensdo gerada
pelos sensores flexiveis no circuito de condicionamento € de
0.8 a 2.8V.

Para a aquisicdo da base de dados foi optado por uma
taxa de Ims. Este tempo foi escolhido por possibilitar a
realizacdo de diversas leituras durante um tnico movimento.
Esses valores posteriormente passam por um tratamento para a
insercdo na RNA. Além disso, foi estabelecida a utilizagdo de
uma comunicac¢do do tipo serial entre o microcontrolador e o
computador. A velocidade de transmissdo a ser utilizada é de
38400bps, considerando que os valores dos sensores flexiveis
serdo transmitidos em 2 bytes, totalizando 13 bytes de dados a
serem transmitidos a cada leitura, e que a taxa de transferéncia
para o Arduino é de 34ms.

As leituras feitas pelos sensores s eram enviadas a partir
do momento em que elas eram solicitadas por uma aplicacio
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Figura 9. Circuito de condicionamento de sinais.

desenvolvida através do Matlab App Designer. O objetivo
desta aplicacdo € ter uma interface para facilitar a visualizacdo
dos sinais captados pelos sensores, além de uma indicacdo
visual do processo de aquisicdo de sinais das configuracdes
de mado.

A interface desenvolvida pode ser observada na Figura 10.
Na parte central dela € indicada qual a configuracdo de mao a
ser feita e na parte inferior sdo retratados os sinais adquiridos
atraves da luva. Além disso, devido aos sensores apresentarem
pequenas variacdes de resisténcia dependendo das condicdes
de temperaturas as quais estdo sendo submetidos, foi optado
pelo desenvolvimento de um sistema de calibragem.

Execute o sinal

Cornndo Dom:

al Poiegar

Figura 10. Aplicac@o desenvolvida para a captacdo de sinais.

Essa calibragem € feita no inicio de cada sequéncia de
aquisicao de sinais. Para isso, o portador da luva precisa ficar
com a mao esticada sobre uma superficie plana por alguns
segundos enquanto o sistema referéncia a variac@o no sinal de
cada dedo como sendo aquela que deve ser encontrada durante
a captura de sinais apds a estabilizacdo da mao, ou seja, apos
todo o movimento ser feito e esta se encontrar na configuracio
de mao pretendida.



Com base no resultado da calibragem ¢ determinado um
desvio padriao aceitdvel para cada sensor para leituras feitas
na mao estitica. Com base nestes nimeros, é possivel fazer
com que o sistema entenda quando o portador da luva finalizou
a movimenacdo de sua mao.

Devido a rede neural permitir apenas a entrada de um
unico dado em seus neurdnios da camada de entrada, foi
optado por alimentar a camada de entrada da RNA com a
média dos tdltimos valores captados para cada configuracdo de
mao executada. Essa escolha foi baseada no fato que nestas
amostras ja temos o movimento estabilizado e seriam as que
melhor representariam aquela configuracao.

Para a aquisi¢do da base foram realizadas vdrias captacdes
para cada uma das configuracdes de mdo em dias e condicdes
climdticas diferentes. Foram escolhidas dentre as amostras as
captacdes mais consistentes, onde nenhuma configuracdo de
mao foi executada da forma errada ou quando nio houve
nenhuma resposta inconsistente por parte da interface aos
sinais enviados pela luva. Dentro destas aquisicdes, foram
selecionadas 25 amostras de cada um dos sinais para a compor
uma base.

Além disso, para melhor verificar a efetividade do algoritmo
desenvolvido, esta base foi dividida entre base treinamento e
base de teste. Com isto foi possivel avaliar a capacidade de
generaliza¢do da RNA para amostras que ndo foram utilizadas
durante o treinamento. Na base de treinamento foi empregado
o método de Validacdo Cruzada, onde o conjunto de dados
€ dividido em R subconjuntos de tamanho aproximadamente
idénticos. As amostras dos subconjuntos R-/ serdo utilizadas
no treinamento da RNA enquanto os demais serdo utilizadas
na valida¢do de desempenho. Este procedimento de teste €
repetido para cada um dos subconjuntos R e o resultado do
treinamento € calculado pela média dos resultados obtidos
em cada teste. Com isso, é possivel avaliar o desempenho
do modelo desenvolvido de forma mais eficaz, especialmente
para conjuntos pequenos de dados, que € o caso das amostras
utilizadas neste projeto. Foi optado por utilizar um R igual
a 5. Sendo assim, das 25 amostras obtidas para cada uma
das 19 configuracdes de mao 60% foram utilizadas para o
treinamento da RNA, 20% para validacdo do modelo e 20%
para os testes finais. Portanto, para as bases de treinamento e
valida¢@o temos 380 amostras e para a base de teste 95.

B. Rede Neural Artificial para a determinagdo do modelo

A primeira etapa para o treinamento de uma rede neural
é a preparacdo dos dados. Este pré-processamento é feito
para eliminar a interferéncia de inconsisténcias presentes nos
dados, como por exemplo valores faltantes, inconsistentes ou
duplicados. Também pode ser feito o condicionamento dos
dados para serem utilizados como entradas no treinamento
da RNA. Como as amostras de configuragdes de mao de
cada movimento se tornaram muito exaustivas, foi optado
pela criacdo de bases sintéticas para serem utilizadas no
treinamento da RNA.

Para a criacdo das bases sintéticas foi desenvolvido um
algoritmo capaz de ler o valor das amostras da base original e

para cada configuragdo de mao calcular os valores minimos e
maximos obtidos nas leituras de cada um dos sensores flexores.
Com base nestes valores e adicionando uma tolerancia de mais
ou menos 10% sdo gerados valores aleatérios de amostras.
Foram criadas bases sintéticas de 30, 40, 60, 100, 500 e
1000 amostras para cada configuracdo de mio e isto resulta
nas respectivas bases 570, 760, 1140, 1900, 9500 e 19000
amostras.

Para o treinamento da RNA foi optado pela utilizacdo do
algoritmo de backpropagation. Essa escolha foi feita devido a
capacidade de tolerancia a falhas deste algoritmo e a facilidade
de implementacdo. Também possui pequena sensibilidade a
variacdo nos dados de treinamento. O algoritmo de back-
propagation é composto de duas etapas: a propagacdo e a
retropropagacdo. A propagacdo € sobre a classificacdo dos
dados de entrada. Inicialmente os pesos iniciais da RNA
sdo atribuidos de forma aleatéria. Em seguida, os valores
que representam cada sensor sdo inseridos nos neurdnios
da camada de entrada. Entdo o neur6nio faz a ponderacdo
com os pesos e o cdlculo da saida através da funcdo de
ativacdo e transmite a saida para os neurdnios da préxima
camada. Esse processo continua até que todos os neurdnios
da camada de saida tenham uma resposta e que o movimento
seja classificado como uma das letras estdticas do alfabeto.
Posteriormente € calculado o erro cometido pela rede, através
da diferenca entre a resposta desejada e a resposta obtida para
cada neurdnio da camada de saida . O erro de um neurdnio
da camada de saida estd demonstrado na Equagdo 8 o qual
€ definido pela funcdo quadrdtica da diferenga entre resposta
desejada d e a resposta obtida y.

k
1 2
erro = 5 ;(yq —d,) (8)

Ap6s o cdlculo do erro, é dado inicio a segunda etapa do
algoritmo. A retropropagacdo consiste na correcdo dos pesos
da RNA de acordo com o erro obtido. O ajuste dos pesos
€ iniciado na camada de saida e prossegue até a camada de
entrada.

A Equacdo 9 demonstra como sdo ajustados os pesos no
algoritmo. O novo peso de uma entrada w(z+1) é calculado
através da soma do peso atual desta entrada w(?#) com o
coeficiente de ajuste. O coeficiente de ajuste ¢ dado pelo
coeficiente n, pelo erro associado ao neurdnio d e pela a
entrada recebida por este neurdnio x [9].

wij(t + 1) = U)ij(t) + ’Ill'idj 9)

Como o erro é calculado apenas para os neurdnios da
camada de saida, é necessdrio estimar o erro para as camadas
intermediarias utilizando os erros da camada posterior. O erro
da camada intermediaria € calculado pela soma do erro das
camadas seguintes ponderados pelos pesos associados a cada
neur6nio [9].

O coeficiente de ajuste do erro do neurénio d pode ser
calculado pela Equacdo 10. Para cdlculos pertinentes a camada



de saida é utilizado a derivada da fun¢@o de ativacdo e o erro de
cada neur6nio. Ja para as camadas intermediarias € utilizada a
derivada da fungdo de ativacdo e o erro estimado das camadas
posteriores ponderadas pelos respectivos pesos.

se C € Csaida
se C € Cint

flerro,
o7 wigdy,

Foi optado por uma topologia para a RNA completamente
conectada, feedforward e de miltiplas camadas. Esse modelo
foi determinado devido a complexidade do problema abordado
e ao algoritmo de treinamento utilizado.

A camada inicial é formada pela mesma quantidade de
dados de entrada, ou seja, para cada um dos sensores utilizados
serd adicionado um neurdnio, totalizando sete neurdnios, um
para cada um dos sensores flexiveis e os outros dois para os
sensores de efeito Hall. J4 a camada de saida foi composta
por um neurdnio para cada uma das classificacdes possiveis,
totalizando 19 neurénios para cada uma das configuracdes de
mao, para a primeira abordagem.

Foi optado pelo desenvolvimento do algoritmo na lin-
guagem de programagdo Python e execucdo do treinamento
em um computador. A linguagem de programagdo Python
possui indimeras bibliotecas que facilitam a implementagdo
de algoritmos de RNAs. Foi optado por construir a solucio
utilizando da biblioteca [13] que possui modelos de Redes
Neurais Artificiais supervisionadas através do algoritmo de
classificacdo Multi-layer Perceptron (MLP). Este algoritmo
permite a implementacdo de uma solucdo robusta a partir de
poucas configuracdes.

Dentro das possiveis configura¢des oferecidas pela biblio-
teca [13], os seguintes pardmetros foram escolhidos para serem
analisados: nimero de camadas ocultas, quantidade de neurd-
nios nestas camadas, funcio de ativacdo das camadas ocultas,
fun¢do de otimizacdo de pesos da rede e o pardmetro de
regularizag@o. Na Tabela II € possivel verificar os parametros
e as variacoes empregadas neles durantes os testes.

dj(c) = (10)

Tabela II
PARAMETROS ANALISADOS EM TESTES COM RNA.

Parametros Testes Padrao da RNA
Camadas ocultas las 1
Quantidade de neurdnios 13 a 130 100
Identidade eq.2,

< A Sigmoidal eq.4

Fungdes de ativagdo Hiperbélica eq.5 e ReLU
ReLU eq.6
(l;ungoes de otimizagao LBFGS, sgd e adam adam
e pesos (solver)

Pardmetro de 0,00001 a 0,01 0,0001
regularizacio

As fungdes de ativacdo apresentadas na tabela II sdao de-
monstradas nas equacdes de 2 até a 6. No MLP, além destas
fungdes de ativag@o € utilizada na camada de saida a funcdo
Softmax, para incentivar os modelos de classificacdo multi-
classe [13]. Para a otimizac@o dos pesos foram utilizadas duas
fungdes baseadas no cdlculo da descida gradiente estocdstico,

SDG e ADAM, além de um otimizador na familia de métodos
quase-Newton, LBFGS.

Os testes iniciais foram feitos a partir das configuracdes
padrdes do algoritmo de classificacdo apresentados na Tabela
II utilizando a base original com diferentes quantidades de
amostras e também as bases sintéticas. Com isso, foi optado
por dar continuidade aos testes com apenas uma das bases,
aquela que apresentou a maior acurdcia, ja que o tempo para
treinamento nio teve um aumento considerdvel.

Para cada parametro a ser alterado foram feitos testes
com a base que mostrou o melhor desempenho, partindo das
configuracdes padrdes da rede e alterando um unico parametro
a cada teste. Com isso foram escolhidos as configuracdes de
cada parametro que obtiveram os melhores resultados e a partir
disso foi optado por variar a combinagdo desses para encontrar
a RNA que seja mais adequada a este sistema.

Apds o treinamento da rede para todos os movimentos
da base de treinamento, € iniciada a validacdo do modelo
determinado. Para isso foram utilizadas as amostras da base
de testes que foram submetidas a classificacdes pelos modelos
resultantes do treinamento. A partir da comparag¢@o entre as
respostas encontradas pela RNA e classe original das amostras
¢ calculada a eficiéncia da rede.

IV. RESULTADOS

Os resultados obtidos neste trabalho podem ser divididos em
tré€s tépicos principais: o impacto das diferentes bases de dados
utilizadas no treinamento da RNA, o ajuste de pardmetros para
encontrar o melhor modelo e o modelo final obtido para a
classificacdo das configuragdes de mao.

A. Impacto das bases de treinamento

As andlises de resposta do modelo as diferentes bases de
treinamento foram obtidas através dos pardmetros padrdes
conforme indicado na Tabela II. A base de amostras originais
foi utilizada em diferentes quantidades de tamanhos 95, 190,
285 ou 380 amostras, com o propdsito de avaliar o impacto do
aumento de amostras por configuracdo de méo. J4 as bases de
dados sintéticas foram utilizadas apenas na sua integralidade.
Com o modelo treinado e validado, foram executados testes
de classificagdo em outra base. A partir destes procedimentos
foram obtidas as acurdcias de treinamento e de teste, as
quais podem ser observado na Figura 11. As barras em verde
(esquerda) sdo referentes as acurdcias de treinamento enquanto
as barras em azul (direita) sdo referentes as acurdcias com a
base de teste.

Nos treinamentos feitos com as bases de amostras originais
podemos observar um excelente resultado durante os treina-
mentos, chegando préximo a 80%, conforme demostrado na
Figura 11. Porém, este mesmo comportamento ndo se repete
ao empregar os modelos na base de teste. Isto se deve a baixa
capacidade de generalizacdo dos modelos obtidos. Com uma
amostragem muito pequena ndo € possivel ter uma resposta
satisfatoria para amostras fora da base de treinamento, ja que
o modelo foi obtido partindo de pouca diversidade e tornou-se
muito especifico.



Acuracia em diferentes bases de treinamento
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Figura 11. Acurdcias de treinamento e de teste com diferentes tamanhos de
base de dados .

Para as bases sintéticas de 570 a 1900 amostras foram ob-
tidas acurdcias de treinamento e de teste muito proximas, mas
os resultados obtidos foram relativamente inferiores quando
comparados as bases de amostras originais. J4 para as bases
com 9500 e 19000 amostras € possivel observar novamente
um pequeno aumento nas acurdrias de teste, mas também
um distanciamento quando comparado estes aos resultados de
treinamento. Considerando os melhores resultados de acuricia
de treinamento, de teste e a capacidade de generalizacdo do
modelo foram escolhidas trés bases: 380 amostras originais e
as bases sintéticas com 1900 e 19000 amostras.

Outro fator importante a ser avalido é o tempo gasto para
o treinamento da RNA. Na Figura 12 é possivel avaliar a
perda em performance com o aumento da quantidade de
amostras. Este aumento torna-se especialmente significativo
quando é comparado as bases de 380 e 19000 amostras, que
obtiveram respectivamente 64,4% e 65% de acuricia de teste,
onde o tempo aumenta em quase 20 vezes para a base de
maior tamanho. Com base nestas andlises foi optado por dar
seguimento aos testes com duas bases: 380 e 1900 amostras.
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Figura 12. Tempo de treinamento com diferentes tamanhos de base de dados.

Tabela III
MELHORES RESULTADOS OBTIDOS COM AS ALTERACOES DE

PARAMENTROS
B Parametros Acuracia | Acuracia Tempo
ase alterados de treino de teste de treino

Funcao de ativagdo

380 | Giomoidal e alfa=0.0007 | 5237% | 70.32% 2,75

330 | Funcdo deativagio 82,11% | 70.95% 2.64s
Sigmoidal
Funcdo de ativagdo

30 | Siomoidal e alfa=0.0005 | 5289% | 70.32% 2,95
alfa = 0.003 e

380 solver = LBEGS 78,68% 64,42% 7,53s
alfa = 0.005 e

380 4 camadas ocultas 76,84% 63,16% 13,34s
com 100 neurdnios
alfa = 0.01 ,

30 | Solver = LBFGS e 7474% | 66.53% 11.20s
3 camadas ocultas
com 100 neurdnios
Funcdo de ativagdo

1900 Sigmoidal e alfa=0.0007 74,05% 66,95% 5,58s

1900 | Funedo de ativagao 7311% | 68.42% 5.70s
Sigmoidal
Funcdo de ativagdo

1900 Sigmoidal e alfa=0.005 72,89% 67,37% 5,82s
alfa = 0.003 e

1900 solver = LBFGS 72,89% 66,74% 28,66s
alfa = 0.005 e

1900 | 4 camadas ocultas 58,26% 57.89% 135.,30s
com 100 neurdnios
alfa = 0.01 ,

1900 | Solver = LBFGS e 5921% | 55.58% 95,585
3 camadas ocultas
com 100 neurdnios

B. Ajuste de paramentros do MLP

A busca pelos melhores paramétros foi conduzida com o
treinamento e o teste da RNA com as bases de treinamento de
380 e 1900 amostras para os diferentes parametros e valores
apresentados na Tabela III. Os resultados das acurdcias de
treinamento variaram de 35% a 85% e as acurdcias de teste
variaram de 40% a 70%, para parametros que convergiram, ou
seja, onde foi possivel determinar um modelo de classificagdo
com base nos treinamentos realizados. As alteracdes de para-
metros padrdes que obtiveram os melhores resultados podem
ser observadas na Tabela III.

Um dos fatores muito importantes observados durante os
testes com diferentes pardmetros € que a quantidade de cama-
das ocultas ndo necessariamente garantem uma melhor acurd-
cia. Na Tabela III € possivel observar que para este sistema
as acurdcias mais altas foram obtidas para as cofiguracdes
padrdes da rede: uma unica camada oculta.

Outra observacdo pertinente ¢ que os melhores resultados
tanto de treinamento quanto de teste foram obtidos com a
base original. Logo € possivel concluir que trabalhar com
uma grande quantidade de dados sintéticos ndo garante uma
melhoria na eficicia do sistema,ou seja, é preciso escolher um
conjunto de dados que realmente represente bem os dados a
serem classificados. Além disso, outro impacto observado com
o aumento da base de treinamento foi o tempo de treinamento
que aumentou em aproximadamente 10 vezes para a base com



1900 amostras.

Na fun¢do de ativagdo apenas duas foram consideradas
relevantes para terem seus resultados apresentados: funcdo
Sigmoidal da equacdo 4 e funcdo ReLU da equacdo 6. As
outras funcdes tiveram resultados inferiores e em muitos casos
chegaram a ndo convergir. Entre a funcdo Sigmoidal e ReLU
aquela que obteve o melhor desempenho e o menor tempo
de treinamento foi a funcdo sigmoide com os resultados
superiores a 70%. J4 na funcdo de otimizacdo de pesos a
funcdo adam e LBFGS tiveram um destaque maior, porém
com resultados bem diferentes em relagdo ao tempo e por
isso foi optado por seguir apenas com a funcdo adam. Como
os resultados obtidos para os valores de alfa igual a 0.0001,
0.0005 e 0.0007 eram muito préximos, os trés foram utilizados
para o teste a ser apresentado a seguir.

Com isso, o ultimo parametro a ser determinado seria a
quantidade de neurdnios na camada oculta. Para isso, foram
executados testes variando o seu valor, partindo do minimo
recomendado conforme a Equacdo 7 até dez vezes este valor.
Os valores das acurdcias de teste obtidas para as diferentes
quantidades de neurdnios presentes na camadas oculta podem
ser observados na Figura 13.

Acuracia de Teste
80%

75%
70%
65%
60%

55%
00 00 07 GO D GO D GO ™ ©

MMM MO MM
NANOOTTOODOOMNMNMNOOIIOODOO «~——AN
-

128

Neurdnios camada oculta

Alfa =0.0007 ——Alfa=0.0001 —Alfa =0.0005

Figura 13. Acuricia de teste variando com a quantidade de neur6nios da
camada oculta.

Um fator relevante a ser observado na Figura 13 é que a
acurdcia ndo necessariamente aumenta com a quantidade de
neur6nios. Este aumento direto sé pode ser observado até o
48° neurdnio, apos este valor, a RNA estabiliza com acurdcias
variando de 70% a 75%. Para os trés valores de alfa, o maximo
de acurdcia foi alcangado ao executar o treinamento com 102
neurdnios na camda oculta, chegando a 76%. Dentre as opcdes
de alfa, o que obteve o melhor desempenho nos testes com o
menor tempo de treinamento foi o de 0.0005, com um tempo
de 1,82 segundos.

C. O modelo final de classificagcdo

O modelo de RNA foi obtido conforme as configuracoes
abaixo:
1) Camada de entrada:sio 7 neurdnios, equivalente a
quantidade de sensores que alimentam a rede.

2) Base de treinamento: 380 amostras originais
3) Camadas ocultas: uma tnica camada oculta com 102
neurdnios
4) Funcao de ativacdo: Sigmoidal
5) Funcio de otimizacdo dos pesos: ADAM, um otimi-
zador baseado em gradiente estocdstico
6) Parametro de regularizacao: 0.0005
Com estas configuracdes foram executadas uma série de
50 treinamentos diferentes, agrupando as 380 amostras pelo
modelo de validagdo cruzada de forma aleatéria. Com base no
melhor modelo de classificagdo obtido foi verificada a média
da acurdcia do sistema e sua variacdo. Estas informacgdes
podem ser observados na Figura 14. A acurdcia média do
sittema € de 75,3%, este valor pode variar 4,4% para mais
ou para menos, dependendo da forma como as amostras sao
divididas nos R subconjuntos.
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Figura 14. Acuricia média do sitema e sua variacdo.

Além da acurdcia foram avalidas duas métricas de suma
importancia para avaliar o desempenho do modelo: a precisdo
e o recall com base nos resultados positivos, que tiveram a
classificacdo correta e negativos, que tiveram a classificacdo
incorreta. Precisdo € a capacidade do classificador de ndo
rotular como positiva uma amostra negativa e o recall é a
capacidade do classificador de encontrar todas as amostras
positivas.

Na Figura 15 ¢é possivel identificar que o modelo teve
dificuldades de identificar as configuracdes de mao referente
as Letras G, L, N e V, devido ao Recall destes serem inferiores
a 60%. Além disso, para as Letras G, Q e U o modelo teve
dificuldades em separar os padrdes destas letras em relacdes as
demais abordadas, jd que os valores de precisdo sdo inferiores
a 60%.

Uma possivel causa para essa dificuldade é a similaridade
entre as configuracdes de mao das letras G, L e Q, conforme
pode ser observado na Figura 6. A principal diferenca entre
elas estd na posicdo do polegar, onde foi observada uma
baixa confiabilidade na resposta do sensor hall do polegar
e a posicdo do punho, que nem chega a ser abordada pelo
sistema de captagdo proposto. Outra possivel causa desta
confusdo durante as classificacdes € a similariedade entre
as configuracdes de mao das letras N, U e V, por motivos
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Figura 15. Métricas de avaliagdo da RNA por configuracdo de mao.

similares ao das letras anteriores, com excecdo que desta vez
o sensor seria 0 do dedo indicador. Essas constatacdes foram
feitas através da observacdo da matriz confusdo gerada com
base na classificacdo das amostras de teste.

V. CONSIDERACOES FINAIS

Este trabalho abordou o desenvolvimento de um sistema de
reconhecimento de configuracdo de maos em Libras a partir de
uma luva sensorial especializada com a a aplicacdo de Redes
Neurais Artificiais. Os fatores principais que influenciaram na
escolha da luva como fonte de amostras foi o fato de ser
mais facilmente aplicada a situagdes cotidianas e desta nio
sofrer grandes influéncias do meio externo. A partir de reco-
nhecimento de configuracdes de mao é possivel desenvolver
sistemas mais complexos de interpretacdo de Libras e auxiliar
na comunicacio de PcDs.

As configuragdes de mao abordadas para o reconhecimento
sdo as setenta e nove configuracdo de maos que compdem a
base de Libras. Porém, foi optado por uma abordagem redu-
zida com apenas as 19 configura¢des de mao, equivalente as
letras estdticas do alfabeto em Libras. Isto devido a dificuldade
de aquisi¢@o de amostras além do prététipo confeccionado ter
apresentado algumas falhas e problemas ergondmicos durante
as aquisigoes.

Na constru¢do de um algoritmo classificador baseado em
RNA foi optado pela utilizacdo de uma biblioteca da lingua-
gem Python [13] devido a facilidade de implementacdo com
poucas configuracdes. Foi utilizada uma rede feedforward,
multicamadas e completamente conectada. Para o treinamento
da RNA foi escolhida a utilizac@o do algoritmo de backpropa-
gation devido a baixa sensibilidade em relagdo as mudancas no
banco de dados, a capacidade de tolerancia a falhas e facilidade
na implementacao.

Para a validacdo da capacidade de generaliza¢do do modelo,
optou-se pela utilizacdo do método de Validacdo Cruzada,
onde as amostras foram divididas em base de treinamento,
validagdo e teste com as respectivas porcentagens: 60%, 20%
e 20%. O melhor modelo de classificacdo foi obtido atrdves
de uma base de 380 amostras. Os resultados obtidos com este

modelo tiveram uma acurdcia final de 75,3% com um tempo
de treinamento de aproximadamente 1,82s.

O modelo final teve dificuldade em classificar algumas
configuracdes de mao corretamente devido a problemas nos
sensores de efeito hall utilizados no protétipo para trazer infor-
magdes extras sobre a posi¢do do polegar e dedo médio. Além
disso, foram encontradas algumas variagdes de posicdes nas
configuracdes de mao que nao foram abordadas no protétipo
da luva, como por exemplo o movimento do pulso.

Como trabalhos furutos, seria necessario avaliar outros tipos
de sensores para verificar as informacdes de movimentos
laterais do dedo médio e do polegar, assim como 0 movimento
do pulso. Além disso, para garantir uma melhor usabilidade
da luva, seria necessdrio substituir uma forma de comunicacio

para uma sem fio. Com estas alteracdes ¢ entendido que o
sistema poderia se tornar mais robusto e com um desempenho
melhor na classificacdo das configuracdes de mao, abrindo
caminho para abordar as 79 configuracdes reconhecidas na
Libras.
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