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PREFACIO

MINERACAO DE DADOS EDUCACIONAIS - UMA
APRESENTACAO

“Os dados sao o novo Petréleo” — Clive Humby

Na educagio, o surgimento do “Big Data”, por meio de novas e
extensas midias educacionais, combinado com avangos na computagio,
significou a melhora dos processos de aprendizagem na educagio for-
mal e além. Cada vez mais, conjuntos de dados de grandes dimensdes
estdo disponiveis a partir das intera¢des dos alunos com softwares
educacionais e em plataformas de aprendizagem on-line — entre outras
fontes — com repositérios de dados publicos apoiando pesquisadores na
obtengio desses dados. Nesse contexto surgiu a Mineragdo de Dados

Educacionais (MDE).
O primeiro workshop de MDE foi realizado em 2005, em Pittsburgh,

Pensilvania. Seguiram-se workshops anuais e, em 2008, a 12 Conferéncia
Internacional de MDE foi realizada em Montreal, Quebec. As conferéncias
anuais sobre MDE foram acompanhadas pelo Journal of Educational Data
Mining, que publicou sua primeira edi¢do em 2009, com Kalina Yacef como
editora. O primeiro Manual de MDE foi publicado em 2010. No verio
de 2011, a Sociedade Internacional de Minera¢do de Dados Educacionais
(https://educationaldatamining.org/) foi formada para “promover a pesquisa
cientifica no campo interdisciplinar de mineragio de dados educacionais”,
organizando as conferéncias e periédicos e a publicagio gratuita de acesso
aberto de artigos de conferéncias e periédicos.

A MDE retne uma comunidade interdisciplinar de cientistas da
computacio, cientistas da aprendizagem, psicometristas e pesquisadores
de outras tradi¢des e com o crescente interesse de pesquisa em andlise
de aprendizagem e minera¢io de dados, bem como o ripido desenvolvi-
mento de software e métodos analiticos, é importante que pesquisadores

e educadores reconhegam os aspectos tnicos desta comunidade.


https://educationaldatamining.org/

A MDE abrange o desenvolvimento e a aplicagio de métodos para
explorar os tipos tinicos de dados provenientes de ambientes educacionais,
podendo ser definida como a aplicagio de técnicas de mineragio de dados
para abordar questdes relativas a educagdo. Ela como drea de pesquisa
é interdisciplinar, incluindo, entre outros, recuperagio de informagoes,
sistemas de recomendagio, anélise de dados visuais, minera¢do de dados
orientada por dominio, andlise de redes sociais, psicopedagogia, psicologia
cognitiva, psicometria, dentre outros. De fato, pode-se dizer que a MDE é
acombinagio de trés dreas principais: Ciéncia da Computagio, Educacioe
Estatistica. A interse¢io dessas trés dreas também forma subdreas intima-
mente relacionadas —a Educacio Baseada em Computadores; Mineragio
de Dados; Aprendizagem de Maquina e Estatistica Educacional.

Conforme uma das principais Revisées de Literatura sobre
Mineragio de Dados Educacionais (ROMERO; VENTURA, 2010),
esta drea envolve diferentes grupos de usudrios ou participantes; diferentes
grupos olham para informagdes educacionais de diferentes dngulos, de
acordo com sua prépria missdo, visdo e objetivos para usar a mineragio
de dados. Por exemplo, o conhecimento descoberto por técnicas de
MDE pode ser usado nio apenas para ajudar os professores a gerenciar
suas aulas, compreender os processos de aprendizagem de seus alunos e
refletir sobre seus préprios métodos de ensino, mas também para apoiar

as reflexdes do aluno sobre a situac¢io e fornecer feedback.

Embora inicialmente a MDE pareca envolver apenas dois grupos
principais, alunos e professores, na verdade existem mais grupos envol-
vidos, com muito mais objetivos, e por isso de acordo com Romero e
Ventura (2010) esta drea tem uma tendéncia de rapido desenvolvimento,
sobretudo, porque hd uma grande gama de pessoas envolvidas no sistema
educacional que se beneficia com a sua aplica¢do. Segundo os autores os

principais grupos beneficiados e seus objetivos na utilizagio da MDE sio:

Usudrios e Alunos—Personalizar o e-learning; recomendar atividades,
recursos e tarefas de aprendizagem que possam melhorar sua aprendiza-
gem; sugerir experiéncias de aprendizagem interessantes; sugerir links a
seguir; gerar dicas adaptdveis; recomendar cursos e discussoes relevantes.



Educadores, Professores, Instrutores e Tutores— Obter feedback obje-
tivo sobre a instrugio; analisar a aprendizagem e o comportamento dos
alunos; detectar quais alunos precisam de suporte; prever o desempenho
do aluno; classificar os alunos em grupos; encontrar padrdes regulares
e irregulares de alunos; encontrar erros cometidos com mais frequéncia
pelos alunos; determinar atividades mais eficazes; melhorar a adaptagio
e customizagio de cursos.

Desenvolvedores de Cursos e Pesquisadores Educacionais — Avaliar e
manter o material diddtico; melhorar o aprendizado do aluno; avaliar a
estrutura do conteido do curso e sua eficicia na aprendizagem; cons-
truir automaticamente modelos de alunos e modelos de tutor; comparar
técnicas de mineragdo de dados para poder recomendar a mais til para
cada tarefa; desenvolver ferramentas especificas de mineragio de dados
para fins educacionais.

Organizagoes, Provedores de Plataformas de Ensino e Aprendizagem,
Universidades e Empresas Treinamento— Aprimorar os processos de deci-
sdo nas institui¢es de ensino superior; agilizar a eficiéncia no processo
de tomada de decisdo para atingir objetivos especificos; sugerir certos
cursos que podem ser valiosos para cada classe de alunos; encontrar a
maneira mais econdmica de melhorar a reteng¢io e as notas; selecionar os
candidatos mais qualificados para a graduagio; ajudar a admitir alunos
que se sairdo bem na universidade.

Administradores Educacionais e Gestores de Instituicoes de Ensino
— Desenvolver a melhor forma de organizar os recursos institucionais
(humanos e materiais) e sua oferta educacional; utilizar os recursos
disponiveis de forma mais eficaz; aprimorar as ofertas de programas
educacionais e determinar a eficicia da abordagem de ensino a distancia;
avaliar o professor e os curriculos; definir parimetros para melhorar
a eficiéncia dos web sites institucionais, softwares educacionais e/ou

plataformas de ensino aprendizagem e adapti-lo aos usudrios.

Como visto, sio muitos os beneficios gerados pela MDE para
cada grupo de atores do contexto educacional, o que a torna uma
estratégia importante para melhoria continua do ensino e aprendiza-



gem. Neste sentido, este livro é um bom primeiro passo para quem
deseja entender melhor a MDE e como ¢é seu processo de aplicagio,
ou ainda para pesquisadores ativos que desejam se manter atualizados
sobre técnicas atuais de mineragio de dados. Os capitulos sdo escritos
com base em pesquisadores importantes da MDE e cobrem tépicos
interessantes na area.



APRESENTACAO

O livro Os Avangos da Mineracdo de Dados Educacionais: Processo,
Tendéncias Temdticas e Técnicas de Mineragdo tem como propésito pri-
meiramente proporcionar uma fonte com diversos estudos desenvolvidos
por pesquisadores conceituados na drea de MDE, muitos dos quais
apoiaram o surgimento deste campo de pesquisa, e apresentar por meio
da visdo destes pesquisadores como este campo tem evoluido desde o
seu surgimento, bem como descrever sua consolidagido como drea de

pesquisa e suas perspectivas futuras.

Em segundo lugar este livro pretende dar suporte a pesquisado-
res iniciantes que desejam se aprofundar sobre quais sdo as principais
tendéncias temdticas da MDE nos ultimos anos, em outras palavras
para quais objetivos ela tem sido empregada; quais as principais técnicas
tém sido aplicadas no contexto da MDE, com explicagdes sobre essas
técnicas de forma simples e clara. Por fim, também apresenta exemplos
de aplicagdo do processo de MDE, de forma detalhada, para que mesmo
aqueles que nio tenham familiaridade com o processo de mineragio de
dados, se sintam capazes de desenvolver suas préprias aplicagoes.

Este livro ¢ fruto da pesquisa de doutoramento da autora que fez
diversos estudos de mapeamento e revisio de literatura sobre a MDE,
ademais desenvolveu diversos experimentos sobre o processo de MDE,
com a aplicagio de técnicas de mineragdo sobre dados de alunos reais e
gerados artificialmente, tanto no ambito do e-/eaning, como no presencial.
Alguns desses estudos da autora, acerca do tema deste livro, podem ser
consultados no Apéndice A.

O livro aborda diversos aspectos da MDE, iniciando pelas defi-
nigdes e caracterizagio do processo de aplicagio; a evolu¢io da MDE
e sua consolida¢do como drea de pesquisa; principais tendéncias temé-
ticas; e diferengas entre a Mineragio de Dados Educacionais e Andlise
de Aprendizagem. Em seguida, apresenta as técnicas de mineragio de

dados mais utilizadas atualmente; e estudos que fizeram a aplicagdo



destas técnicas de mineragio no contexto educacional. Finalmente, sio

detalhados dois exemplos de aplicagio do processo de MDE.

Desta forma, pode-se observar que uma ampla gama de t6picos
sobre MDE sio abordados neste livro. Visto que, muitas das informagdes
que se tém disponiveis hoje sdo fruto de processos de mineragio de dados
cada vez mais avangados; e essas informagdes tém feito muitos setores da
industria, comércio, prestagio de servigos, dentre outros, se desenvolver
de forma sem igual; é de fundamental importancia que Instituicdes de
Ensino, também comecem a apoiar seu processo de tomada de decisdo em
informacoes reais extraidas de dados. Isso facilita e torna mais assertiva
as resolugdes de gestores educacionais e professores, que podem conduzir

com mais certeza suas agoes.

Além disso, com os avangos tecnolégicos disponiveis e a digita-
lizagdo da educagio, causada sobretudo pela pandemia do novo Corona
Virus; que ocorreu de forma emergencial, mas que ndo retornard aos
moldes antigos; cada vez mais a mineragio de dados estard no cerne
do processo de tomada de decisdes nas grandes Institui¢oes de Ensino.
Por isso, este tema deve ser fundamentalmente discutido no Ambito da
educacio, em todos os niveis e deve-se fomentar a formagio de técnicos
e professores para trabalhar com MDE, que envolve muito mais do que

apenas saber aplicar algoritmos de ultima geragio.

Vanessa Faria de Souza
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CAPITULO 1- MINERACAO DE DADOS
EDUCACIONAIS: DEFINICOES E PROCESSO

A quantidade de dados disponiveis a respeito de diversos contextos
aumentou expressivamente nos tltimos anos devido particularmente a
grande difusdo das redes sociais e também a disponibilizagio de aplica-
tivos e sistemas online para compras. Nesse sentido, diversas entidades
organizacionais tém demonstrado eficiéncia na captagio, organizac¢io
e armazenamento de bases dados de grande volume, conseguidas por
meio de transagdes didrias, ou em pesquisas tecnolégicas e/ou cientificas,
todavia a chave para avangar ¢ o dominio de como utilizar acertadamente
essa grande quantidade de dados para converté-los em conhecimentos
que possam ser aproveitados em seus negécios, ndo importando a drea a
qual esteja vinculado (AGGARWAL, 2015). A vista disso, a Mineragio
de Dados (Data Mining) esti cada vez mais difundida como uma estra-
tégia para extragdo de conhecimentos e informagdes a partir de dados,
que tem potencial para direcionar o processo de tomada de decisdo em

circunstiancias que ainda nio se possua uma vasta experiéncia.
Para Aggarwal (2015) a Mineragio de Dados (MD) ¢ definida como:

A mineragio de dados ¢ o estudo de coleta, limpeza, pro-

cessamento, andlise e obteng¢do de informagdes e ideias

uteis de dados. Existe uma grande variagio em termos

de dominios problemiticos, aplicativos, formulagdes

e representacdes de dados encontradas em aplicativos

reais. Portanto, “Minera¢io de dados” é um termo

abrangente usado para descrever esses diferentes aspec-

tos de processamento de dados (AGGARWAL, 2015).

Com a crescente adogio de MD, essa passou a ser empregada

com sucesso também no contexto educacional, auxiliando em diversos
cendrios, e ficou conhecida como Minera¢io de Dados Educacionais
(Educational Data Mining). Este capitulo trata dos principais aspectos
sobre esta drea que vem se consolidando nos tltimos anos, em que pri-
meiramente é exposta sua defini¢io, posteriormente é detalhado o pro-

cesso de implementagio da Mineragio de Dados Educacionais (MDE).

13



Vanessa Faria de Souza

DEFINICAO DA MINERACAO DE DADOS
EDUCACIONAIS

Nos tltimos anos a educagio tem se modificado, em decorréncia
do avango tecnolégico disponivel que direcionou a uma instrumentagio
do setor educacional, tanto em softwares voltados para o ensino, como na
administrac¢do digital dos registros académicos pelos gestores das insti-
tui¢des, bem como no uso da internet para a aprendizagem, em especial
pela popularizagio do e-learning. Todos esses fatores impulsionaram um
crescimento exponencial no volume de dados educacionais, e para se
analisar uma grande quantidade de dados, é imprescindivel contar com

recursos computacionais, caso contrario a tarefa torna-se impraticavel.

Dessa forma, as técnicas de mineragio de dados estio ganhando cada
vez mais importincia no setor educacional, pois sdo uma forma de acom-
panhar, analisar e avaliar o processo de aprendizagem. Provavelmente, as
técnicas de mineracio de dados podem fornecer aos formuladores de politicas
educacionais modelos para apoiar seus objetivos de aprimorar a eficiéncia e
a qualidade do ensino e da aprendizagem. Além disso, o uso de diferentes
técnicas de mineragio de dados pode ser visto como base para uma mudanga
sistémica, capaz de impactar de maneira positiva nas solug¢des de problemas
especificos das Institui¢des de Ensino, por exemplo, viabilizando soluges
que envolvem a personalizagdo dos ambientes educacionais ou fornecendo
suporte para o processo de tomada de decisdo no ambiente educacional.

Nesse cendrio, destaca-se a MIDE que utiliza as técnicas da MD
para extrair informagdes relevantes de conjuntos diversificados de dados
educacionais. Segundo a Sociedade Internacional de Mineragio de Dados
Educacionais!, a MDE pode ser definida da seguinte forma:

Euma disciplina emergente, preocupada com o desen-
volvimento de métodos para explorar dados unicos e
cada vez mais em larga escala, provenientes de con-
textos educacionais e usa esses métodos para entender
melhor os alunos e as configuragdes em que aprendem
(EDM, 2020).

! http://educationaldatamining.orgy/.

14
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Os avancos da mineracio de dados educacionais

Em outras palavras, a MD refere-se a um conjunto de técnicas
computacionais para extrair informagdes de grandes massas de dados, e
quando os dados analisados sdo provenientes de contextos educacionais,
chama-se MDE (ROMERO; VENTURA, 2013). Corroborando essa
defini¢io (BAKHSHINATEGH ez al., 2018) salienta que a mineragio
de dados educacional (EDM) é o campo de uso de técnicas de minera-
¢do de dados em ambientes educacionais. Igualmente, De Los Reyes ez
al. (2019) define MDE como uma 4rea voltada ao desenvolvimento de
métodos para explorar dados oriundos de ambientes educacionais e utili-
zéd-los para compreender melhor os processos de ensino e aprendizagem.

Nessa acep¢io, Baker, Isotani e Carvalho (2011) alegam que a
MDE ¢ definida como a drea de pesquisa que tem como finalidade aper-
teicoamento e amadurecimento de técnicas para investigar conjuntos de
dados obtidos em cenirios educacionais. Conforme os autores, a natureza
destes dados é mais diversa do que a observada nos dados tradicionalmente
utilizados em tarefas de minera¢do, demandando adaptagbes e novas
abordagens. Ao mesmo tempo, essa diversidade nos dados representa
um potencial de implementagio de recursos fundamentais para auxilio
na melhoria da educa¢io (BAKER; ISOTANI; CARVALHO, 2011;
DE LOS REYES ez al. 2019; RIGO ez al. 2014).

Nos ultimos anos, pesquisadores de uma variedade de discipli-
nas (incluindo ciéncia da computagio, estatistica, minera¢io de dados
e educagio) comegaram a investigar como a mineragio de dados pode
melhorar a educagio e facilitar a pesquisa educacional. A MDE ¢ cada
vez mais reconhecida como uma disciplina emergente que se concentra no
desenvolvimento de métodos para explorar os tipos exclusivos de dados
que vém de um contexto educacional. Esses dados vém de virias fontes,
incluindo dados de ambientes tradicionais de sala de aula presencial,
software educacional, material didético online e testes somativos / de
alto risco. Essas fontes fornecem cada vez mais uma vasta quantidade de
dados, que podem ser analisados para responder facilmente a questdes
que ndo eram vidveis anteriormente, envolvendo diferengas entre as popu-

lagbes de alunos ou envolvendo comportamentos incomuns dos alunos.

15
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A MDE esti contribuindo para a educagio e a pesquisa em edu-
cagdo de virias maneiras, como pode ser visto na diversidade de proble-
mas educacionais considerados nos préximos capitulos deste Livro. As
contribui¢cées da MDE influenciaram o pensamento sobre pedagogia
e aprendizagem e promoveram a melhoria do software educacional,
melhorando a capacidade do software de individualizar as experiéncias
de aprendizagem dos alunos. De certa forma, o advento da MDE pode
ser considerado como a educagio “alcan¢ando” outras dreas, onde a
melhoria dos métodos de explora¢ao de dados promove impactos trans-
formadores na pritica. Embora a Minera¢io de Dados (mais Geral) e
a Mineragio de Dados Educacionais possuam métodos de exploragio
de dados semelhantes, existem algumas diferencas importantes entre
eles. Nesse sentido. Romero e Ventura (2007) elencam questdes que
diferenciam a MDE da MD em outros dominios:

1. Objetivos: que podem se relacionar a pesquisa (a) aplicada, que
busca responder questdes praticas, por exemplo: como melhorar
o processo de aprendizagem,; e (b) pura, com a finalidade de
por exemplo dar sentido as observagdes. Na maioria das vezes
esses objetivos sdo dificeis de quantificar e exigem seu préprio
conjunto especial de técnicas de medigio.

2. Dados: em ambientes educacionais, existem muitos tipos dife-
rentes de dados disponiveis para mineragdo. Esses dados sio
especificos da drea educacional, portanto, possuem informagoes
semanticas intrinsecas, relacionamentos com outros dados, e
vérios niveis de hierarquia significativa.

3. Técnicas: problemas educacionais tém algumas caracteristicas
especiais que exigem que a questdo da mineragdo seja tratada
de uma maneira diferente. Embora a maioria das técnicas tra-
dicionais de MD possam ser aplicadas diretamente, outras nao
podem e devem ser adaptadas ao problema educacional especi-
fico. Exemplo disso, é que em se tratando de cendrios comuns
de MD, as varidveis sio em sua maioria numéricas, trativeis
diretamente por algoritmos de Aprendizagem de Maquina,
enquanto que em ambientes educacionais a grande maioria
é categérica, o que implica esfor¢o em pré-processamento e

16



Os avancos da mineracio de dados educacionais

transformacdes, para codificar essas varidveis em numéricas,
para que entdo possam ser interpretadas pelos algoritmos.

O PROCESSO DE MINERACAO DE DADOS
EDUCACIONAIS

O processo de aplicagio da MDE nio ¢ trivial contendo vérias

fases. Nesse sentido, serd explicado o processo de MD de acordo com

Aggarwal (2015), depois serd apresentada uma sequéncia de etapas con-
siderada mais adequada, baseada em pesquisas (BAKER; ISOTANI;
CARVALHO, 2011; DE LOS REYES ez a/. 2019; RIGO ez al. 2014;
ROMERO; VENTURA, 2013, 2020) especificas sobre MDE e também

na experiéncia da autora com aplicagdes realizadas.

Aggarwal (2015) determina que o fluxo de trabalho de um pro-

cesso tipico de MDD contém as seguintes fases:

1.

Coleta de dados— A coleta de dados pode exigir o uso de hardware
especializado, como uma rede de sensores, trabalho manual,
como a coleta de pesquisas com usudrios ou ferramentas de
software como um mecanismo de rastreamento de documen-
tos da Web para coletar documentos. Esta etapa ¢ especifica da
plataforma e geralmente fora do dominio do cientista de dados.
Apés a fase de coleta, os dados geralmente sio armazenados em
um banco de dados ou, em geral, um data warehousé(tradugio
livre — armazém de dados) para processamento.

Extragio de recursos e limpeza de dados (Pré-Processamento e Trans-
formagio) — Quando os dados sio coletados, eles geralmente nio
estdo em um formato adequado para processamento. Para tornar
os dados adequados para processamento, ¢ essencial transfor-
mé-los em um formato que seja interpretavel aos algoritmos de
mineragio, como multidimensionais, séries temporais ou formato
semiestruturado. O formato multidimensional é o mais comum,
no qual diferentes campos de dados correspondem as diferentes
propriedades medidas que sdo chamadas de atributos. A fase de
extracdo de recursos geralmente ¢ realizada em paralelo com a

2 E um repositério central de informagdes que ficam disponiveis para serem analisadas
e ddo suporte ao processo de tomada de decisdo.

17



Vanessa Faria de Souza

limpeza de dados, onde partes ausentes e incorretas dos dados
sdo estimadas ou corrigidas. Em muitos casos, os dados podem
ser extraidos de virias fontes e precisam ser integrados em um
formato unificado para processamento. O resultado final deste
procedimento é um conjunto de dados estruturados, que pode ser
efetivamente usado por um programa de computador. Depois da
fase de extragio de recursos, os dados podem ser armazenados
novamente em um banco de dados para processamento.

Processamento analitico e algoritmos — A parte final do processo
de mineragio ¢ projetar métodos analiticos eficazes para extrair
informagdes e conhecimentos relevantes a partir dos dados
processados.

A sequéncia das etapas do processo de M D proposto por Aggarwal

(2015) é apresentada na Figura 2.

Figura1 - Processo de MD proposto por Aggarwal (2015)

COLETA DE DADOS [—>
k

PRE-PROCE SSAMENTO DOS PROCESSAMENTO ANALITICO
DADOS

Extracdo de Limpeza e Construcdo Construcio

aracteristicas Integracéo Bloco 1 Bloco 2

Fonte: Adaptado de Aggarwal (2015)

A partir do processo de MD apresentado, pesquisas em MDE

e na experiéncia com aplica¢oes realizadas, algumas das etapas foram

ajustadas para condizer efetivamente com o que é executado, levando em

conta o fator usudrio (programador ou cientista de dados), nesse sentido

o processo de MDE pode ser formado pelo seguinte conjunto de etapas:

1.
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Definigio da fungio da MIDE — Nessa etapa é realizada a deter-
minagdo do objetivo do processo MDE, para qual finalidade
ela estd sendo aplicada, como por exemplo: identificagdo de
padrdes, detecgdo de desvio, segmentagio, sistemas de recomen-
dacdo, andlise de ligagdes e regras de associagio, sumarizagio
e visualizagdo, mineragdo de textos, afinidade em grupos,
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descrigdo de grupos, para isso ¢ preciso especificar que tipo
de conhecimento pretende-se extrair dos dados.

Formatagio dos dados que serio utilizados — Diversos tipos de
armazenamentos de dados e de bancos de dados podem ser
manipulados no processo de mineragio, cabe ao usudrio definir
qual formato é o mais adequado para aplicacio das técnicas de
mineragio selecionadas, outro ponto importante é que baseado no
tipo de conjunto de dados disponivel para anélise ¢ que definem-se
os padroes, relacionamentos ou informagdes que se consegue
minerar. Nessa etapas todas as incoeréncias na base devem ser
corrigidas e caso for necessirio podem ser acrescentados mais
atributos que sejam resultantes da combinagio de outros ou que
possam ser deduzidos de outros, como a idade que pode ser cal-
culada a partir da data de nascimento, ou o total de atividades
realizadas que pode ser efetuada por meio de uma soma.

Definigio das Técnicas de MDE — A definigdo das técnicas é
um passo importante, pois elas devem ser especificas para o
tratamento da fun¢io de MDE estabelecida, as técnicas mais
utilizadas para MDE sio: a Estatistica Descritiva, a Aprendi-
zagem de Mdquina e mais recentemente tem sido empregada
a Aprendizagem Profunda, cabe salientar que cada uma dessas
técnicas possui algoritmos, rotinas e/ou procedimentos especifi-
cos para manipula¢io dos dados. A literatura (AGGARWAL,
2015; BAKER; ISOTANI; CARVALHO, 2011; DE LOS
REYES ez al, 2019; RIGO ez al., 2014), em muitos casos, nio
deixa claro as diferengas entre funcionalidades, fung¢des e téc-
nicas. Por exemplo, um problema que requer identificar alunos
desistentes ou concluintes, para isso deve-se pensar em técnicas
que possibilitem identificar esses padrdes de comportamento nos
alunos nessas duas categorias, isso seria a fungio, o propésito
da MDE o de classificar esses alunos, entretanto também ¢é
possivel entender como a técnica que seria aplicada, algoritmos
de Aprendizagem de Mdquina para classificagio, nesse caso,
por isso as vezes fica confusa a interpretagio e diferenciagio.

Delineamento de como essas técnicas serio aplicadas — Nessa etapa
sdo selecionadas as ferramentas que vio dar suporte ao desen-
volvimento de sistemas capazes de processar os dados e gerar
os resultados esperados.
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Na Figura 3 pode-se observar as relagdes entre as etapas enun-
ciadas, tendo em vista explicar a interatividade da fungdo da MDE com
as técnicas a serem utilizadas. A MDE, levando em consideragio seus
objetivos, técnicas e processo de funcionamento, formam uma importante
metodologia para apoio a qualquer cendrio educacional, porém em cursos
baseados no e-learning, com muitos alunos, e que (na maioria) nio tém
acompanhamento de professores ou tutores — em que os alunos tem uma
aprendizagem mais autdnoma — tais técnicas de andlise de dados em massa

tornam-se a solugdo mais vidvel para sanar muitos problemas identificados.

Figura 2 - Etapas do processo de MDE

v &

wj
Resultados A l IJI Usudrios
FUNGAO /

ALGORITMOS E/OU
Ferramentas de
[ENTOSDE Desenvolvimento

BANCOS DE
DADOS

Fonte: Autora

Por meio da MDE, talvez seja possivel acompanhar e compreender

o processo de aprendizagem, bem como outros fatores que a influenciam.
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Como por exemplo, identificar que tipo de abordagem instrucional
pode propiciar mais ganhos ao aluno, analisando que atributos retra-
tam melhor seu comprometimento com o curso. Ademais, estimula-se
a oportunidade de averiguar se o aluno estd compreendendo ou nio
os conteudos, distinguir niveis de motivacio, engajamento nas tarefas
on-line, descoberta de fatores ou pardmetros comportamentais de fina-
lizagdo e éxito em um curso, reconhecer padrdes de interagdo, encontrar
técnicas ou métodos que colaborem para a continuidade dos estudantes
nos cursos até a conclusio (PURSEL e# a/., 2016), bem como detectar
possiveis fraudes, ou trapagas no sistema de aprendizagem. Estes fatores
podem ajudar a personalizar o ambiente e os métodos de ensino, para
oferecer melhores condigdes de aprendizagem (BAKER; ISOTANI;
CARVALHO, 2011).

Em suma, a MDE tem se desenvolvido e pode ser considerada
como uma das formas mais promissoras para extragio de informagées de
bases de dados educacionais e suas técnicas tém se tornado cada vez mais
eficientes e eficazes, gragas ao nimero crescente de dados disponiveis
e dos avangos computacionais. Para entender melhor como se deu esse
desenvolvimento e como a MDE tem sido empregada no decorrer do

tempo, sio descritos os aspectos de sua evolugio no préximo Capitulo.
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CAPITULO 2- A EVOLUCAO DA
MINERACAO DE DADOS EDUCACIONAIS

A disponibilidade de grandes bases de dados educacionais, fomentada
pelas modernas plataformas e midias educacionais, combinadas com avangos
na computagio, formam a composig¢io ideal para o surgimento da Mineragio
de Dados Educacionais. Embora existam relatos sobre publicagdes a respeito
deste tema desde 1995 (ROMERO; VENTURA, 2007) o primeiro workshop
foi realizado em 2005, em Pittsburgh, Pensilvinia, tendo sido seguido por
vdrias oficinas e, em 2008, ocorreu a 1.2 Conferéncia Internacional sobre
MDE realizada em Montreal, Quebec. As conferéncias anuais sobre MDE
impulsionaram o surgimento do Journal of Educational Data Mining, que
publicou sua primeira edi¢do em 2009, na sequéncia, o primeiro manual

sobre MDE foi publicado em 2010 (ROMERO et a/., 2010).

Posteriormente, em 2011 a Sociedade Internacional de Mineragdo
de Dados Educacionais foi formada com o objetivo de promover pesquisa
cientifica na drea interdisciplinar da MDE, organizando as conferéncias
e os periddicos. No campo das publicagbes, uma primeira revisio de
literatura foi apresentada por Romero e Ventura (2007), seguido de um
modelo tedrico proposto por Baker e Yacef (2009), e uma revisio bem
mais abrangente sobre MDE foi desenvolvida por Romero e Ventura
(2010), todos pesquisadores muito influentes na drea. Na sequéncia,
outras publica¢oes iniciaram um amplo movimento de pesquisas nesse
ambito, e tiveram grande notoriedade.

Neste sentido, no decorrer da pesquisa bibliogréfica realizada
durante a elaboragio deste livro, muitas publica¢des sobre MDE foram
analisadas, e algumas delas se dedicaram a implementar revisoes de
literatura sobre essa drea. Tais estudos auxiliaram no entendimento de
como a MDE tem sido aplicada em diversos contextos educacionais,
seus objetivos, as técnicas mais utilizadas, verificagdo de resultados
alcancados e validag¢do dos beneficios proporcionados, bem como iden-
tificagdo de avancos e também desafios que tém sido relatados por
pesquisadores da drea.
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A vista disso, chamaram a atenc@o algumas publicacées, que trou-
xeram grandes contribuigdes para pesquisadores interessados em MDE,
quais sejam: Shahiri, Husain e Rashid (2015); Sukhija, Jindal e Aggarwal
(2016); Schwendimann ez a/. (2017); Aldowah, Al-Samarraie e Fauzy
(2019); e Romero e Ventura (2020). Estes estudos foram fundamentais para
um aperfeicoamento da compreensio da evolugdo da MDE no decorrer de

sua consolidagio como drea de pesquisa e sdo sintetizadas na sequéncia.

SHAHIRI, HUSAIN E RASHID (2015)

A primeira revisio sobre MDE analisada foi desenvolvida por
Shahiri, Husain e Rashid (2015), essa forneceu uma visio geral das téc-
nicas de mineragio de dados que eram usadas para prever o desempenho
dos alunos, em publica¢des datadas entre 2002 e 2015. O estudo também
se concentrou em como os algoritmos de previsao poderiam ser usados
para identificar os atributos mais importantes dentre a diversidade de
dados dos alunos. Nessa revisio, os autores seguiram duas questoes de
pesquisa para estruturar os resultados: 1) Quais sdo os atributos mais
importantes empregados na previsio do desempenho dos alunos; e 2)
Quais as técnicas/algoritmos de previsio mais eficientes. Quanto aos
principais atributos, Shahiri, Husain e Rashid (2015) apontam que foram
usados com frequéncia a média cumulativa de notas e a avaliagdo interna
usada por 10 dos 30 artigos selecionados para a revisio.

Os autores também chegaram 2 conclusio, que a Aprendizagem
de Miquina era a técnica mais usada e quanto a eficicia dos algoritmos
as Redes Neurais tiveram a maior precisio (98%) para previsio do
desempenho dos alunos, seguida das Arvores de Decisio (91%), depois as
Miéquinas de Vetores de Suporte e K-Nearest Neighbors (KNN — K-ésimo
Vizinho mais Préximo) com a mesma eficicia (83%), por fim, o método
menos preciso foi o Naive Bayes (76%).

Os autores afirmaram ainda, que prever o desempenho dos alunos é
muito util para ajudar educadores e alunos a melhorar o processo de ensino e
aprendizagem. No entanto, é importante ressaltar que os indices de eficicia

sdo resultado da interagdo entre a complexidade da questio de pesquisa com
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a qualidade (e algumas vezes, a extensio da base) dos dados, nao sendo uma
avaliacio a respeito dos métodos em si. Aponta-se como ponto negativo
da revisdo, que algumas das pesquisas citadas pelos autores nao apontam
uma diversidade de métricas de avaliagio dos algoritmos —uma informagio
importante, que deveria ser divulgada como parte dos resultados.

SUKHIJA, JINDAL E AGGARWAL (2016)

Na sequéncia foi analisada a revisio sistematica desenvolvida por
Sukhija, Jindal e Aggarwal (2016) que descreveram a evolugio da MDE,
trazendo a tona os aspectos e resultados de vérios estudos divididos em
3 geragoes: 12 geragdo de 2001 a 2005; 22 geragio de 2006 a 2010; e 32
geragio, de 2011 até 2015.

No periodo de 2001 a 2005, as pesquisas se basearam no uso da
MDE como uma ferramenta para antecipar os padrdes que ajudam na
avaliagdo de cursos on-line. Dessa forma, os registros de dados e registros
de atividades dos alunos foram usados para analisar seu comportamento.
Os autores evidenciaram, que o inicio da literatura relacionada 8 MDE,
produziu pesquisas com inclina¢do para o ambiente de aprendizagem
baseado na Web, devido especialmente a grande disponibilidade de dados
em cursos on-line. No final deste periodo, as pesquisas estavam com foco
no uso de algoritmos evolutivos para minera¢do de dados da internet.

Referente ao periodo de 2006 a 2010, a MDE evoluiu e os estudos
passaram a buscar a aplicagio de algoritmos mais eficientes. Os bancos
de dados usados se tornaram provenientes de sistemas de EAD, basea-
dos na Web e vinculados a grandes Instituicoes de Ensino, bem como
o tamanho desses bancos de dados aumentou. Além disso, houve uma
inclinagdo dos pesquisadores para andlises preditivas de dados, com
relagdo a prever os problemas e identificar os alunos em potencial, com
alta probabilidade, de apresentar um desempenho académico ruim,
nesse sentido, sistemas de apoio a decisdo para equilibrar a demanda e a
oferta educacional também foram desenvolvidos. Durante esse periodo, a
implementagio da classificagio baseada em Arvores de Decisdo e Redes
Neurais Artificiais se acentuaram no contexto educacional, com dife-
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rentes objetivos. Ademais, citam que a pesquisa na drea foi direcionada
a dados relacionados ao ensino superior, empregando técnicas como

On-line Analytical Processing (OLAP3) em combinagio com DELPHI*.
Finalmente, no que tange ao periodo de 2011 a 2015, a MDE

evoluiu para incorporar técnicas melhores e mais eficientes, conseguindo
integrar novas e mais eficientes regras de associagdes, ferramentas como
WEKA? comegaram a ganhar popularidade, algumas pesquisas se
voltaram a utilizar dados também do ensino médio e a comunidade de
pesquisa trabalhou em fungio de uma aceitagdo comercial das técnicas
de MD na educagio. Os pesquisadores forneceram evidéncias para maior
correlagio entre diferentes construtos no sistema educacional, levando a
uma maior anuéncia dos resultados obtidos entre estudantes e autoridades.
Além disso, extensos estudos foram realizados na busca de encontrar
uma solugdo para as altas taxas de abandono em diferentes contextos
académicos, nessa perspectiva também uma grande quantidade de estu-
dos para estimar o desempenho dos estudantes foram implementados.
Sukhija, Jindal e Aggarwal (2016) ainda expuseram que os bancos de
dados usados neste periodo ficaram consideravelmente maiores do que
os anteriores e essa crescente no volume dos dados foi acompanhada do
desenvolvimento de novas técnicas para MDE, como por exemplo, a
retomada dos estudos com Aprendizagem Profunda (Deep Learning).

Sukhija, Jindal e Aggarwal (2016) ainda, apontaram cinco lacunas
na drea de MDE: (1) Indisponibilidade de conjuntos de dados consis-
tentes que sejam grandes o suficiente para refletir o sistema educacional

* OLAP é uma concepgio de interface que propicia a capacidade de manipular e

analisar uma grande dimensio de dados sob multiplos pontos de vista. As aplicagdes
OLAP sio empregadas por gestores em qualquer nivel das entidades organizacionais

com o intuito de permitir andlises comparativas que facilitem a sua tomada de decisdes.

* O Delphi é muito conhecido como uma linguagem de programagio. Embora, realmente

ele abranja um ferramental para o desenvolvimento de software que ganhou notoriedade
entre profissionais da drea de desenvolvimento na implementagio de aplica¢des de desk-
top, todavia atualmente ¢ integrado e utilizado também para aplicagdes Web e mobile.

> Weka ¢ um software livre do tipo gpen source para mineragio de dados, implementado
em Java, ele foi criado por um grupo de pesquisadores da Universidade de Waikato,
Nova Zelindia. Desde seu desenvolvimento vem se consolidando de forma ampla como

uma das principais ferramentas de MD em ambientes académicos.
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e seu funcionamento; (2) Necessidade de integragio e versatilidade nos
conjuntos de dados; (3) Grande parte das técnicas de mineragio foram
aplicadas isoladamente e poucos trabalhos foram realizados utilizando
técnicas hibridas; (4) Havia falta de confianga das autoridades nos
resultados da MDE e (5) Necessidade de comparar métodos. Pode-se
dizer que embora as descobertas dos autores fossem fortemente funda-
mentadas, o cendrio se modificou bastante deste entdo.

No que se refere, a primeira lacuna ressalta-se que com a evolugdo
dos MOOC:s, bases com milhées de dados estdo disponiveis, como
exemplo, pode-se aludir ao trabalho desenvolvido por Northcutt, Ho e
Chuang (2016), onde foi utilizada uma base de dados gerada a partir de
uma plataforma MOOC com 1.893.092 de usudrios, que produziram
em média de 200 a 1500 interagdes com a plataforma, cada um, por
curso realizado, portanto, a indisponibilidade de conjuntos de dados ji
nio se configura mais como um problema.

No que tange a segunda limitagdo salienta-se que em relagio a
integragdo das bases, ela se mantém, pois, nio é possivel integrar duas
bases de forma simples, sem necessidade de um grande esforgo de pré-
-processamento. No que diz respeito, a versatilidade dos dados — qua-
lidade de nio ser colinear, ou seja, dos dados nio estarem relacionados
— pode-se dizer que houve mudangas, pois, vérios tipos diferentes de
dados sdo usados nos modelos de MDE atuais.

A terceira lacuna, sobre uso de métodos hibridos, pode ser consi-
derada a que menos coincide com a realidade dos experimentos realizados
na drea de MDE atualmente, pois muitos pesquisadores tém empregado
técnicas de MDE em conjunto com outras ferramentas de pesquisa como
em Gallén e Caro (2017) que utilizaram algoritmos de agrupamento e
um questiondrio respondido pelos alunos para analisar os motivos pelos
quais uma pessoa se inscreve em um MOOC. Ademais, pode-se citar
como exemplo o trabalho desenvolvido por Nen-Fu ez a/. (2018) que
propuseram um método hibrido para identificar grupos de alunos com
diferentes perfis de motivagdo em MOOCS, empregando questiondrios
e o algoritmo K-means, com o intuito de entender a auto-organizagio
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de estudantes nas fases iniciais de um curso, pois os autores acreditavam

haver uma ligagio entre a motivagio e comportamento de aprendizagem.

Com relagio, 4 quarta limitagdo supde-se que com os grandes
avangos tecnoldgicos disponiveis e a consolidagio da Inteligéncia Arti-
ficial (IA), presente no cotidiano das pessoas, a aceitagio da MDE como
aporte para tomada de decisdes no setor académico tenha crescido.
Finalmente, quanto a quinta lacuna, é possivel destacar que devido aos
avancos tecnoldgicos muitos pesquisadores tém se dedicado a comparar
novas técnicas de MDE com outras mais consolidadas, para verificagio
da eficicia de modelos. Nesse sentido, Gao e# a/. (2019) propuseram um
novo modelo para analisar o perfil de aprendizagem e o engajamento de
alunos em MOQOC:s e para validar sua precisdo os autores o compararam
com algoritmos amplamente utilizados — Regressio Linear e Mdquinas de
Vetores de Suporte. Além desse exemplo, aponta-se a pesquisa de Waheed
et al. (2020), que tinha como objetivo prever o abandono em MOOC:s,
utilizando um Rede Neural Artificial Profunda, que foi comparada aos

algoritmos de Regressao Logistica e Mdquinas de Vetores de Suporte.

SCHWENDIMANN ETAL. (2016)

A outra revisdo incluida neste Capitulo foi elaborada por Sch-
wendimann ez a/. (2016), que compreendeu, além de MDE, a Anilise
de Aprendizado (AA) — termo muito utilizados em inglés Learning
Analytics — e painéis de aprendizado. Os autores cunharam o termo
“painéis de aprendizado” e o definiram da seguinte forma: “uma tGnica
exibi¢do que agrega diferentes indicadores sobre aluno(s), processo(s)
de aprendizagem e/ou contexto(s) de aprendizagem em uma ou vérias
visualizag¢oes”. Nesse sentido, os autores afirmaram que os painéis de
aprendizado estdo se tornando populares devido ao aumento do uso
de tecnologias educacionais, como Sistemas de Gerenciamento de
Aprendizagem (Learning Management Systems - LMS) para a execu-
¢do de diversos tipos de cursos em EAD como os MOOC:s, que na
opinido deles constituem a base para o desenvolvimento das dreas de

AA e MDE.
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A revisio de Schwendimann e al. (2016) foi realizada em 6 bases de
dados: ACM Digital Library, IEEE Xplore, SpringerLink, Science Direct,
Wiley e Google Scholar, retornando 346 artigos no total, dos quais 55 foram
incluidos na analise final. A revisdo distinguiu entre 2 tipos de contribui-
¢oes: Artigos que contribuiram com uma proposta teérica ou referencial (3
artigos; 5%); Artigos que descreveram a implementagio de um painel de
aprendizado (39 artigos; 71%), além de 13 artigos (5%) que apresentaram
uma combinagio dessas duas. A revisio finalizou delineando questdes em
aberto e futuras linhas sobre como trabalhar na drea de painéis de apren-
dizado, indicando ainda que hd uma necessidade longitudinal de pesquisas
e de captagio de dados em ambientes virtuais de aprendizado, assim como
estudos que comparem sistematicamente designs de painéis diferentes.

A principio o foco na MDE, pela revisio relatada, parece ficar difuso,
entretanto no decorrer da andlise percebe-se sua relagdo quando Schwen-
dimann e# al. (2016) citam os painéis de aprendizagem como subsidios para
o desenvolvimento das dreas de MDE e AA. Tais painéis se constituem
como uma forma sistemdtica de organizagio dos dados disponiveis dos
alunos, para a finalidade de investigagdo. Os autores salientam ainda que os
painéis apresentados nas publica¢bes analisadas utilizaram principalmente
os relatérios de Logs das atividades dos estudantes como fonte de dados, e
algumas dessas pesquisas usaram Interface de Programacio de Aplicativos
(Application Programming Interface — APls) externas, bem como atividades
escritas dos estudantes, e inclusive bancos de dados institucionais. Nesse
sentido, a revisio de Schwendimann ez a/. (2016) auxiliou a entender
melhor, quais tipos de atributos de alunos podem servir ao propésito de
investigar, por meio de MDE, o comportamento dos alunos, resultante
da navegagido em uma plataforma de ensino e aprendizagem.

ALDOWAH, AL-SAMARRAIE E FAUZY (2019)

Na sequéncia foi investigada, a revisio de Aldowah, Al-Samar-
raie e Fauzy (2019) que teve como foco o tema MDE e a Anilise de
Aprendizagem (AA) para o século XXI no ensino superior. Os autores

relataram que as revisbes anteriores sobre essas dreas forneceram infor-
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magoes substanciais sobre a base tedrica correlacionada, no entanto, tais
estudos ndo julgaram a associagdo entre diferentes técnicas de MDE e
AA naresolugio de problemas educacionais especificos e nio produziram
uma classificagdo clara das dimensdes em que essas técnicas poderiam

ser aplicadas com sucesso no ensino superior.

Aldowah, Al-Samarraie e Fauzy (2019) sugerem que a revisio
realizada por eles, poderia ser aplicada como um guia para futuros estu-
dos sobre o uso de técnicas de MDE e AA com o propdsito de resolver
problemas especificos de ensino e aprendizagem. Os autores conduziram
a revisdo com o intuito de responder a duas questdes: “Como usar MDE
e AA para resolver desafios priticos na educagio?” e “Quais técnicas de
minerag¢io sdo mais adequadas para esses problemas?”. Para responder
a essas perguntas, buscaram artigos das bases de periédicos e conferén-
cias: Scopus, Web of Science, Google Scholar, ERIC, Science Direct,
DBLP, ACM Digital Library, IEEEXplore e Springer, encontrando
491 artigos publicados de 2000 até 2017.

Aldowah, Al-Samarraie e Fauzy (2019) afirmaram que as técnicas
podem ser agrupadas em 4 grandes dimensdes: Andlise de Aprendizagem
Suportada por Computador (Computer-Supported Learning Analytics —
CSLA); Anilise Preditiva Suportada por Computador (Computer-Su-
pported Predictive Analytics— CSPA); Anilise Comportamental Suportada
por Computador (Computer-Supported Behavioral Analytics— CSBA); e
Anilise de Visualizagio Suportada por Computador (Computer-Supported
Visualization Analytics — CSVA). Os resultados trazidos pelos autores

podem ser sintetizados da seguinte forma:

* As pesquisas sobre CSLA (120 artigos) concentraram-se
principalmente no uso de anilise estatistica de dados para
executar tarefas analiticas sofisticadas, a fim de investigar os
comportamentos de aprendizagem colaborativa e de busca de
informagdes dos alunos no contexto de um curso.

*  Os estudos sobre CSPA (253 artigos) focaram, em sua grande
maioria, no uso de fungdes preditivas ou varidveis continuas para
sugerir maneiras eficazes de melhorar o aprendizado e o desem-
penho dos alunos, bem como avaliar a adequagio do aprendizado.
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* As publicagdes sobre a dimensio CSBA (80 artigos), em maior
parte, criaram modelos de comportamento, agoes e conhecimento.

*  Osestudos sobre CSVA (38 artigos) concentraram-se em métodos
para explorar visualmente os dados — usando graficos interativos
por exemplo — para destacar informagdes uteis e produzir decisées
precisas sobre as informagdes novas descobertas nos dados.

Os autores relataram que a mineragio sequencial de padroes, a
minerag¢do de texto, a mineragio de correlagdo, a detecgdo de outlier e a
minerag¢do de estimativa de densidade ndo sdo comumente usadas devido a
complexidade na obtengdo dos atributos necessarios para regular ou adap-
tar-se as necessidades dos dados educacionais. Além disso, descobriram
que na CSPA hd uma taxa mais alta de tarefas de classificacio, devido
essa ser aceita como uma técnica eficaz para prever padroes de interesse e
formar modelos de aprendizagem, promovendo tarefas especificas nesse
sentido. Pode-se afirmar que essa revisdo forneceu informagdes substanciais
sobre a base tedrica, metodoldgica e objetivos dessas dreas em expansio.

ROMERO E VENTURA (2020)

Para finalizar a explanagio sobre as revisdes focadas em MDE e
temas correlatos, que deram suporte ao desenvolvimento dessa andlise
sobre a evolugio da MDE, destaca-se Romero e Ventura (2020), que
efetuaram um estudo sobre a MDE e Anilise de Aprendizagem, atuali-
zando revisdes anteriores (ROMERO; VENTURA, 2007, 2010, 2013,
2017), estes autores sdo muito influentes quando se trata de MDE, sdo
pesquisadores que apoiaram as primeiras iniciativas e pesquisas sobre o
tema. Partindo dessa premissa, a publica¢io de 2020 forneceu informagoes
sobre o estado da arte, revisando as publicagdes da drea no sentido de
elucidar: os principais marcos; o ciclo de descoberta de conhecimento;
os ambientes educacionais mais utilizados; as ferramentas especificas
desenvolvidas; os conjuntos de dados disponiveis gratuitamente; os
métodos e técnicas mais empregados; os principais objetivos; e por fim,
as tendéncias futuras nessa drea de pesquisa. Devido a grande ampli-
tude da revisdo, sio abordados os itens considerados mais relevantes: as
principais alteragdes na MDE e na AA e suas conclusdes.
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No que diz respeito as principais mudangas, Romero e Ventura (2020)

afirmaram que no periodo de 2010 a 2020 a MDE, como 4rea de pesquisa,

evoluiu enormemente e uma ampla gama de expressoes relacionadas surgiram

no estado da arte, os autores citam como principais as seguintes: Andlise

Académica (Academic Analytics); Andlise Institucional (Institutional Analy-
tics); Andlise Didética (Teaching Analytics); Educagio Orientada a Dados
(Data-Driven Education); Tomada de Decisio na Educagio Orientada a
Dados (Data-Driven Decision-Making in Education); Big Data na Educagio
(Big Data in Education); e Ciéncia de Dados Educacionais (Educational Data
Science), cujas defini¢des sdo apresentadas a seguir:

A Academic Analytics (AA) e a Institutional Analytics (IA) se
preocupam com a coleta, analise e visualizagdo de atividades do
programa académico como: cursos de graduagio, cursos EAD,
avaliagdo de cursos, aloca¢do de recursos e gerenciamento para
gerar insights institucionais. Portanto, estdo focadas no desafio
politico/econdmico.

Teaching Analytics (TA) refere-se a anilise das atividades de
ensino, aprendizagem, dados de desempenho, bem como do
design, desenvolvimento e avalia¢do dessas atividades, estd
focada no desafio educacional do ponto de vista dos instrutores.

Data-Driven Education(DDE) e Data-Driven Decision-Making
in Education (DDDM) referem-se a coletar e analisar siste-
maticamente varios tipos de dados educacionais, para orientar
uma série de decisdes com o intuito de ajudar a melhorar o
sucesso de alunos e escolas.

Big Data in Education (BDE) denota a aplicagio de Big Data
— conotag¢io bdsica resumida em volume, variedade e valor —
para dados do ambiente educacional.

Educational Data Science (EDS) é definida como o uso de
dados coletados de ambientes/configuragdes educacionais para
resolugio de problemas nesse contexto. A ciéncia de dados
¢ um conceito para unificar estatisticas, anilise de dados,
Aprendizagem de Mdquina, métodos e técnicas relacionados.

Quanto as conclusdes, Romero e Ventura (2020), apresentaram

apontamentos relacionados aos seguintes aspectos: 1) A importancia e
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evolugdo da MDE e AA; 2) Uma avaliagio se as tendéncias encontra-
das na publica¢io de Romero e Ventura (2013) se concretizaram; 3) Os
principais desafios ainda existentes, no que diz respeito a MDE e AA;
e 4) As tendéncias para novos estudos nessas dreas.

No que se refere & importancia da MDE e a AA, os autores salien-
taram que essas sao duas comunidades interdisciplinares de cientistas da
computagio, cientistas de aprendizagem, psicometristas e pesquisadores
de diversas dreas, mas todos com o mesmo objetivo, o de melhorar o
aprendizado a partir dos dados. Os autores sugeriram que a drea cresceu
rapidamente nas ultimas duas décadas, com duas conferéncias anuais®,
dois periédicos especificos” e com o aumento do nimero de livros,
artigos, pesquisas e resenhas relacionados. Além disso, hda uma corrente
para mudar as pesquisas restritas a laboratérios para o mercado em
geral, assim empregando a MDE e AA em institui¢des educacionais
e escolas de todo o mundo. Os autores declararam, que em 2020 toda
pesquisa educacional com relativa importancia para o cendrio envolve
andlise e mineragio de dados. Isso indica que essas dreas se tornardo em
breve maduras e amplamente utilizadas ndo apenas pelos pesquisadores,
mas também por instrutores, administradores educacionais e negécios

relacionados, em todo o mundo.

Com relagio 4 comparagio entre as tendéncias levantadas em
sua pesquisa anterior (ROMERQO; VENTURA, 2013) os autores
destacaram que em 2013 dois direcionamentos foram apresentados: o
primeiro dizia respeito as ferramentas para MDE e AA, o qual ainda
nio foi completamente alcangado; e o segundo se referia ao desenvol-
vimento de uma cultura baseada em dados, que continua sendo um
desafio (ROMERO; VENTURA, 2020). Referente a primeira ten-
déncia, de acordo com Romero e Ventura (2013), as ferramentas para
MDE e AA deveriam ser disponibilizadas gratuitamente, para que
uma popula¢io mais ampla pudesse utilizd-las, o que aconteceu, pois,
uma grande variedade de ferramentas de finalidade especifica estio

6

Conferéncia Internacional sobre Learning Analytics & Knowledge (LAK) — Con-
feréncia Internacional sobre Educational Data Mining.
7 Journal of Edcuational Data Mining — Journal of Learning Analytics.
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disponiveis de forma gratuita, porém os autores ressaltaram que ainda
¢ necessario desenvolver ferramentas para uso geral, que possam ser
aplicadas em vidrias tarefas e resolver diferentes problemas educacionais
com a mesma interface/ferramenta, além disso, é necessirio melhorar a
portabilidade dos modelos obtidos por essas ferramentas (ROMERO;
VENTURA, 2020). A segunda tendéncia pressupunha que educadores
e instituicdes deveriam desenvolver uma cultura baseada em dados,
utilizando-se deles para tomar decisées e melhorar seus processos
de ensino, aprendizagem e administrativos, todavia de acordo com a
pesquisa de 2020, a maioria das institui¢ées e profissionais de ensino
continuam cientes dos beneficios proporcionados pela anélise de dados
em larga escala, entretanto nio adotaram essa cultura de forma efetiva

Nos seus processos gerenciais.

Romero e Ventura (2020) ainda sistematizaram os principais
desafios relatados acerca de MDE e A A, quais sejam: transferibilidade
e generalizagdo; eficdcia e aplicabilidade; e interpretabilidade. Transfe-
ribilidade e Generalizagio se referem 2 utilizagcio de modelos comuns
para vérios contextos, o que ainda nio ocorre na pratica. Eficicia e
Aplicabilidade dizem respeito a realizagio de a¢bes de intervengio
a partir das andlises de dados, assim hd uma grande diversidade de
modelos desenvolvidos os quais nio se tem informagdes se foram ou
sdo aplicados na prética das Institui¢des de Ensino e se sdo efetivos
na resolu¢do de problemas dessas instituigdes. Interpretabilidade con-
cerne a capacidade dos usudrios compreenderem os modelos gerados
para as andlises de dados, acarretando um mau aproveitamento de
tais modelos.

Finalmente, os autores propuseram algumas ideias, que disseram
ser “visiondrias e pessoais” que, em suas opinides, podem formar ten-
déncias e direcionamentos muito promissores para a dreas de MDE e

AA, para a década de 2020 resumidos no Quadro 1.
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Quadro 1 - Tendéncias para MDE e AA

TENDENCIA

ANALISE

Levar em consi-
deracdo todos os
dados pessoais dos
alunos durante
toda a vida

Atualmente, as informagdes consideradas na MDE e A A baseiam-
-se principalmente na interagio de alunos com um tnico ambiente
educacional, mas em um futuro préximo, gracas ao grande volume
de dados e a Internet das Coisas (IoT'), pesquisadores serdo capazes
de ter informagées disponiveis para cada aluno desde o nascimento
até o momento e em tempo real. Isso implica a integragdo nio apenas
dos dados tradicionais de desempenho coletados das Instituicées
de Ensino e ambientes educacionais que cada aluno utilizou, mas
também as informagGes sobre os status de cada aluno sob diferentes
pontos de vista, como médico, familiar, econémico, religioso, sexual,
relacionamento emocional, psicolégico e assim por diante. Todos esses
dados podem ser coletados a partir de vérias fontes e elas poderiam ser
fundidas para serem usadas com o intuito de melhorar e personalizar o
processo de aprendizagem de cada aluno em cada momento especifico
de sua vida, o que suscitaria um novo nivel de precisdo.

Aplicacio e inte-
gragio da MDE
e AA aos futuros
ambientes educa-
cionais tecnoldgicos

a ultima década, os grandes avangos em tecnologias inovadoras
Na ultima década, os grand ¢ tecnolog d
permitiram o desenvolvimento de novos sistemas educacionais a partir

e dispositivos méveis, a onipresente a realidade virtual, ambientes
ded t ) t lidade virtual, ambients
de realidade aumentada, hologramas e nas préximas décadas, saltos
quanticos serdo associados 4 aplicagio da Inteligéncia Artificial.

esse contexto, ndo é errado pensar que os instrutores poderiam ser
N texto, d trut d
substituidos por mdquinas sem que os alunos percebessem a mudanga
gragas a avangos atuais em robds humanoides inteligentes, agentes

e conversagdo ou interfaces de voz e assistentes em ambientes edu-
d terfaces d tent bientes ed
cacionais. Mas esses sistemas precisam de técnicas de MDE e AA
para analisar terabytes de dados e gerar modelos de anilise portateis
em tempo real, a fim de enfrentar os desafios educacionais especificos
desses futuros ambientes virtuais de aprendizagem.

p 8

Andlise e
Mineracio de
Dados coletados
diretamente do
cérebro dos alunos
para uma melhor
compreensio do
aprendizado

O cérebro é o fator-chave para realmente entender como os alunos
aprendem. Os avangos promissores na neurociéncia humana e
neurotecnologia generalizada (interfaces cérebro-computador) estdo
dando origem a oportunidades sem precedentes de obter, coletar,
compartilhar e manipular qualquer tipo de informagio coletada
do cérebro humano. Num futuro préximo, esses dados intimos,
sobre o estado psicolégico e a atividade neural do aluno poderdo
ser analisados e minerados em tempo real, gracas aos futuros
dispositivos de eletroencefalografia de alta qualidade. Esses dados
cerebrais, juntamente com outros dados multimodais poderiam ser
integrados e usado pelos pesquisadores de MDE e AA, a fim de

alcangar uma compreensio completa do processo de aprendizado.

Fonte: Romero e Ventura (2020) — Tradugio Livre

34




Os avancos da mineracio de dados educacionais

Em conclusio, com a anilise e interpretagio dessas publicagdes,
que sistematizaram boa parte do estado da arte na drea, em destaque
dos dltimos 20 anos, foi possivel compreender o inicio do processo de
adogdo de MDE, quais eram as principais técnicas, os dados utilizados
para formagio de bancos/bases e os resultados que foram alcangados,
enfim, de entender o modo pelo qual MDE se estabeleceu como um

campo consolidada de pesquisa.

Além disso, explorar como ocorreu seu processo de evolugio, o
qual foi constado, teve inicio em decorréncia fundamentalmente devido
a dois fatores: 1) A adogdo de grandes bases de dados na educagio,
impulsionado sobretudo pelo surgimento de cursos e-/earning, como os
do tipo MOOC:s; e 2) O avango das tecnologias computacionais, que
sdo indispensdveis para aplicagdo e evolugdo das técnicas vinculadas a
MD. Tais avangos, proporcionaram melhorias nas técnicas/ferramentas
de MD ji existentes, simplificando assim as tarefas dos pesquisadores
e aperfeicoando os resultados obtidos. Dessa forma, tais técnicas/fer-
ramentas puderam ser aplicadas e testadas ao grande volume de dados
educacionais disponiveis, consolidando assim a MDE como um impor-
tante processo para exploragdo de dados nesse contexto.

Por fim, essas publicagbes propiciaram ainda, visualizar o cendrio
futuro para os proximos estudos com andlises de dados educacionais. O
que despertou interesse em descobrir quais seriam as principais vertentes
tematicas de pesquisas com MDE aplicada principalmente no contexto
do e-leaning, uma tendéncia educacional que vem se consolidando nos
ultimos anos. Para tanto, foi desenvolvido um mapeamento sistematico
com o proposito de identificar essas tendéncias, e auxiliar no reconheci-
mento de tépicos de estudos promissores e ainda pouco explorados no
ambito da MDE, esse mapeamento é evidenciado no préximo Capitulo.
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CAPITULO 3- MINERACAO DE
DADOS EDUCACIONAIS: PRINCIPAIS
TENDENCIAS TEMATICAS

Técnicas de mineragio de dados educacionais tém sido amplamente
utilizadas em ambientes e-/earning para realizar diferentes analises edu-
cacionais. Nesse contexto, foi realizado um mapeamento sistemdtico de
literatura pela autora (SOUZA; SANTOS, 2020) em cinco bibliotecas
digitais com o intuito de verificar quais sdo os principais temas/objetivos
para os quais a Mineragdo de Dados Educacionais tem sido aplicada em
ambientes e-learning. A busca abrangeu o periodo de 2015 a 2019, sendo
encontradas 253 estudos, das quais 133 foram selecionados. Os resultados
revelaram que estudos relacionados a predi¢do e andlise de Comportamento
dos alunos (Desempenho, Abandono, Conclusio e Engajamento), andlise
em férum de discussdo e implementacio de sistemas de recomendagio
sd0 as temdticas mais frequentes em pesquisas com MDE no contexto

do e-leaning. Este mapeamento ¢ sintetizado no decorrer deste Capitulo.

DESENVOLVIMENTO DO MAPEAMENTO
SISTEMATICO

Este mapeamento sistemdtico de literatura teve como objetivo
selecionar publicagdes que aplicaram MDE para analisar os dados do
e-leaning. O mapeamento buscou conhecer quais os principais temas
existentes quando se trata dessa premissa, permeando quais sdo os prin-
cipais objetivos da MDE aplicada nesses tipos de cursos. Um mapea-
mento, como o préprio nome indica, ndo visa avaliar como o conjunto
da literatura responde a determinadas questoes de pesquisa, mas sim
fazer um panorama de uma determinada drea, apresentando uma pers-
pectiva que permite a identificagio de oportunidades de pesquisa. Além
disso, é semelhante a uma revisdo sistematica, em que ¢ preciso usar
procedimentos bem definidos para encontrar, avaliar e sintetizar os
resultados de pesquisas relevantes na drea em estudo, no entanto com

maior abrangéncia e menos aprofundamento em cada estudo selecionado.
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Para a realiza¢do deste mapeamento foram utilizadas as diretri-
zes de Kitchenham e Charters (2007), que apresentam um protocolo
— baseado em outros protocolos amplamente utilizados na pesquisa
médica com base em evidéncias — que é o mais utilizado tanto na drea de
computagio em geral, quanto em trabalhos de levantamento sistematico
de literatura na drea de Informatica na Educagio. O processo de revisio
e/ou mapeamento sistemdtico de literatura, conforme apresentado nestas
diretrizes inclui diversas atividades (Figura 3), que podem ser agrupadas

em trés fases principais: planejamento, condugio e sintese de resultados

(KITCHENHAM; CHARTERS, 2007).

Figura 3 - Fases e atividades da revisdo e/ou mapeamento

Conducao

+|dentificacdo da
necessidade de revisao

sFormulagdo de uma
questdo de pesquisa

*Pesquisa e sele¢do de estudos
primarios

sAvaliacdo de qualidade

*Extracdo de dados

*Resumo e sintese dos resultados

Panejamento __-Interpretacﬁu de resultados . ‘ Resultados

*Redacdo de relatorio/
artigo

Fonte: Adaptado de Kitchenham e Charters (2007)

O mapeamento entdo teve inicio com o planejamento que foi

conduzido para responder a 3 questées de pesquisa:

Questdo de Pesquisa 1 (QP1): Quais Conferéncias/Periédicos pos-
suem mais publica¢ées na area?

Questio de Pesquisa 2 (QP2): Em que ano houve mais publicagoes?

Questio de Pesquisa 3 (QP3): Quais sdo os tépicos mais abordados
quando se trata de MDE em cursos e-leaning?

Em seguida ainda na etapa de planejamento foram realizadas
as seguintes atividades: 1) Formatacio da string de busca — a string de
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busca foi definida e formulada da seguinte forma: ((“educational data
mining” OR “EDM?”) AND (“e~leaning courses” OR “massive open online
courses”)); 2) Defini¢do das bases de dados — foram definidas 5 bibliotecas
digitais, que foram selecionadas sobretudo pela sua grande abrangéncia
e pela qualidade das publicagdes indexadas, estas foram: (a) Biblioteca
Digital IEEEXplore; (b) Biblioteca Digital ACM,; (c) ERIC (Educa-
tion Resources Information Center); (d) Science@Direct e (e) SciElo; e,
por fim 3) Estabelecimento dos critérios de inclusio e exclusio — os
critérios de inclusio e exclusdo foram os seguintes: Inclusio: (a) Artigos
completos, (b) Artigos publicados entre 2015 e 2019, (c) Artigos redi-
gidos em inglés e (d) Artigos que descrevem a aplicagio da MDE em
cursos e-learning. Exclusio: (a) Artigos duplicados, (b) Uso de MDE em
contextos diferentes do e-learning, (c) Aplicagio de técnicas diferentes
da MDE, (d) Revisoes de literatura ou mapeamentos, e (¢) Artigos em

idiomas diferentes do inglés.

Ap6s a aplicagio da string de busca nas bases e o retorno dos
artigos, foi entdo possivel selecionar os manuscritos que atendiam aos
critérios de inclusdo ou excluir aqueles que atendiam aos critérios de
exclusdo. Para isso, em um primeiro momento foi realizada uma triagem
inicial em que foram lidos apenas os resumos dos artigos, nessa fase ji
foi possivel identificar de qual temdtica o manuscrito se tratava. Em

seguida, os artigos selecionados foram analisados mais detalhadamente.

Para a terceira fase do mapeamento, de geragio do relatério com
os resultados foi utilizado o aplicativo Planilhas do Google, para extrair
e analisar os dados, correspondendo a ultima etapa do mapeamento.
Os registros foram formados por 8 atributos®: titulo, autores, local
de publicag¢do, ano, resumo tema/objetivo, critérios (se os critérios de
inclusio/exclusio foram atendidos ou nio e justificativa) e situagdo
(incluido ou excluido). Os resultados foram analisados levando-se em
considera¢do o nimero de publicagdes por ano, local de publicagio e
o tema da pesquisa.

8 Para aceder a planilha completa com todos os manuscritos e as descri-

¢des dos 8 atributos acesse o link: https://docs.google.com/spreadsheets/d/
10b5yWIWk1DueDY JotKI-L7sXnwUT5ku4/edit#gid=1537563813.
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RESULTADOS DO MAPEAMENTO SISTEMATICO

O mapeamento sistemitico desenvolvido selecionou artigos entre
2015 e 2019, a partir das bases de dados citadas, vale ressaltar que as
publicagbes que nio utilizaram MDE no contexto do e-/eaning nio
foram selecionadas, além disso nio foram incluidos artigos que eram
revisdes de literatura ou mapeamentos. A Tabela 1 relaciona o nimero
de artigos devolvidos de cada base de dados.

Tabela1 - Total de Artigos Selecionados
BIBLIOTECADIGI- ESTUDOSRETOR- ESTUDOSSELECIO-

TAL NADOS NADOS
IEEE 98 67
ACM 22 1
ERIC 47 43
SCIENCE@DIRECT 64 12
SCIELO 22 0
TOTAIS 253 133

Fonte: Souza e Santos (2020)

Conforme mostrado na Tabela 1, do total de 253 estudos encon-
trados, 133 estudos atenderam aos critérios de inclusio. Como se pode
verificar da biblioteca SciElo nenhum artigo foi selecionado, uma vez
que todos os que tratavam de MDE no contexto do e-/eaning eram
textos em espanhol, portanto, pelo critério de exclusio, nenhum pode
ser selecionado. Na sequéncia, cada uma das questdes de pesquisa nor-
teadoras do mapeamento é respondida.

QP1: Quais Conferéncias/Periédicos possuem mais
publicacoes na drea?

A base de dados IEEE apresentou o maior nimero de publicagdes
de acordo com os critérios de inclusdo, com 67 estudos selecionadas,
seguida da ERIC com 43 estudos selecionados. Science@Direct, apesar
de apresentar um nimero significativo de trabalhos retornados, a maio-
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ria ndo estava dentro do escopo deste mapeamento. Os 133 trabalhos
selecionados e recuperados pelas bases de dados provém de congressos e
periédicos, publicados em 71 locais diferentes, dos quais 60 sdo congressos
e 11 sdo periédicos. Desse total, foram classificados apenas aqueles que
retornaram pelo menos 2 publicagées sobre o tema, conforme mostra a
Tabela 2. A Tabela 2 mostra que a Conferéncia Internacional de Mine-
ra¢do de Dados Educacionais é o evento que apresenta o maior nimero
de pesquisas que relatam a uso de Mineragdo de Dados Educacionais

no contexto do e-learning.

Tabela 2 — Total de Artigos Selecionados

N°de

Conferéncias/Periédicos )
Artigos

International Conference on Educational Data Mining (EDM) 36
IEEE Access

Computers in Human Behavior

Computers & Education

International Conference on Educational Innovation through Technology
(EITT)

International Conference on Computer Science and Education (ICCSE)

International Conference on Learning Analytics & Knowledge Pages

Conference on Learning @ Scale Pages
IEEE 2nd International Conference on Big Data Analysis (ICBDA)
International Conference on Advanced Learning Technologies (ICALT)

NN ||| w

International Conference on Information Reuse and Integration (IRI)

International Conference on Industrial Engineering and Engineering
Management (IEEM)

\S)

Latin American Conference on Learning Technologies (LACLO)
Learning With MOOCS (LWMOOCS)

Transactions on Learning Technologies

Journal of Educational Data Mining

NN NN

The Internet and Higher Education

Fonte: Souza e Santos (2020)
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QP2: Em que ano houve mais publica¢des?

A segunda questdo investigada é a identificagdo do nimero de
publicagbes por ano. Como o mapeamento foi realizado no periodo
entre 2015 e 2019, foram identificados os seguintes nameros: 2015 - 16
publicagdes; 2016 - 36 publicagoes; 2017 - 33 publicagdes; 2018 - 35
publicag¢des; 2019 - 13 publicagdes. A representagio desses dados é
apresentada na Figura 4.

Na Figura 5, é possivel visualizar melhor o nimero de publi-
cagdes por ano em cada base de dados; analisando por base, pode-se
observar nesta figura que na biblioteca IEEE hd um aumento no
numero de publica¢des em 2018; ¢ ACM (com 4 pesquisas), ERIC
(15 pesquisas) e Science@Direct (4 pesquisas) apresentaram mais
publica¢ées em 2016.

Figura 4 - Numero de Publicacées por Ano

40

35

2015 2016 2017 2018 2019

mIEEE mACM m®ERIC SCIENCE@DIRECT

Fonte: Souza e Santos (2020)
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Figura 5 - Nimero de Publicacées por Ano
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Fonte: Souza e Santos (2020)

QP3: Quais sido os tépicos mais abordados quando se trata de
MDE em cursos e-leaning?

A partir da leitura dos artigos, foi possivel determinar sobre qual
temdtica cada um dos estudos selecionados se tratava, e em seguida,
enumerar os principais tépicos de pesquisa sobre MDE no e-leaning,
estes podem ser listados em 14 temdticas principais: 1) Andlise/predigio
de Comportamentos, que aborda também — Anilise/predi¢do do desem-
penho (subcategoria), Anélise/predi¢io do abandono (subcategoria),
Anilise/predi¢do da conclusio (subcategoria), Analise/predi¢io do
engajamento (subcategoria); estes que podem ser caracterizados como
subcategorias da Andlise/predi¢do de Comportamentos, que engloba
uma ampla gama de atitudes dos alunos, como por exemplo: desistir,
permanecer, se engajar ou interagir nos cursos realizados; 2 ) Andlise de
[foruns de discussao; 3) Sistemas de Recomendagio; 4) Plataformas de cursos
e-learning, 5) Mineragio de Texto; 6) Andlise de video; 7) Identificacio de
trapaga; 8) Andlise de sentimentos; 9) Andlise dos curriculos de cursos e-lea-
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ning; 10) Aprendizagem autorregulada; 11) Gamificagdo; 12) Avaliagio por
pares; 13) Modelo de esforco/capacidade; 14) Simulacdo de alunos artificiais.
A Tabela 3 mostra os temas destacados e quantidades de publica-
¢des por ano, também apresenta que investiga¢des com énfase na andlise
do comportamento dos alunos em diferentes contextos sio as tematicas
mais frequentes de pesquisas com MDE no dmbito do e-learning.

A anilise/predi¢io de Comportamento analisa como os alunos
se comportam quanto realizam um curso do tipo e-learning, como por
exemplo desenvolver uma pesquisa que relaciona o comportamento ao
assistir videos com o desempenho em atividades avaliativas. A maioria
dos trabalhos com essa tendéncia temdtica tem foco no melhoramento
da experiéncia educacional dos cursos. A previsio de desempenho pro-
cura identificar com antecedéncia como serd a performance do aluno no
decorrer do curso, para poder intervir caso necessario e assim melhorar
seu processo de aprendizagem. Artigos categorizados como predi¢io
de abandono, objetivam identificar alunos que pretendem desistir antes
do encerramento do curso. Sobre predi¢io de conclusio, é similar a
predi¢io de abandono, mas analisa o inverso. A andlise do engajamento
busca identificar o quanto o aluno estd envolvido com a realizagio do
curso, principalmente quantificando e qualificando as interagées dos
estudantes com a plataforma.

Tabela 3 - Total de Artigos por Categoria Tematica

Numero de Publica¢oes por Ano

CATEGORIA TOTAL
2015 2016 2017 2018 2019

Anailise de Comportamento
— Desempenho, Abandono, 7 20 13 19 6 65
Conclusio e Engajamento

Anilises em Féruns de

Discussao 6 2 2 > 2 17
Sistemas de Recomendagio 0 2 8 5 1 16
Plataformas de Oferta 0 1 2 2 1 6
Mineragio de Texto 1 2 2 1 0 6
Anilises de Videos 1 2 1 0 1 5
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Numero de Publicag¢des por Ano

CATEGORIA TOTAL
2015 2016 2017 2018 2019
Identificagdo de Trapagas 0 2 3 0 0 5
Analises de Sentimento 0 3 0 0 0 3
Anilise de Curriculos 1 0 0 1 0 2
Aprendizagem Autorregulada 0 0 1 0 1 2
Gamificagio 0 0 1 1 0 2
Avaliagio por Pares 0 1 0 1 0 2
Modelo de Esforco/Capacidade 0 0 0 0 1 1
Simulag¢io de Alunos Artificiais 0 1 0 0 0 1

Fonte: Souza e Santos (2020)

A anilise de féruns de discussio e a minera¢io de textos, sio
similares e possuem vérios propdsitos, dentre os quais: detecgio de erros
dos alunos, relevincia temdtica, engajamento, postagens que necessitam
da atengio dos professores. Geralmente, essas duas vertentes costumam
possuir caracteristicas interligadas, pois muitos estudos em féruns sio
elaborados, por meio da mineragio de texto. Além disso, foram encon-
trados artigos que tratam da mineragio de texto em e-mails e redes
sociais, em que foram realizadas andlises de tépicos de discurso em

redes sociais para descobrir o que alunos postam, a respeito do curso.

O tépico sistemas de recomendagio também é frequente e diz
respeito 4 implementago de sistemas que fazem alguns tipos de sugestoes
para usudrios, como por exemplo: recomendar contatos que possuam
caracteristicas semelhantes; recomendar contetidos; e também cur-
sos dentro das plataformas. No ambito da temdtica de plataformas de
oferta, foi identificado um estudo inovador que propée um novo tipo
de ambiente virtual de aprendizagem com foco na andlise e explora¢io
de dados. Nas anilises de videos os autores se concentram a detectar
interagdes dos alunos com os videos, implementado maneiras de capturar
essas interagdes, verificar suas possibilidades e impactos no desempenho.

No que se refere a identificagio de trapagas em MOOC:s os 5 estudos

encontrados se referem ao mesmo tipo de comportamento trapaceiro, o
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CAMEQ (Copying Answers using Multiple Existences Online). Percebeu-se
que hd um grande esfor¢o em estudar esse tipo especifico de irregularidade,
que vem acontecendo em muitos cursos principalmente do tipo Massive
Open Online Courses(MOOC) e estéd preocupando Instituigdes renomadas
que os ofertam, como o MIT, Harvard e Stanford. O CAMEOQO ¢ uma
estratégia que envolve um usudrio que reine solu¢des para perguntas de
avaliagdo usando uma conta de “colheita — harvester” e envia respostas corretas
usando uma conta “mestre — master” separada, nesse sentido pesquisadores
implementaram um método para identificacio de trapagas deste tipo, com
um algoritmo que utiliza MDE para rastrear os 1Ps (Internet Protocol) dos
usudrios e também o tempo entre postagens de atividades.

A andlise de sentimentos trata de verificar as postagens dos alunos
e extrair o sentimento associado, muitas vezes realizado com mineragio
de texto. A andlise de curriculo de cursos e-leaning busca verificar se os
tipos de conteidos apresentados aos alunos causam impactos em como
esses alunos realizam os cursos. A avaliagdo por pares busca incentivar
que os proprios alunos fagam as avaliagoes das atividades de seus cole-
gas, e a MDE apoia na validagdo destas avalia¢oes e na verificagdo de
sua eficicia em quanto ferramenta de ensino e aprendizagem. Quanto
ao modelo de esforgo/capacidade, nessa inica pesquisa encontrada os
autores realizaram a dosagem da complexidade das atividades e veri-
ficagdo do engajamento dos alunos por meio da MDE. Tais temas sio
muito promissores para estudos com MDE.

Por fim, cita-se como boas oportunidades de pesquisas as seguin-
tes temdticas, no que tange a MIDE no e-/eaning: aprendizagem autor-
regulada — onde os estudos identificados investigaram essa teoria de
andlise da motivagdo de alunos por meio da MDE; gamificagio — que
¢ o uso de dindmicas de jogos para engajar pessoas, resolver proble-
mas e melhorar o aprendizado, motivando a¢ées e comportamentos
em ambientes fora do contexto de jogos, essa abordagem tem sido
amplamente aplicada no e-/eaning e hd um inicio de andlises de sua
eficicia por meio da MDE; por fim, simulagdo de alunos artificiais —
neste estudo foi realizada a gerag¢io de dados (com dimensio muito
grande) criados por meio de inteligéncia artificial e utilizados para
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treinar algoritmos, dessa forma ndo haverd falta de bancos de dados
para treinamento dos algoritmos de Aprendizagem de Mdquina ou
Aprendizagem Profunda, na MDE.

CONSIDERACOES SOBRE O MAPEAMENTO

Um marco importante no processo evolutivo da educagio foi o
surgimento dos cursos e-/eaning, para atender as demandas advindas de
um novo cendrio tecnolégico global. O surgimento dessa modalidade
de curso contribuiu para fortalecer as mudangas nos paradigmas edu-
cacionais existentes, além de atender ao processo de democratizagio da
educagio e aos anseios do aluno com o novo perfil da era digital, cada
vez mais presente nas institui¢des de ensino. Ademais, cursos desse
tipo sdo capazes de gerar uma enorme quantidade de dados sobre uma
grande diversidade de alunos, tais dados sdo mantidos pelas plataformas
de oferta, fato que possibilitou explorar essa massa de dados, descobrir
novos conhecimentos sobre como os individuos estudam, aprendem e
interagem.

Foi nesse cendrio que a MDE se popularizou como uma drea de
pesquisa interdisciplinar que trata do desenvolvimento de métodos de
exploragio de dados origindrios do campo educacional, sendo ela um
dos principais mecanismos de obten¢do de novos conhecimentos em
grandes volumes de dados educacionais. As técnicas de MDE visam
extrair informagdes dos dados registrados pelas plataformas durante a
realizacdo desses cursos, e podem levar & identificagdo de caracteristicas
comportamentais e indicadores relacionados a aprendizagem, as prin-
cipais contribui¢des da MDE podem ser resumidas em: (1) a criagio
de modelos para melhor compreender os processos de aprendizagem; e
(2) o desenvolvimento de métodos mais eficazes para apoiar a aprendi-
zagem quando o aluno estuda utilizando um software educacional ou
um Ambiente Virtual de Aprendizagem.

Nesse sentido o mapeamento sistemdtico exposto teve o intuito de
verificar quais sdo os principais tépicos de pesquisa que empregaram a
Mineragio de Dados Educacionais em cursos e-learning. Os resultados
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mostraram que os dados desses cursos podem ser usados em muitas
temdticas de pesquisa. O mapeamento realizado apontou que a anilise
comportamento, andlise de féruns de discussoes e sistemas de recomen-
dagio sdo as principais linhas de investiga¢do, indicando ocorréncias
frequentes na utilizagdo de dados de alunos matriculados em cursos
e-leaning, para efeitos de analise, identifica¢do e previsdo desses even-
tos. Ademais, foram identificados tépicos ainda pouco explorados que
tém potencial para serem amplamente estudados, como aprendizagem

autorregulada, gamificagdo e simula¢io de alunos artificiais
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CAPITULO 4- MINERACAO DE DADOS
EDUCACIONAIS “VERSUS” ANALISE DE
APRENDIZAGEM

A importancia de analisar volumes sem precedentes de dados
sobre estudantes ¢ de grande relevincia e interesse para pesquisadores
da ciéncia de dados e da educagio. Com os avangos tecnoldgicos atuais
houve uma populariza¢io de grandes plataformas digitais de ensino e
aprendizagem, que armazenam uma grande quantidade de dados de
alto valor educacional, mas é invidvel analisi-los manualmente. Por
esse motivo, ferramentas para analisar automaticamente esses dados sio
necessarias, pois esses sio capazes de fornecer informagdes notéveis que
podem ser exploradas para entender como os alunos aprendem. Verda-
deiramente, um dos desafios que as institui¢cdes de ensino enfrentam na
atualidade ¢ o crescimento exponencial de dados educacionais e como
transformé-los em novas ideais que podem beneficiar alunos, professores

e gestores (BAKER, 2015).

Avista disso, percebeu-se potencial para novos estudos e algumas
dreas de pesquisas surgiram nos Gltimos anos com intuito de auxiliar
nessas questdes. Tais dreas cresceram em conjunto com a quantidade de
dados educacionais disponiveis, e podem ser exploradas para beneficiar
a educacio e aprimorar os processos de ensino e aprendizagem, sdo elas:
Mineragao de Dados Educacionais (Educational Data Mining), tema
deste livro; e Anilise de Aprendizagem (Learning Analytics) (BAKER;
INVENTADO, 2014).

A Mineragio de Dados Educacionais (MDE) abrange o desen-
volvimento e aplica¢do de métodos para explorar esses tipos Gnicos de
dados provenientes de ambientes educacionais (BAKHSHINATEGH
etal., 2018), podendo ser definida como a aplica¢io de técnicas de mine-
racio de dados para abordar questdes relativas a educagio (ROMERO;
VENTURA, 2013). A Anilise de Aprendizagem (AA) pode ser definida
como a medi¢io, coleta, andlise e relatério de dados sobre alunos e seus
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contextos, com o objetivo de entender e otimizar a aprendizagem e os

ambientes em que ocorre (LANG ez al., 2017).

Tais abordagens compartilham um interesse em comum — méto-
dos intensivos em dados para pesquisa educacional — e compartilham o
objetivo de aprimorar a pratica educacional (LINAN; PEREZ, 2015).
Por um lado, A A est4 focada no desafio educacional e a MDE no desafio
tecnolégico. A A A analisa os dados para orientar a tomada de decisio e
integracdo das dimensoes técnica, social e pedagdgica da aprendizagem,
aplicando conhecimentos e modelos preditivos enquanto que a MDE

geralmente procura novos padroes nos dados e desenvolve novos algo-

ritmos e/ou modelos (LINAN; PEREZ, 2015).

Por fim, as diferengas entre elas sio mais baseadas em foco, na
investigagdo de forma geral, questdes de pesquisa e eventual uso de
modelos, do que sobre as técnicas utilizados (BAKER; INVENTADO,
2014). Independentemente das diferengas entre a AA e a MDE, as duas
dreas tém sobreposi¢io significativa, tanto nos objetivos dos pesquisado-

res, como nos métodos e técnicas utilizados na investigacio (BAKER;

INVENTADO, 2014).

Elas sdo areas interdisciplinares, incluindo, entre outros, recu-
peragio de informagdes, sistemas de recomendagio, andlise de dados
visuais, minera¢ido de dados orientada por dominio, andlise de redes
sociais, psicopedagogia, psicologia cognitiva, psicometria, dentre
outros (ROMERQO; VENTURA, 2020). De fato, elas podem ser
compreendidas como a combinagio de trés dreas principais (Figura
6): Ciéncia da Computagio, Educagio e Estatistica. A interse¢do
dessas trés dreas também forma subdreas intimamente relacionadas
— a Educagio Baseada em Computadores; Mineragido de Dados e
Aprendizagem de Maquina, e Estatistica Educacional (ROMERO;
VENTURA, 2020).

49



Vanessa Faria de Souza

Figura 6 - Principais Areas Relacionadas a MDE e AA

Ciéncia da Computacio

Educacio Mineracao de Dados e
Baseada em Aprendizagem de
Computadores Maiquina
Mineracdo de Dados
Educacionais e
Anailise de Aprendizagem
Educacao Estatistica

Estatistica
Educacional

Fonte: Adaptado de Romero e Ventura (2020)

Devido a esta sobreposi¢io significativa, quanto ao escopo
destas duas dreas, muitos pesquisadores tem investido esforgos para
diferencii-las e explicar porque existem duas dreas tdo similares ao
invés de uni-las para angariar mais pesquisadores e promover um
avango conjunto. Como nio hd uma perspectiva de que isso ocorra,
pelo menos ndo a curto prazo, cabe indicar quais sdo as diferengas
entre estas vertentes de andlises de dados educacionais de forma mais
detalhada, para apoiar pesquisadores iniciantes que ainda nio sabem
ao certo sobre qual concepgio devem desenvolver suas investigagdes.
Nesse sentido, sio destacados os trabalhos de Siemens e Baker (2012);
Moissa, Gasparini e Kemczinski (2015); e Lifidn e Pérez (2015); tais
contribui¢ées sdo detalhadas na sequéncia.

SIEMENS E BAKER (2012)

Para Siemens e Baker (2012 p. 2) as comunidades de MDE e
AA sio definidas de maneiras relativamente semelhantes, sendo a
MDE definida como: “A minera¢io de dados educacional é uma dis-
ciplina emergente, preocupada em desenvolver métodos para explorar
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os tipos dnicos de dados que vém de ambientes educacionais e usar
esses métodos para entender melhor os alunos e os ambientes que eles
aprendem”; e a AA como: “[...] a medigdo, coleta, andlise e relatérios
de dados sobre os alunos e seus contextos, para fins de compreensio e
otimizag¢do da aprendizagem e os ambientes em que ocorre”. Para os
autores as duas dreas refletem o surgimento de abordagens de educagio
intensivas em dados.

Extrair valor dos dados para orientar o planejamento, as inter-
vengoes e a tomada de decisdes ¢ uma mudanga importante e funda-
mental no funcionamento dos sistemas educacionais e a Minerac¢io de
Dados Educacionais e a Anilise de Aprendizagem compartilham os
objetivos de melhorar a educag¢io, melhorando a avalia¢do, como os
problemas na educagio sdo compreendidos e como as intervengoes sio
planejadas e selecionadas (SIEMES; BAKER, 2012). O uso exten-
sivo por administradores, educadores e alunos dos dados produzidos
durante o processo educacional aumenta a necessidade de modelos
e estratégias baseados em pesquisa. Ambas as comunidades tém o
objetivo de melhorar a qualidade da anilise de dados educacionais em
larga escala, para apoiar tanto a pesquisa bdsica quanto a pritica em
educacgio (SIEMES; BAKER, 2012).

Mesmo com todas as semelhangas citadas os autores (SIEMES;
BAKER, 2012) salientam que elas tém raizes diferentes e é¢ importante
observar algumas distingdes, o Quadro 2 mostra algumas das princi-
pais diferengas entre as comunidades. E importante observar que essas
distingbes pretendem representar tendéncias gerais nas duas comuni-
dades; muitos pesquisadores de MDE conduzem pesquisas que podem
ser colocadas no lado da AA de cada uma dessas distingdes, e muitos
pesquisadores de AA conduzem pesquisas que podem ser colocadas no
lado de MDE dessas distingdes (SIEMES; BAKER, 2012).
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Quadro 2 - Uma breve comparaciao da MDE e AA

CA,RACTE— AA MDE
RISTICAS
Descoberta Aproveitar o julgamento humano | A descoberta automatizada é a
¢ a chave; descoberta automati- | chave; alavancar o julgamento
zada é uma ferramenta para atin- | humano ¢ uma ferramenta para
gir esse objetivo atingir esse objetivo
Redugioe Maior énfase na compreensio dos | Maior énfase na redugio de com-
Holismo sistemas como todos, em toda a | ponentes e andlise de componen-
sua complexidade tes individuais e relages entre eles
Origens LAK tem origens mais fortes na | EDM tem fortes origens em soft-
web semantica, “curriculo inteli- | ware educacional e modelagem
gente”, previsio de resultados e | de alunos, com uma comunidade
intervengdes sistémicas siginficiant na previsdo de resul-
tados do curso
Adaptagaoe | Maior foco em informar e capa- | Maior foco na adaptagio automa-
Personalizagio | citar instrutores e alunos tizada (por exemplo, pelo compu-
tador sem nenhum humano no
circuito)
Técnicas e Anilise de rede social, anilise de | Classificag¢io, agrupamento,
Métodos sentimento, analise de influéncia, | modelagem bayesiana, minera-
andlise de discurso, previsdo de | ¢do de relacionamento, descoberta
sucesso do aluno, andlise de con- | com modelos, visualizagio
ceito, modelos de criagdo de sentido

Fonte: Siemens e Baker (2012) — Traducdo Livre

Uma distingdo importante é encontrada no tipo de descoberta que

¢ priorizada. Em ambas as comunidades, podem ser encontradas pes-
quisas que usam descoberta automatizada e pesquisas que potencializam
o julgamento humano por meio de visualizagio e outros métodos. No
entanto, a MDE tem um foco consideravelmente maior na descoberta
automatizada, e a AA tem um foco consideravelmente maior em alavancar

o julgamento humano. Mesmo em pesquisas que combinam essas duas

dire¢des, essa preferéncia pode ser percebida (SIEMES; BAKER, 2012).

Esta diferenca estd associada a outra diferenga entre as duas
comunidades: o tipo de adaptagio e personaliza¢io normalmente supor-
tado pelas duas comunidades. A MDE com o maior foco na descoberta
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automatizada, possui modelos mais frequentemente usados como base
para a adaptagio automatizada, conduzida por um sistema computacio-
nal, como um sistema de tutoria inteligente. Em contraste, os modelos
de AA sio mais frequentemente projetados para informar e capacitar
instrutores e alunos (SIEMES; BAKER, 2012).

Uma terceira diferenga importante, ¢ a distingdo entre estruturas
holisticas e reducionistas. E muito mais comum na pesquisa de MDE
ver pesquisas que reduzem os fendémenos a componentes e analisam os
componentes individuais e as relagdes entre eles. O paradigma “desco-
berta com modelos” para pesquisa de MDE ¢ um exemplo claro deste
paradigma. Em contraste, os pesquisadores de A A normalmente colocam
uma énfase mais forte na tentativa de entender os sistemas como um

todo, em toda a sua complexidade (SIEMES; BAKER, 2012).

MOISSA, GASPARINI E KEMCZINSKI (2015)

Com o objetivo de analisar as diferencas entre MDE e AA Moissa,
Gasparini e Kemezinski (2015) desenvolveram um mapeamento sistematico
de literatura em sete Mecanismos de Busca Académica: Web of Know-
ledge, Engineering Village, Scopus SciVerse, IEEE Xplore, ACM Digital
Library, Science Direct e Springer Link; deste processo de mapeamento
foram selecionados 280 artigos, dos quais 82 estavam associados a MDE,

186 a AA e 12 nio tinham uma associagdo evidenciada pelos autores.

De acordo Moissa, Gasparini e Kemczinski (2015), por meio do
mapeamento sistemdtico realizado foi possivel identificar que as duas
areas possuem defini¢oes e objetivos similares. Tanto a MDE como a
AA tem o intuito de analisar dados educacionais para entender o pro-
cesso de ensino-aprendizagem e otimizd-lo. Em muitos dos trabalhos
analisados as autoras relataram que as pesquisas foram conduzidas de
forma parecida e até mesmo aplicando as mesmas técnicas e concluiram
que poucas diferengas foram encontradas.

Na MDE hd uma predominancia da utilizagio de técnicas tipicas
de Mineragio de Dados como a Aprendizagem de Méquina (exemplo:
agrupamento e classificagio) e estatistica; e na AA sio empregadas na
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maioria das vezes as mesmas técnicas, todavia com o intuito visualiza¢io
da informagio que sdo mais desenvolvidas na A A; nos trabalhos de AA
analisados, as autoras ainda distinguiram uma técnica nio utilizada nos
trabalhos de MDE, a Anilise de Redes Sociais (IMOISSA; GASPA-
RINI; KEMCZINSKI, 2015). Outras diferengas encontradas pelas auto-
ras se baseiam no uso de algoritmos (maior em MDE) e de instrumentos
(maior em AA). No que se refere aos dados, as intervengdes, aos aspectos
éticos e de privacidade nenhuma diferenca significativa foi encontrada

pelas autoras. No que tange aos resultados, estes também sdo similares

em cada drea (MOISSA; GASPARINI; KEMCZINSKI, 2015).

Com base neste mapeamento, Moissa, Gasparini e Kemczinski
(2015) concluiram que hé diferengas sutis entre a Mineragio de Dados
Educacionais e a Anilise de Aprendizagem; sobretudo com relagio ao
foco de pesquisa; em que a AA tem especialmente o intuito de enten-
der o processo de ensino-aprendizagem como um todo e desenvolver
ferramentas para auxiliar neste processo, com uma abordagem mais
direcionada para os fatores humanos e utiliza as técnicas de mineragio
como uma ferramenta. Todavia, a MDE procura empregar as técnicas
de mineragio mais tecnolégicas como a Aprendizagem de Miquina
em novos contextos e desenvolver e otimizar métodos/modelos para
realizar tais andlises, focando mais no fator tecnolégico que no humano

(MOISSA; GASPARINT; KEMCZINSKI, 2015).

LINAN E PEREZ (2015)

Lifidn e Pérez (2015) destacaram que a Mineragio de Dados
Educacionais e a Anilise de Aprendizagem sio campos de pesquisa
relativamente novos e promissores que visam melhorar as experién-
cias educacionais, ajudando as partes interessadas (instrutores, alunos,
administradores e pesquisadores) a tomar melhores decisées usando
dados. Seu crescimento foi impulsionado pelo aumento da capacidade
do computador para armazenar e analisar grandes quantidades de dados

e pela disponibilidade de métodos e técnicas estatisticas, de aprendizado

de médquina e de mineragio de dados (LINAN; PEREZ, 2015).
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Lifidn e Pérez (2015) relatam haver uma sobreposi¢io entre a MDE
e a AA, relativamente considerdvel. Mesmo assim, algumas diferencas
sdo destacadas na literatura, embora as duas dreas possuam basicamente
o mesmo objetivo: melhorar a qualidade da educagio por meio da anilise
de grandes quantidades de dados para extrair informagées tteis para as
partes interessadas. Empresas representativas em outros setores, como
industria, finangas ou saude, ji introduziram técnicas estatisticas, de
aprendizado de miquina e de mineragdo de dados para obter um melhor
desempenho por meio de decisdes baseadas em dados histéricos. A
popularidade da MDE e da AA tem crescido desde o inicio da década
de 2010 (Figura 7), embora a pesquisa em MDE tenha comegado alguns
anos antes (LINAN; PEREZ, 2015), nesse sentido os autores destacam

a evolugdo conjunta no nimero de publicagdes nessas areas.

Figura 7 - Evolucio das referéncias MDE e AA no Google Scholar
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Fonte: Linin e Pérez (2015)

Quanto as diferencas Lifidn e Pérez (2015) corroboram a visio
de Siemens e Baker (2012), que essas dizem respeito basicamente a:
Descoberta; Redugio e holismo; Origens; Adaptagio e personalizagio;
e Técnicas e métodos. Os autores complementam os relatos sobre as
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diferencas salientado que a AA cobre mais disciplinas do que MDE.
Além da ciéncia da computagio, estatistica, psicologia e ciéncias da
aprendizagem, A A estd relacionada a ciéncia da informagio e a sociologia.
Portanto, mesmo que a fronteira entre os dois campos seja difusa e suas
diferencas sejam parcialmente baseadas em suas origens e tendéncias,
elas ainda sdo significativas para esses autores.

Lifdn e Pérez (2015) ainda destacam que corroboram a visio de
que as duas dreas nio devem se unir e que a coexisténcia de ambas as
comunidades de pesquisas leva a uma contribui¢io mais diversa e rele-
vante para a sociedade, consequentemente, a comunicagio e a competi¢io
entre estas dreas devem ser encorajadas.

CONSIDERACOES SOBRE A MINERACAO DE
DADOS EDUCACIONAIS “VERSUS” ANALISE DE
APRENDIZAGEM

Ha4 um valor positivo em ter diferentes comunidades envolvidas
em como explorar “Big Data” para melhorar a educagio, em particular,
existem diferentes padrdes e valores para “boa pesquisa” e “pesquisa
importante” em cada comunidade, permitindo a criatividade e o avango
que, de outra forma, ndo ocorreria em uma unica cultura de pesquisa
monolitica (SIEMENS; BAKER, 2012). Por exemplo, os pesquisado-
res de MDE colocaram maior foco nas questdes de generalizagdo do
modelo; por outro lado, os pesquisadores de AA colocaram maior foco
em atender as necessidades de virias partes interessadas com infor-
magdes extraidas dos dados. Cada uma dessas questdes é importante
para o sucesso de longo prazo de ambos os campos, uma oportunidade
importante para as duas comunidades aprenderem uma com a outra

(SIEMENS; BAKER, 2012).
As comunidades MDE e AA preveem que o impacto dos dados

e andlises na educagio serd transformador nos niveis primdrio, secun-
dério e pés-secunddrio (SIEMENS; BAKER, 2012). Um ambiente de
pesquisa aberto e transparente ¢ vital para impulsionar este importante

trabalho, como disciplinas de pesquisa conectadas, mas distintas, MDE
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e AA podem fornecer um consolidado campo de investigagio para a
exceléncia em pesquisa de dados educacionais, orientando formuladores
de politicas, administradores, educadores e desenvolvedores de curriculo,

para a implanta¢do de melhores priticas na préxima era de educagio
baseada em dados (SIEMENS; BAKER, 2012).

Por fim, destaca-se que existem inimeras semelhancas entre os dois
campos de pesquisa, como objetivos, metodologias e técnicas. No entanto,
existem vidrias diferencas, atribuiveis principalmente as suas origens e
tendéncias. A coexisténcia das duas respectivas comunidades cientificas
leva a competigdo com efeitos positivos na sociedade (LINAN; PEREZ,
2015; SIEMENS; BAKER, 2012). Apesar das grandes expectativas e
da quantidade de trabalhos em MDE e AA, sua aplicagio em ambientes
educacionais ainda esbarra em algumas barreiras importantes, como a
falta de uma cultura orientada a dados e de rapidez, abrangéncia e faci-
lidade de uso e compreensio de ferramentas que podem ser integradas
na plataforma digitais de ensino e aprendizagem.

Cabe evidenciar a importancia que as técnicas associadas a mine-
racio de dados tém no que se refere as dreas de MDE e AA. Essas dreas
utilizam de técnicas intensivas para analisar dados e extrair informacoes
relevantes, tais informagoes podem levar em especial gestores educacionais
e professores a tomar decisdes importantes, que impulsionem melhorias
sobretudo no processo de ensino e aprendizagem. Nesse sentido, duas
das mais relevantes técnicas aplicadas para implementagio do processo
de Mineragio de Dados Educacionais sdo apresentadas de forma deta-
lhada no Capitulo seguinte.
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CAPITULO 5 - PRINCIPAIS TECNICAS DE
MINERACAO DE DADOS EDUCACIONAIS

Neste capitulo serdo abordadas duas técnicas muito empregadas
em Mineragio e Ciéncia de Dados, por isso também amplamente
utilizadas em Mineragio de Dados Educacionais. Essas técnicas
correspondem a Aprendizagem de Médquina (Machine Learning) e
a Aprendizagem Profunda (Deep Learning). Primeiramente serdo
tratados os aspectos que dizem respeito a Aprendizagem de Maquina
(AM), em que inicialmente ela é definida, em seguida os tipos de
aprendizado de miquina existentes sio apresentados, em conjunto com
as fungdes associadas e os respectivos algoritmos e posteriormente sio
descritos os métodos para avaliagio de modelos de AM. Em seguida
é caracterizada a Aprendizagem Profunda (AP), a principio é exposto
a conceituagio de AP, suas caracteristicas, qual cendrio propiciou sua
evolugio e as principais arquiteturas de AP existentes e em seguida é
descrita com mais detalhes a arquitetura de AP mais empregada em

problemas de classificagio.

APRENDIZAGEM DE MAQUINA

A AM consiste em extrair informag¢des dos dados, € uma drea de
pesquisa formada pela intersegdo da Estatistica, Inteligéncia Artificial
(IA) e Ciéncia da Computagio, muitas vezes ¢ referenciada como anlise
preditiva ou aprendizado estatistico e muitos pesquisadores defendem que
ela é um campo da Inteligéncia Artificial (BISHOP; PATTERN, 2006;
HASTIE; TIBSHIRANI; FRIEDMAN, 2009; MITCHELL, 1997).
Pode-se dizer que a AM basicamente investiga como os computadores

podem melhorar seu desempenho com base em dados.

A primeira defini¢do de AM foi elaborada por Samuel (1959) que
a definiu como “Campo de estudo que permite que os computadores
efetuem operagdes sem serem explicitamente programados” (SAMUEL,
1959). Uma das defini¢des mais amplamente utilizadas para definir AM
é a feita por Mitchell (1997): “Um programa de computador aprende a
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partir da experiéncia E, em rela¢io a uma classe de tarefas T, com medida
de desempenho P, se seu desempenho em T, medido por P, melhora
com a experiéncia E” (MITCHELL, 1997). Com essa afirmagio o
autor quer dizer que o termo especulativo de “aprendizado” empregado
a essa técnica é uma forma de explicar que o sistema faz a mesma tarefa,
ou tarefas, sobre um mesmo conjunto de dados de uma maneira mais
eficiente a cada execugdo. Mitchell (1997) complementa dizendo que
AM ¢é uma drea que se ocupa por investigar métodos computacionais
adequados para a aquisi¢do de novos conhecimentos, novas habilidades
e novas formas de organizagio do conhecimento ji existente. Dessa
forma, o campo do aprendizado de miquina é norteado pela questio
de como produzir programas que automaticamente melhoram com a

sua experiéncia.

Para Navarro ez al. (2017) a técnica de AM oferece solugbes para
automatizar a anilise de Big Data, os autores afirmam que ela pode
ser considerada como um conjunto de métodos que podem detectar
automaticamente padrdes nos dados, entdo pode-se usar esses padroes
descobertos para fazer previsdes ou para tomada de decisdo. Nesse

sentido, Alpaydin (2010) explica de forma minuciosa a AM:

A AM tem a fungio de programar computadores para
otimizar seu desempenho usando dados de exemplo ou
experiéncias anteriores. Com a aplicagio de algoritmos
de AM gera-se um modelo definido até alguns parime-
tros, e o aprendizado ¢ o treinamento do algoritmo de
AM para otimizar os pardmetros desse modelo usando
os dados de treinamento ou experiéncia anterior. O
MODELO pode ser preditivo para fazer previses ou des-
critivo para obter conhecimento dos dados, ou ambos.
O aprendizado de médquina usa a teoria da estatistica
na constru¢do de modelos matemadticos, porque a tarefa
principal é a inferéncia sobre os dados de uma amostra

(ALPAYDIN, 2010).

Em complemento as definigbes apresentadas, Bishop (2011) faz

a seguinte consideragio sobre AM:

Os computadores sio baseados na légica, mas precisam
lidar cada vez mais com dados do mundo real, cheios
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de incerteza e ambiguidade. As abordagens modernas
de aprendizagem de mdquina usam a teoria da proba-
bilidade para quantificar e calcular com essa incerteza
e levaram a uma proliferacio de aplicagbes nessa drea,
variando de sistemas de recomendagio, pesquisa na web
e de filtros de spam até reconhecimento de voz. Além
disso, o advento da ampla conectividade da Internet,
com armazenamento centralizado de dados, e do pro-
cessamento em conjunto com algoritmos desenvolvi-
dos para inferéncia probabilistica computacionalmente
eficientes, tém potencial para possibilitar muitas novas
oportunidades para o aprendizado de maquina nos

préximos anos (BISHOP, 2011).

Nota-se o entusiasmo de Bishop (2011) a respeito da AM, e como

foi previsto muito se tem pesquisado nessa drea, por isso muitas outras

defini¢bes podem ser encontradas na literatura, algumas dessas acepgdes

sdo apresentadas no Quadro 3.

Quadro 3 - Defini¢des de Aprendizagem de Maquina

AUTORES

DEFINICAO DEAM

Obermeyer e

Em particular, AM como uma estrutura algoritmica, pode

Emanuel (2016) fornecer informagdes uteis sobre os dados, facilitar a inferéncia
e derivar conhecimento.
Liu e Salinas (2017) | AM é um campo da ciéncia da computagio e uma parte da IA,

que se refere a ciéncia e engenharia pelas quais as médquinas,
sistemas de computador, podem analisar e adquirir informagdes
sobre os dados. A AM pode ajudar a desenvolver modelos de
dados aprimorados usando técnicas matematicas avangadas e
manipula¢io de conjuntos de dados complexos e heterogéneos.

Senders ez al. (2018)

Em um subconjunto daTA, os algoritmos de AM sio capazes de
assimilar padrdes e se autocorrigir sem explicita programagio.

Waring; Lindvall;
Umeton, (2020)

A AM é uma técnica-chave que demonstra a capacidade de
traduzir grandes conjuntos de dados em conhecimento acionével.

Zhou; Zheng;
Zhang, (2020)

Na academia, a AM ¢é usada para a previsio precisa de desem-
i

penho, contribui¢io quantificdvel para cada varidvel e andlise

de desempenho estocistico.
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AUTORES

DEFINICAO DEAM

Alqudah; Yaseen,
(2020

Realizar um processo com AM significa que o computador pode
descobrir uma solugio sem ser especificamente programado.
Ou seja, as médquinas sio capazes de aprender e lidar conti-
nuamente com grandes conjuntos de dados usando algoritmos
classificadores. Classificadores, que categorizam observagdes,
sdo considerados a espinha dorsal da AM.

Hegde; Rokseth,
(2020)

O campo de AM ¢ um subconjunto da Inteligéncia Artificial
e 0 AP ¢ um subconjunto do AM. O termo ciéncia de dados
¢ um campo que utiliza técnicas de IA, AM, AP e ciéncia da
computagao.

Lei ez al. (2020)

Os algoritmos de AM sio capazes de aprender de forma adap-
tativa, e adquirir conhecimento sobre diversos contextos, partir
dos dados coletados, em vez de utilizar a experiéncia e o conhe-
cimento de especialistas.

Weis; Jutzeler;
Borgwardt, (2020)

Os métodos de AM sio capazes de encontrar estatisticas e
dependéncias nos dados, considerando também os efeitos ndo
lineares e de intera¢do entre esses recursos. Assim, as técnicas
de aprendizado de mdquina podem descobrir informagdes novas
ou desconhecidas.

(RANA et al. 2020)

A AM abrange os algoritmos ou modelos estatisticos, que podem
identificar padrées e construir hipéteses ou inferéncias baseadas
na aprendizagem sobre os conjuntos de dados observados. A
AM cresceu e evoluiu, 2 medida que a escala de informagdes
aumentou e foi usada para identificar recursos significativos de
grandes conjuntos de dados.

O contexto de AM é complexo, com propriedades vindas de

vérias dreas, dessa forma ndo é simples entender todas as terminologias

utilizadas, assim para que fique mais ficil de entender do que tratam

algumas questdes que serdo abordadas no decorrer dessa proposta de

tese, ¢ imperativo que se tenha conhecimento de alguns termos e con-

ceitos utilizados quando se trata dessa tematica, tais terminologias estdo
descritas no Quadro 4.
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Quadro 4 - Termos relevantes para entendimento da AM

TERMO/
CONCEITO

DEFINICAO

Treinamento

E afase em que o algoritmo de AM ¢ aplicado a uma base de dados
e este deve assimilar padrées sobre os dados, e depois deve poder
generalizar esses padrdes.

Modelo

Modelo ¢ o produto da submissio dos dados a um algoritmo de
AM. Contextualizando, os dados sio os subsidios para o algoritmo
assimilar padrdes, e essa assimilagio ¢ persistida por um modelo que
¢ o resultado da aplicagio de um algoritmo a uma base de dados, ou
seja, o modelo é diferente de um algoritmo, embora seja também
uma estrutura codificada, em outras palavras um programa. Depois
da fase de treinamento de um algoritmo ele gera um modelo que
pode ser salvo para ser posteriormente aplicado a uma nova base de
dados, desde que essa possua os mesmos atributos. Se assemelha a
um modelo gerador em probabilidade/estatistica.

Teste

E a etapa que vem depois do modelo ser gerado, durante o teste o
modelo deve ser aplicado a dados diferentes dos usados no decor-
rer do treinamento para que se possa avaliar sua eficdcia, essa
avaliagdo ¢ realizada por meio de métodos e medida por métricas
préprias da AM.

Base de Dados

Corresponde a uma matriz com vérias linhas e colunas, formatada
de forma que possibilite receber a aplica¢io de uma técnica de
mineragio de dados, como um algoritmo de AM ou AP.

Instancia

E a referéncia a uma linha da base de dados, equivale a um elemento
ou individuo do qual se tem informagaes, exemplo: no contexto de
uma loja uma instancia poderia ser o cliente, no contexto de um
curso MOOC uma instancia poderia ser um aluno.

Atributo

E uma coluna da base de dados, corresponde a uma informagio
que se tem sobre uma instincia, por exemplo se a base de dados
estiver relacionada a pessoas alguns atributos poderiam ser: cor
dos olhos, peso ou altura.

Vetor de
Atributos

Se refere a uma linha completa da base de dados, a instancia jun-
tamente com todos os seus atributos.

Rétulos

Corresponde a classe de uma instincia, por exemplo em uma base
de dados de alunos, esses podem ser classificados como concluintes
ou desistentes, entio esses sdo os rétulos dos alunos, é um sinénimo
para classe ou categoria.

Fonte: Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)
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Devido a essa complexidade da AM ela foi dividida, para que sua
interpretagio e aplicagdo se tornassem processos mais compreensiveis e
especificos, para certificar que cada problema possuisse uma abordagem
prépria para sua solugdo. Nesse sentido, na secio a seguir sio apresentados
os tipos de aprendizagem de mdquina que correspondem a essa divisio.

TIPOS DE APRENDIZAGEM DE MAQUINA

A AM engloba fung¢des préprias para cada tipo de problema
levantado e algoritmos estritamente relacionados a cada uma dessas
tungbes, para que se tornasse mais simples de entender todos os méto-
dos que envolvem essa drea ela foi dividida em tipos de aprendizagem,
nesse sentido Kubat (2017) salienta que os principais tipos de AM sio:
Aprendizagem Supervisionada; Aprendizagem nido Supervisionada e
Aprendizagem por Reforco. Na Figura 8 a relagio entre os tipos apren-
dizagem e suas funcdes é apresentada.

Figura 8 - Tipos de Aprendizagem de Maquina e suas funcoes
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Fonte: Adaptado Kubat (2017)

Na aprendizagem por refor¢o o treinamento dos modelos acontece
quanto o agente computacional pode tomar uma sequéncia de decisoes,
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entdo esse agente deve assimilar o que estd acontecendo ao seu redor e
atingir um propdsito em um espago desconhecido e eventualmente adverso,
esse tipo de aprendizagem estd baseado na premissa de tentativa e erro,
muito utilizada em robética e em jogos digitais, um exemplo cldssico de
aplicacdo desse tipo de aprendizagem sdo os robds de exploragio espacial.
Como a aprendizagem por refor¢o estd inserida em contextos diversos a
MDE, nio serd retratada com mais detalhes. Nas se¢oes seguintes serdo
caracterizadas a Aprendizagem Supervisionada e Ndo Supervisionada,
as fungdes ligadas a cada uma e os respectivos algoritmos com base nos

trabalhos de Kubat (2017); Igual e Segui (2017); e Aggarwal (2015).

APRENDIZAGEM SUPERVISIONADA

Na Aprendizagem Supervisionada, a instincias de entrada e a
categoria correspondente a qual essas instincias pertencem sio forne-
cidos para o algoritmo. O algoritmo de AM assimila a relagio entre a
entrada e a saida e, em seguida, prevé a saida para amostras de dados

de entrada cujas as saidas nio sdo fornecidas.

Por exemplo, o algoritmo de aprendizado de maquina supervi-
sionado ¢ alimentado com imagens de magis classificadas como frutas
e batatas classificadas como vegetal. Apds o treinamento nesses dados,
o algoritmo de aprendizado de mdquina supervisionado deve ser capaz
de categorizar novas imagens, que nio possuem uma classificagio, de
magis como frutas e batatas como vegetais. As etapas necessarias para
aplicagio de algoritmos de aprendizado de maquina supervisionado
podem ser descritas da seguinte forma:

1. Alimente o algoritmo com os registros de entrada X e os
rétulos de saida y;

Para cada registro de entrada, o algoritmo prevé uma saida y’
O erro na previsio é calculado subtraindo y de v’

O algoritmo se corrige removendo o erro; e

s v

As etapas 1 a 4 continuam por virias iteragdes até o erro ser
minimizado.
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Em termos matemiticos, tem-se a varidvel de entrada X e a varii-
vel de saida y, e é necessirio encontrar uma fungio que capture relagio
entre os dois, ou seja, y = f (X).

A Aprendizagem Supervisionada ¢ utilizada para resolver dois
tipos diferentes de problemas: Classificagio e Regressio, também chamadas
de funges de Aprendizagem Supervisionada. A Classificagio refere-se ao
processo de previsio de valores de saida discretos para uma entrada, por
exemplo, dado uma entrada o algoritmo de classificagio prevé se um
e-mail é spam ou legitimo, se um tumor é benigno ou maligno, se um
aluno serd aprovado ou reprovado no exame. Enquanto que na Regressio, a
tarefa do modelo de aprendizado de mdquina é prever um valor continuo,
por exemplo para determinada entrada os algoritmos de regressao podem

prever o prego da casa, ou as notas obtidas por um aluno em um exame.

Os principais algoritmos de Aprendizagem Supervisionada aplica-
dos a problemas de Classificagio e Regressdo sio: Naive Bayes, K-Vizi-
nhos mais Préximos (K-Nearest Neighbors— KNN); Arvores de Decisio,
Floresta Aleatéria (Random Forest - RF), Mdquinas de Vetores de Suporte
(Suport Vector Machines), utilizados tanto para Classificagdo como para
Regressio; e Regressio Linear, utilizado apenas para Regressio. Esses
algoritmos sio detalhados na sequéncia.

NAIVE BAYES

O algoritmo Naive Bayes ¢ um algoritmo supervisionado de aprendi-
zado de mdquina baseado no teorema de Bayes e fundamentado no principio
de independéncia de recurso, que afirma que os recursos de um conjunto de
dados ndo tém relagdo entre si. Por exemplo, uma fruta pode ser considerada
banana se tiver 15 cm ou mais de comprimento, de cor amarela e 1 cm de
didmetro. O Naive Bayes nio se preocupa se esses recursos dependem um
do outro, a fruta é declarada como banana por contribui¢do independente
desses recursos. Devido a essa suposi¢do de independéncia, o algoritmo tem
essa denominacio de ingénuo e ¢ o mais simples de todos os algoritmos
de aprendizado de maquina e, no entanto, é muito aplicado por ser eficaz.
Matematicamente, o teorema de Bayes pode ser representado como:
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Equagio 1 - Teorema de Bayes
P (A|B).P (4)

P(A|B) = P (8)

Onde os termos mencionados acima sdo explicados da seguinte
forma: 1) P(A | B) é a probabilidade de o evento A ocorrer, dado o conjunto
de atributos B; 2) P(4) é a probabilidade anterior da ocorréncia do evento
A; 3) P(B|A) é a probabilidade do conjunto de atributos se o evento A
ocorrer; ¢ 4) P(B) ¢ a probabilidade prévia da ocorréncia de preditores.

As principais aplicagdes do Algoritmo Naive Bayes sio: 1) Proble-
mas de virias classes, onde é comumente empregado para classificagio
de texto como em problemas de anilise de emogdes e filtragem de spam
em e-mail; 2) Combinagio de algoritmos de filtragem colaborativa para
construcio de sistemas de recomendagio, baseados em aprendizado
de maquina; e 3) Como o algoritmo é ripido em comparagio com
outros mais avangados, é incorporado em aplicagbes em que tempo ¢é
um requisito critico.

KNN (K-NEAREST NEIGHBORS)

KNN ¢ um algoritmo nio paramétrico, isso indica que esse algo-
ritmo ndo presume que a relagdo entre as entradas e saidas de seus dados
sigam uma fun¢do matemadtica em particular. O processo executado
pelo KNN ¢ simples, no treinamento o algoritmo calcula as distancias
existentes entre os atributos das instdncias da base de dados, e assimila
os padrdes de distdncia entre os dados da mesma classe, escolhendo
os K atributos de dados mais préximos. Quando uma nova instincia é
apresentada ao algoritmo ele calcula a distincia de seus atributos em
comparagio aos das instincias de treinamento, dessa forma ele classifica
esse novo registro com a classe que tiver a menor distancia. Os célculos
utilizados podem ser a distincia de Manhattan, ou a distancia Euclidiana.
Para utiliza¢io desse algoritmo é muito importante que os atributos da
base de dados estejam escalonados, pois dimensées discrepantes nos
dados ocasionam problemas nos resultados obtidos com essas férmulas.
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Como exemplo do funcionamento do KNN suponha-se alguns
dados no espago bidimensional, divididos em duas categorias: verme-
lho e azul, como mostrado na Figura 9. Considere que é necessario
classificar uma nova instancia, para isso deve-se calcular a distancia
dos atributos das instancias vermelhas e azuis até os atributos do novo
registro. Suponha que a nova instincia seja o circulo amarelo e o valor
de K seja trés, como indicado na Figura 10, dessa forma percebe-se que
dos trés vizinhos mais préximos do circulo amarelo, dois sdo azuis e um

¢ vermelho. Portanto, essa nova instincia serd classificada como azul.

Figura 9 - Exemplo do funcionamento do KNN
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Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)

Figura 10 - Classifica¢do de uma nova instancia pelo KNN
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Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)
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Uma informacio relevante sobre KNN ¢ que ele ndo gera um
modelo durante a fase de treinamento, na verdade ele usa a base de dados
de treinamento como exemplo para classificar um novo registro, por isso
ele é conhecido como algoritmo de aprendizado lento. Diferentemente
de outros algoritmos, a lista de pardmetros exigidos pelo algoritmo KNN
nio é complexa, sé é necessdrio especificar o nimero de vizinhos mais
préximos, que corresponde ao K e o tipo de func¢io de distincia, além
disso é um algoritmo répido quando comparado por exemplo a Arvores de
Decisdo, uma vez que ele ndo gera um modelo na fase de treinamento. O
KNN ¢ simples de implementar e dados podem ser adicionados a qualquer
momento, uma vez que sempre que for necessdrio realizar uma previsio
a distdncia com todos os atributos dos dados ¢ recalculada.

ARVORES DE DECISAO

A Arvore de Decisio ¢ um algoritmo de AM baseado em entro-
pia, o principio por trds de seu trabalho é que cada atributo no conjunto
de dados ¢ tratado como um né na drvore de decisio. Em cada né ¢é
tomada uma decisdo sobre qual caminho escolher na drvore, dependendo
do valor do atributo nesse né especifico, o processo continua até que o
n6 da folha seja alcangado, porque esse contém a decisdo final sobre a
classificagdo da instincia.

Como exemplo suponha-se que exista um banco que precisa decidir
se um empréstimo deve ser concedido a um cliente especifico ou nio,
para isso esse banco possui atributos de clientes, incluindo idade, sexo e
saldrio em sua base de dados. Dessa forma, podem ser definidos critérios
que consistem em um conjunto de regras que define se o empréstimo

serd concedido ou nio, essas regras podem ser:

1. Se aidade do cliente for maior que 25 ¢ menor que 60, vd
para a préxima etapa. Sendo, simplesmente rejeite o pedido
de empréstimo.

2. Se a primeira condi¢do for atendida, verifique se a pessoa
estd assalariada ou ndo. Se a pessoa ¢ assalariada, vd para a
etapa 3; se a pessoa estiver desempregada, rejeite o pedido de
empréstimo.
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3. Se a pessoa for assalariada e o género for masculino, vd para
a etapa 4. Caso contrério, se o género for feminino, v para
a etapa 5.

4. Se o salario for superior a 35 mil reais por ano, conceda o
empréstimo, caso contrdrio, rejeite o pedido.

5. Se o salario for superior a 45 mil reais por ano, conceda o
empréstimo, caso contrério, rejeite o pedido.

A drvore de decisdo baseada em tais regras é representada na

Figura 11.

Figura 11 - Representac¢iio de uma Arvore de Decisio

Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)
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O conjunto de regras exposto como exemplo é bastante simples
e foi escolhido aleatoriamente, em problemas reais os dados sio muito
mais complexos e técnicas estatisticas como entropia sdo usadas para
criar esses nés. Entropia refere-se a impureza da classificagdo em base
de dados rotuladas. Basicamente em arvores de decisdo, o recurso que
resulta em entropia minima nos rétulos de saida é definido como o né
raiz. Por exemplo, se 95% das vezes em que a idade for maior que 60 e
menor que 25, o pedido de empréstimo for rejeitado, a impureza serd de
5% para a idade com valores entre 60 e 25. Da mesma forma, se em 80%
dos casos o empréstimo para desempregados for rejeitado, a impureza

no rétulo de saida para o atributo assalariado serd de 20%.

Os principais beneficios do Algoritmo de Arvore de Decisdo sio:
1) Funciona igualmente bem para tarefas de regressio e classificagio,
pode prever de forma precisa valores continuos e discretos; 2) Pode ser
usado para classificar dados lineares e ndo lineares; e 3) Em comparagio
com a majoria dos outros algoritmos de aprendizado de maquina tem
processo de treinamento bastante rdpido e ficil de ser interpretado.

FLORESTA ALEATORIA (RANDOM FOREST)

Uma tnica Arvore de Decisdo pode ser enviesada, dependendo
dos dados, uma abordagem que pode melhorar essa falha € utilizar varias
arvores de decisdo que fazem sua prépria previsio e a previsdo final é
encontrada calculando a média de todas as previsoes feitas por todas as
arvores. Essa abordagem ¢é conhecida como ensemble learning (aprendizado
em conjunto). No aprendizado em conjunto, virios algoritmos de tipos
iguais ou diferentes sio unidos para criar uma maior capacidade para o
modelo de AM, a Floresta Aleatéria é um tipo de modelo de aprendi-
zado em conjunto, esse algoritmo une varios algoritmos de Arvore de
Decisdo, criando uma floresta. O funcionamento do algoritmo Floresta

Aleatéria se baseia na execugio das seguintes etapas:

1. Escolhe-se K atributos de dados aleatérios no conjunto de dados;

2. Cria-se um algoritmo de regressio ou classificagio de drvore
de decisio baseado nesses K atributos de dados;
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3. Seleciona-se o nimero de drvores para o algoritmo Floresta
Aleatéria e execute as etapas 1 e 2 em cada drvore;

4. Se o problema for de regressdo, cada drvore prediz um valor
continuo e a saida final pode ser calculada tomando a média
dos valores previstos por todas as drvores. Se o problema
em questdo for de classificagdo, cada arvore prevé um valor
discreto e a classifica¢do final pode ser selecionada por maio-
ria de votos.

O algoritmo de Floresta Aleatéria é um dos algoritmos mais
estdveis independentemente da quantidade de dados, uma vez que
existem vdrias drvores, a introdu¢do ou remogio instincias na base de
dados pode afetar uma pequena parte dessas drvores, mas nio todas,
assim a estabilidade geral do algoritmo ndo ¢é afetada. Além disso, ele
funciona bem no caso de recursos numéricos e categéricos, e nio é
necessario escalonar os atributos da base de dados, pois ele nao depende

da distincia entre os atributos das instancias.

MAQUINAS DE VETORES DE SUPORTE (MVS)
(SUPORTE VECTOR MACHINEY)

O algoritmo MVS se originou nos anos 60 e é um dos mais
famosos algoritmos de AM, e tem sido muito utilizado desde entdo,
antes das Redes Neurais Artificiais se popularizarem ele era considerado
o algoritmo de AM mais preciso. Iniciando as explica¢des de como o
MVS funciona indica-se que o intuito da regressdo linear em um espago
de recurso bidimensional, é encontrar uma linha reta que separa com
éxito os dados de diferentes classes, no entanto no mundo real, pode
haver virios limites de decisdo que podem classificar os dados com éxito

como indicado na Figura 12.
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Figura 12 - Exemplo de funcionamento do MVS
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Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)

No entanto, se uma nova instincia serd classificada ou nio com
sucesso, isso depende do limite de decisio escolhido para classificagio.
Como exemplo, suponha-se que seja necessirio classificar uma nova
instancia, ou seja, o circulo amarelo, se a decisdo for como na Figura

13, a nova instincia serd classificada como azul.

Figura 13 - Classificacdo de uma nova instancia pelo MVS
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Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)
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Por outro lado, se o limite de decisdo for como na Figura 14, a
nova instincia serd classificada como vermelha. Nas Figuras 13 e 14,
observa-se que pode haver vérios limites de decisio que classificam
com éxito um conjunto de dados, no entanto, nem todos eles sdo ideais.

Figura 14 - Classificacio de nova instancia com limite diferente de decisio

Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)

Dada uma nova instincia, limites de decisdo diferentes podem
classificd-las diferentemente, o real objetivo do algoritmo MVS ¢ encon-
trar o limite de decisdo que classifica os registros de tal maneira que
as chances da classificagdo ser incorreta seja minimizada. O algoritmo
faz isso maximizando a distincia entre os atributos de instincias mais
préximos de todas as classes na base dados e ele consegue encontrar
esse limite com a ajuda de vetores de suporte, por isso o seu nome. Os
vetores de suporte passam pelos atributos de dados mais préximos das
duas classes para classificagdo, o trabalho do algoritmo é maximizar a
distancia entre esses dois vetores, tracando uma linha paralela no meio
deles, esse limite de decisio ¢ considerado o limite de decisio ideal, que
pode ser ilustrado como na Figura 15.
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Figura 15 - Limite de decisio do MVS

Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)

Os exemplos utilizados demonstram um problema linear, entretanto
uma das razdes, pela qual o MVS ¢é tio amplamente aplicivel ¢ que ele pode
ser facilmente estendido para bases de dados complexas que ndo sio linear-
mente separdveis. Isso € feito mapeando os registros de treinamento para um
espago de maior dimensio, onde eles se tornam um conjunto linearmente
separével, essa técnica é denominada truque do kernel (kernel trick).

REGRESSAO LINEAR

A regressio linear é uma abordagem exclusiva para regressio que
identifica o relacionamento entre duas ou mais varidveis, ela é capaz
de encontrar uma fungio linear que mapeia varidveis independentes
com base nas varidveis dependentes, se esta fungio é plotada no espago
bidimensional, resulta em uma linha reta. Como exemplo, pode-se citar
o seguinte cendrio em que se deve encontrar a relagdo entre o prego de
alguns carros e o ano de fabricacdo. Se o grifico dessa relagio for ela-
borado o ano serd o eixo x e 0 preco o eixo y, e o algoritmo de regressao
linear encontrard uma linha reta que melhor se ajusta aos dados, essa
relagdo ¢ mostrada na Figura 16.
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Figura 16 - Representacio da Regressio Linear
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Fonte: Adaptado Kubat (2017); Igual e Segui (2017); e Aggarwal (2015)

Alinha é representada pela fun¢io y = ax +, em que y é avaridvel
dependente, « ¢ a inclina¢do da reta, x ¢ a varidvel independente e ¢ é a inter-
ceptagio em y. Ao analisar a equagio, percebe-se que que x e ¢ sdo atributos
dos dados, o algoritmo de regressdo fornece a inclinagio e a interceptagio que
melhor se ajusta ao conjunto de dados. Este conceito pode ser estendido para
mais de uma varidvel independente, em que equagio da fungio de regressio
linear pode ser representada por y = alx1l + a2x2 + - + anxn +
, na qual o 7 é o nimero total de varidveis independentes. Esta equagio
representa basicamente um hiperplano com 7 dimensées. Cabe salientar
que o modelo de regressio linear de duas dimensdes pode ser representado
como uma linha, em trés dimensdes é representado na forma de plano e

em mais de trés dimensoes é representado como hiperplano.

APRENDIZAGEM NAO SUPERVISIONADA

Na Aprendizagem nio Supervisionada, os algoritmos sdo alimenta-
dos com os base de dados sem rétulos, sendo assim ¢ de responsabilidade do
algoritmo identificar padrdes nos registros e agrupamentos com caracteris-
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ticas semelhantes. Normalmente, a maioria dos conjuntos dados do mundo
real é nio classificado; portanto, o aprendizado nio supervisionado pode
ser usado como precursor do aprendizado supervisionado. Por exemplo, a
tendéncia dos clientes em assistir filmes em uma plataforma de streaming
pode ser inserida em um algoritmo de aprendizado nio supervisionado,
e esse pode encontrar tendéncias, como por exemplo: sempre que cliente
de perfil X assiste um filme de terror ele também assiste uma animagao.
Portanto, uma decisao de marketing seria sempre que pessoas com perfil X
assistissem a um filme de terror seja oferecido em seguida uma animagio.

A Aprendizagem nio Supervisionada compreende duas principais
tungées, a Redugdo de Dimensionalidade e o Agrupamento. Em diversos
casos as bases dados disponiveis para serem analisadas possuem muitos
atributos, dos quais muitos podem nio serem significativos para o pro-
cesso de extragdo de conhecimento, nesse sentido reduzir a dimensio
desses dados pode economizar recursos computacionais sem impactar
na eficicia dos algoritmos, nesse contexto os algoritmos de Redu¢do de
Dimensionalidade sio extensamente utilizados. Em relagio ao Agrupa-
mento é o processo de agrupar objetos semelhantes, ou seja, particionar
instancias de uma base de dados ndo classificada, essa fungio pode
ajudar a descobrir novas categorias de maneira nio supervisionada,

mesmo quando nenhuma similaridade entre os atributos é perceptivel.

Os principais algoritmos para Redugio de Dimensionalidade
e Agrupamento sio Anilise dos Componentes Principais (Principal
Component Analysis) e K-means respectivamente, esses algoritmos sio
descritos em seguida.

ANALISE DOS COMPONENTES PRINCIPAIS (ACP)
(PRINCIPAL COMPONENT ANALYSIS)

A ACP é um dos algoritmos mais amplamente usados para redugio
de dimensionalidade, ele trabalha por selecio de recursos que causam
variagdo mdxima na saida, deixando para tris recursos que nio tém efeito
na saida. A intui¢do por trds dessa abordagem ¢ que a varia¢io pode ser
usada como uma medida para distinguir a produgio; portanto, apresenta
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os responsaveis por distinguir os resultados que sdo mais importantes e,
portanto, devem ser selecionados. O primeiro componente principal é
o recurso que resulta em variagio maxima, da mesma forma o segundo
componente principal é o recurso que causa a segunda maior variagio
e assim por diante. A Anilise dos Componentes Principais tem duas
vantagens principais: 1) Numero reduzido de recursos significa tempo
de treinamento reduzido, portanto, tempo de execu¢do mais répido; 2)
Com um nimero reduzido de recursos, os dados podem ser facilmente
visualizados. E importante também mencionar que os dados devem ser
escalonados antes da aplica¢io do algoritmo ACP, pois a variagio pode
ser grande para os atributos expressos em unidades mais altas, e o algo-
ritmo pode ficar tendencioso em relagio aos recursos nio escalonados.

K-MEANS

O algoritmo K-means é amplamente empregado em tarefas de
agrupamento de dados, em bases nio classificadas e fundamenta-se
especialmente na medida de similaridade. As etapas do agrupamento

realizado pelo K-means sao:

1. Escolhe-se aleatoriamente o nimero de centroides K — ponto
central para um agrupamento —onde K corresponde ao nimero

de grupos.

2. Encontra-se a distancia entre todos os atributos das instincias e
todos os centroides. A distincia pode ser Euclidiana ou Manhattan.

3. Associa-se as instancias aos centroides de menor distdncia —é
feita uma comparagio do distanciamento dos atributos das
instancias aos centroides inicializados, para aquele centroide
que a distincia for menor é conferido o pertencimento da
instancia a esse determinado grupo.

4. Repete-se a etapa 3 para todas as instancias formando K
conjuntos.

5. Atualiza-se a localizagio de cada centroide, utilizando a média
de todos os atributos de instancias no grupo.

6. Repete-se as etapas 2, 3 e 4 até que as posi¢oes atualizadas de
todos os centroides sejam iguais as posi¢oes anteriores.
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Embora o K-means nio oferega garantias de precisio, sua simplici-
dade e velocidade sdo muito atraentes na pritica, ao se utilizar o K-means
alguns cuidados devem ser levados em conta, o primeiro diz respeito ao
valor dos atributos, pois como esse ¢ um algoritmo que utiliza a férmula da
distancia é recomendavel padronizar os dados para determinar a semelhanca
entre os atributos das instincias, o segundo relaciona-se a inicializagao dos
centroides, pois devido sua natureza iterativa e a inicializago aleatdria, os
centroides podem ficar muito longe do valor ideal e ndo convergir, devido

a isso é recomendado o uso de diferentes formas para sua inicializagio.

Finalizando a explanagio sobre os tipos de aprendizagem de
mdquina, suas fungdes e algoritmos, deve ser salientado que depois dos
algoritmos de Aprendizagem Supervisionada serem aplicados, para des-
cobrir se os modelos gerados sdo precisos, métodos e métricas de ava-
liagdo devem ser empregados, caso contririo ndo hd como saber se esses
sdo eficazes para o contexto da aplicagdo, nesse sentido esses métodos e
métricas sdo apresentados na se¢io em sequéncia. Como os algoritmos de
Aprendizagem nio Supervisionada ndo possuem parimetros para serem
comparados, esses ndo sio frequentemente avaliados por métodos pré-exis-
tentes, na maioria dos casos esses sdo avaliados por especialistas humanos.

AVALIACAO DE MODELOS DE CLASSIFICACAO E
REGRESSAO

Para realizar a verifica¢io dos resultados de um modelo de classi-
ficagdo ou regressio sio necessédrios dois itens os métodos de avaliagio e as
métricas de interpretagio, os dois devem ser aplicados em conjunto para que
seja possivel observar se um modelo é eficaz ou nio. Os métodos indicam
como esse modelo serd avaliado, e as métricas traduzem os resultados

da aplicagio desses métodos em nimeros que possam ser interpretados.

Os dois principais métodos de avaliagdo sdo Treinamento e Teste
e Validagio Cruzada. No Treinamento e Teste a base de dados € dividida
de forma aleatéria em duas porgdes, uma para treinamento e outra para
teste, de acordo com Japkowicz e Shah (2014) geralmente fica 85% das

instancias para treinamento e 15% para teste. O algoritmo ao ser apli-
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cado sobre a base de treinamento recolhe informagdes sobre os atributos
das instincias e gera um modelo de classificagio ou regressdo com base
nesses atributos e informagdes, apds isso esse modelo é aplicado sobre
abase de teste (que contém registros diferentes da base de treinamento)
e entdo as métricas de avalia¢do sdo calculadas sobre essa aplicagio.

O método de Validagio Cruzada é considerado mais detalhado e
preciso (JAPKOWICZ; SHAH, 2014), nesse método o usudrio escolhe
em quantas partes quer dividir seus dados, geralmente usa-se entre 5 e 10
parti¢cdes. Se foi escolhido, por exemplo em 5 parti¢des o método seleciona
— de forma aleatéria — 4 partes para treinamento e gera o modelo, depois
testa em uma dessas partes e calcula a eficicia. Em seguida ele seleciona
mais 4 partes para treinamento, sendo que a parti¢do reservada para o teste
vai ser diferente da execugio anterior, e também calcula sua eficdcia, assim
sucessivamente até que todas as 5 parti¢oes tenham sido utilizadas para teste,
ao final ¢ feita uma média de todas as execugbes para encontrar a eficicia
geral do modelo, a Figura 17 mostra como as etapas citadas funcionam.

Figura 17 - Etapas da Validacao Cruzada

Validacdo Cruzada comk =5

TESTE TREINAMENTO TREINAMENTO TREINAMENTO TREINAMENTO
TREINAMENTO TESTE TREINAMENTO | | TREINAMENTO| | TREINAMENTO
TREINAMENTO | | TREINAMENTO TESTE TREINAMENTO | | TREINAMENTO
TREINAMENTO| |TREINAMENTO| | TREINAMENTO TESTE TREINAMENTO
TREINAMENTO | |TREINAMENTO | |TREINAMENTO| | TREINAMENTO TESTE

0,80 0,85 0,65 0,90 0,72

Precisdo em Precisao final

Cada Execugao (0,80+0,85+0,65+0,90+0,73)/5 = 0,784

Fonte: Autora
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Como observado, apenas a aplicagio do método de avaliagdo
nio indica se o modelo ¢ eficaz ou nio, para isso devem ser utilizadas
métricas que possibilitem interpreta¢io do quanto o modelo foi preciso
em suas classificagbes, em outras palavras quantificar o seu desempenho.
As métricas mais utilizadas no contexto de avalia¢io de modelos de
Aprendizagem Supervisionada estdo resumidas no Quadro 5.

Os métodos de avalia¢do citados nessa se¢io sio utilizados tanto
para problemas de Classificacio como de Regressio, no que diz respeito as
métricas so utilizadas em especial no contexto da Classificagio, embora a
acurdcia e a matriz de confusio sejam utilizadas para ambas as abordagens.
Nio obstante, a AM seja uma das técnicas mais aplicadas a Mineragdo
de Dados em diversos 4mbitos, hda também outras técnicas que podem
ser utilizadas para exploragio e anilise de dados, como a Aprendizagem
Profunda que é uma abordagem da Aprendizagem de Maquina que trata
exclusivamente de Redes Neurais Artificiais, dessa forma a seguir sio

apresentados os aspectos relevantes a respeito dessa técnica.

Quadro 5 - Métricas de Avaliacio de Algoritmos de AM

METRICA DEFINICAO
Matriz de Uma matriz de confusio fornece uma andlise mais detalhada das
confusio classificagdes corretas e incorretas para cada classe. Uma breve

explica¢io de como interpretar uma matriz de confusio ¢ a seguinte:
os elementos da diagonal principal representam o nimero de
pontos para os quais o rétulo previsto é igual ao rétulo verdadeiro,
enquanto qualquer coisa fora da diagonal principal foi rotulada
incorretamente pelo classificador. Portanto, quanto mais altos os
valores presentes na diagonal principal da matriz de confusio,
melhor, indicando muitas previsdes corretas.

Precisdo da A precisio é uma métrica de avaliagio comum para problemas de
classificagio classificagdo. E o nimero de previsées corretas feitas como uma
(Acuricia) proporg¢io de todas as previsdes realizadas sobre a base de testes.

Em outras palavras, é a porcentagem de instincias classificadas
corretamente de todas as instancias, pode ser considerada mais util
em uma classificagio bindria do que em problemas de classificagio
de virias classes, porque pode ser menos claro exatamente como a
precisio se divide nessas classes.
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METRICA

DEFINICAO

Intervalo de
Confianga (IC)

Corresponde a uma métrica que indica que hd uma probabilidade
de 95% que a verdadeira precisio do modelo algoritmico testado
esteja dentro desse intervalo.

Taxa de nio

Essa ¢é a precisio alcangével, sempre prevendo o rétulo da classe

informagio majoritaria. Portanto, corresponde a melhor escolha, sem outras
informagdes.

Valor de P Consiste em um teste unilateral para verificar se a precisio ¢ melhor
que a taxa de ndo informagdo, considerando a maior porcentagem
da classe dos dados.

Kappa Corresponde a uma medida de concordéincia usada em escalas

nominais que fornece uma ideia do quanto as observagdes se afastam
daquelas esperadas, fruto do acaso, indicando assim o quéo legitimas
as interpretagdes sio. E parecida com a & precisio, excetuando por
ser normalizada na linha de base do acaso no conjunto de dados. E
passivel de considerada uma medida mais utilizada para problemas
com desequilibrio nas classes.

Area sob curva
(AUC) - Taxas
de Sensibilidade
e Especificidade

A drea sob a curva ¢ uma métrica de desempenho para medir a
capacidade de um classificador binario de discriminar entre classes
positivas e negativas. Exemplos: 1) Uma drea de 1,0 representa um
modelo que fez todas as previsdes perfeitas; 2) Uma drea de 0,5
representa um modelo tdo bom quanto aleatério. A AUC pode ser
dividida em Sensibilidade e Especificidade. Sensibilidade é a verda-
deira taxa positiva, sdo as instincias numéricas da classe positiva
que realmente foram previstas como positivas. A Especificidade é a
verdadeira taxa negativa, ou seja, ¢ o niimero de instincias da classe
negativa que foram realmente previstas como negativa.

Valores
Preditivos
Positivo e
Negativo

Valor preditivo positivo— mostra o nimero da classe positiva prevista
corretamente como uma propor¢io do total de previsées da classe
positiva realizadas. Valor preditivo negativo — mostra o nimero
da classe negativa prevista corretamente como uma proporgio do
total de previsdes da classe negativa realizadas. Esses parimetros
descrevem o desempenho de um teste de diagnéstico.

Prevaléncia

Mostra com que frequéncia a classe positiva realmente ocorre na
amostra.

Taxadedetecgio

Denota o nimero de previsées positivas corretas da classe feitas
como uma propor¢io de todas as previsdes realizadas.

Prevaléncia de
detecgiio

Apresenta o nimero de previsbes positivas de classe feitas como
uma propor¢io de todas as previsdes realizadas.
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METRICA DEFINICAO
Precisio Atribui essencialmente a média das taxas reais positivas e negativas,
Balanceada isto é — (sensibilidade + especificidade) / 2.

Fonte: Adaptado Japkowicz e Shah (2014).

APRENDIZAGEM PROFUNDA

A AP é uma abordagem especial da AM, que abrange todos os
tipos de “Aprendizagem”, Supervisionada, nio Supervisionada e por
Reforgo, e busca também estendé-los, para resolver problemas de Inteli-
géncia Artificial que geralmente requerem mais capacidade de processa-
mento do que disponivel na AM. A AP é muito empregada para solugio
de problemas relacionados a visdo computacional, reconhecimento de
fala, processamento de linguagem natural e reconhecimento de dudio, e
se baseia na implementagio de Redes Neurais Artificiais. Destaca-se, que
na AP nio hd uma variedade de algoritmos como na AM, nesse dmbito
sdo implementadas apenas as Redes Neurais Artificiais Multicamadas
(RNAM), conhecidas também como Redes Neurais Profundas.

Para Lecun, Bengio e Hinton (2015) AP ¢é definida da

seguinte forma:

A AP permite que modelos computacionais compostos
por virias camadas de processamento aprendam repre-
sentacdes de dados com virios niveis de abstragdo. Esses
métodos melhoraram drasticamente o estado da arte
em reconhecimento de fala, reconhecimento visual de
objetos, detecgdo de objetos e muitos outros dominios,
como descoberta de medicamentos e estudos sobre o
genoma. Com a otimizagio do algoritmo de retropro-
pagagcio para indicar como a maquina deve alterar seus
pardmetros internos as Redes Neurais Profundas sio
capazes de descobrir estruturas complexas de informa-
¢bes a partir de grandes conjuntos de dados. As Redes
Convolucionais trouxeram avangos no processamento
de imagens, video, fala e dudio, enquanto as Redes
Recorrentes se sobressairam em dados sequenciais, como

texto e fala (LECUN; BENGIO; HINTON, 2015).
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Para se ter uma visdo geral de como os pesquisadores definem a

AP no Quadro 6 sio sistematizadas algumas defini¢des disponiveis em

publicacoes da drea.

Quadro 6 - Definicoes de Aprendizagem Profunda

AUTORES

DEFINICAO DE AP

Goodfellow,
Bengio e
Courville

(2016)

A AP é uma subparte da AM, baseada no cilculo, que busca apren-
der com alto nivel de abstragio, usando multiplas camadas de pro-
cessamento, criadas por virios mecanismos lineares e nio lineares.
Com o uso da aprendizagem profunda é obtida uma ilustra¢io para a
informagio de forma precisa. As principais abordagens para AP sio:
(1) Classificagio e (2) Segmentagio. Na classificagio, identifica-se a
classe do objeto e se fornece um rétulo para esse objeto, enquanto que
na Segmentagio, os dados sio divididos em segmentos.

XIN et al.
(2018)

As etapas da AP sio semelhantes as da AM. Ao contrdrio da AM, na
AP o método de extragio de recursos é automatizado em vez de manual.
A AP é o tinico método para superar os desafios da extracio de recursos
no Big Data (BD). Os trés principais tipos aprendizagem presentes
na AM e AP sio: Aprendizado Supervisionado, Aprendizagem nio
Supervisionada e Aprendizagem por Reforgo.

Yang, Zhang
e Su (2018)

A AP ¢ uma nova drea de AM, que se desenvolveu rapidamente.
Além das Médquinas Restritas de Boltzmann (RBM), mais citadas,
outras arquiteturas de AP sdo: codificador automitico, rede neural de
convolugio, rede de empilhamento profundo e rede neural recorrente.
As virias camadas ocultas presentes em sua estrutura, sio o que lhe
confere alta performance em comparagio a outras técnicas.

Soffer et al.
(2019)

A AP é um subcampo de AM em que o computador aprende sem a
selecdo de recursos humanos. A maioria dos modelos de AP sdo basea-
dos em sistemas de Redes Neurais Artificiais, inspiradas em sistemas
de redes neurais biolégicas. Tais redes, sdo cole¢ées de neurdnios
artificiais dispostos em camadas e trabalhando em unissono, essas
sdo estruturadas em: camada de entrada, camada intermedidria — ou
camadas ocultas — que realizam cdlculos e uma camada de saida.

Sengupta e#
al. (2020)

Modelos de AP siio arquiteturas extremamente poderosas para encon-
trar padroes entre diferentes combinagdes lineares, ou nio lineares,
de diferentes tipos de dados. Derivam, representa¢oes necessdrias e
relevantes dos dados sem a necessidade de extragdo manual de recursos.
Nos ultimos anos, algoritmos de AP estdo substituindo a maioria dos
algoritmos tradicionais de AM, e na maioria dos casos, superando os
classificadores tradicionais.
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AUTORES DEFINICAO DE AP

Murat ez al. | Algoritmos de AP, recentemente se tornaram populares e fornecem

(2020) meios para coleta de conhecimento sem a necessidade de engenharia
de recursos, realizadas em sua grande maioria por humanos.

Badar, Haris | Nos tltimos anos, algoritmos de AP surgiram como métodos revolu-

e Fatima ciondrios que superaram a maioria dos métodos de ponta. A capacidade

(2020) das redes profundas de explorar caracteristicas simples, bem como
caracteristicas composicionais complexas de representagdes de dados,
é referido como a razio por trds do seu sucesso.

Boulemtafe, | A AP ¢ uma das abordagens mais avangadas da AM e atraiu muita

Derhab e |atengio na pesquisa, em especial por prover a capacidade de superar

CHallal|adependéncia de recursos mapeados & méo, que sio enfrentados

(2020) pelos algoritmos de AM tradicionais. A AP ou, as Redes Neurais
Profundas, geralmente compreendem duas fases na sua aplicagio: uma
etapa de treinamento para otimizar a precisio do modelo e uma fase de
inferéncia em que o modelo é usado para andlises como classificagio/
predi¢do ou regressio.

Sezer, AP ¢ um tipo de Rede Neural Artificial que se constitui de diver-

Gudelek e | sas camadas de processamento computacional que proporciona alto

Ozbayoglu | nivel de generalizagdo para modelagem de dados. A principal van-

(2020) tagem dos modelos de AP ¢é extrair recursos dos dados de entrada
automaticamente.

Le, Torrisi | AP ¢ um subcampo de AM baseado em Redes Neurais Artificiais

e Pollastri | Multicamadas, que enfatizam o uso de multiplas camadas conecta-

(2020) das para transformar entradas em recursos passiveis de prever saidas
correspondentes. Dado um conjunto de dados suficientemente grande
de pares entrada-saida, um algoritmo de AP pode ser usado para
aprender automaticamente o mapeamento de entradas com relagio as
saidas, ajustando um conjunto de parimetros em cada camada da rede.

A datar de 2006, com a publicagio de Hinton, Osindero e Teh

(2006), na qual os autores apresentam um algoritmo (retropropagagio) para

o treinamento de Redes Neurais Profundas que as tornaram mais rdpidas

e eficientes, a AP despontou como um campo da AM, que baseia-se em

um algoritmo capaz de modelar generalizagbes sobre dados utilizando

um cédigo composto de trés tipos de camadas de processamento: 1)

Camada de entrada: que recebe os atributos externos da base de dados; 2)

Camada oculta: que encapsula as operagdes matemdticas intermedidrias e

dd suporte para a rede definir os resultados finais (na AP sio empregadas
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vérias camadas ocultas); e 3) Camada de saida: responsivel por indicar a
classificagdo da instdncia analisada. Nesse sentido, o termo “profundo”
refere-se a essa multiplicidade de camadas e a uma grande quantidade
de camadas ocultas, por meio das quais os atributos sdo transformados.

Além da otimizagio do algoritmo para o treinamento, a emersio
e a consolidagio da AP s6 foram possiveis, por causa do aumento do
volume de dados disponiveis e do avango dos recursos computacionais
(LECUN; BENGIO; HINTON, 2015). Nessa perspectiva, o principal
desafio da aplicagio da AP sempre foi a dependéncia de grandes volumes
de dados para expandir seu potencial em cada contexto de aplicagio, pois
como as redes neurais sio treinadas, por meio de exemplos, sua eficiéncia
melhora 2 medida que a quantidade de dados processados aumenta. A
medida que a AP evolui, ela é capaz de descobrir conhecimentos novos,
antes improvéveis, sobre conjuntos de dados, nesse sentido pode-se
dizer que a era do Big Data (BD) possibilitou um amplo potencial de
inovagio para essa técnica, e por causa dessa disponibilidade de dados, a
AP tem tido sucesso, superando o estado da arte (LECUN; BENGIO;
HINTON, 2015), o que resultou em muitas aplicagdes em diversas

dreas do conhecimento.

Em relagdo aos avangos dos recursos computacionais, destaca-se
seu aspecto decisivo para a difusio da AP, sobretudo porque as Redes
Neurais Profundas possuem varias camadas de processamento, estruturas
que dependem de muitos recursos computacionais, por vezes nio dis-
poniveis em um computador comum. Por isso, sua popularizagio sé foi
possivel com o surgimento de ferramentas tecnolégicas que propiciaram
o treinamento dessas redes em servidores on-line, essas ferramentas sao
popularmente conhecidas como GPUs (Graphics Processing Unit), porque
nos servidores onde acontecem o processamento ¢é esse hardware que
opera em conjunto com o processador, no intuito de acelerar a andlise dos
dados, a GPU recebe uma parte da aplicagio, enquanto o processador
recebe o restante, paralelizando a execugio, e assim o processamento
fica mais rdpido. Desta forma, observou-se nos tltimos anos o aumento
do desempenho e disponibilidade de GPUs para célculos matriciais

paralelos em servidores on-line acessiveis, como: Pytorch (Facebook),
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TensorFlow (Google), MXnet (Apache) e H20 (RStudio) que aceleraram
a utilizagdo da AP. Tudo isso, permitiu a adogio e pesquisa acentuada
utilizando essa técnica, que estd sendo cada vez mais aplicada em pro-
cessos de tomada de decisdo e se configura um campo de pesquisa ativa

(LECUN; BENGIO; HINTON, 2015).

Em suma, a otimizagio dos algoritmos de treinamento para Redes
Neurais Profundas; a disponibilidade massiva de dados na internet; e
os avangos tecnolégicos nas ferramentas para construgio, treinamento
e teste desses algoritmos, facilitaram a utiliza¢do e propiciaram a dis-
seminac¢do da AP. Todavia, ainda existem alguns aspectos relevantes
para a implementagdo de Redes Neurais Profundas que influenciam
diretamente no seu desempenho, esses estio listados no Quadro 7.

Quadro 7 - Aspectos da Implementaciao de Redes Neurais Profundas

ASPECTO DEFINICAO
Selegio de Na maior parte das aplicagdes, as bases de dados possuem um grande
varidveis numero de atributos, os quais sdo inseridos com o intuito de alcan-

car um melhor desempenho. Porém, muitas vezes, esses dados sio
redundantes ou irrelevantes. Por isso, o desafio estd na selegio dos
atributos mais relevantes dentre todos da base de dados.

Limpezade | Comumente, na etapa de obtengio da base de dados, seu pré-proces-
dados samento pode ndo corrigir valores incorretos, auséncia de dados, e/
ou inconsisténcias. Dessa maneira, a limpeza de dados é importante
no desempenho do modelo. Esse problema pode ser resolvido muitas
vezes pelo conhecimento dos limites dos dados, a identificagio de
outliers, e o uso de informagdes estatisticas para corregio de dados
ausentes ou incorretos.

Representagio | Conforme o tipo de dado, os atributos podem ser codificados para
das varidveis | obter um melhor treinamento. Dessa forma, os dados podem ser
representados como discretos ou continuos.

Normalizagio | A normalizagio ¢ importante quando existem dados muito dispersos.
Nesse cendrio, valores muito altos podem sobrecarregar a fungio
de ativag¢io. Desse modo, uma forma fécil de normalizar os dados é
somar todas as varidveis e dividir pela soma. Nesse sentido a padro-
nizag¢do também pode ser empregada, essa consiste em subtrair da
varidvel o valor médio e dividir pelo desvio padrio.
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ASPECTO DEFINICAO

Generalizagdo | Um fator bastante importante no decorrer do processo de treinamento

¢ a garantia de que a rede tenha uma boa generalizagio. O método
mais comum, para isso consiste em reservar uma parte da base de
dados para validar a generalizagdo, ou seja, para realizar os testes.

Fonte: Adaptado Lecun, Bengio e Hinton (2015)

Outra particularidade relevante na AP é que, embora nio possua

uma grande variedade de algoritmos, em decorréncia do aumento de

sua aplica¢do em diversos contextos, ela evoluiu e se especificou para

cada problema e cendrio ao qual é empregada, tais especificidades foram

agrupadas em arquiteturas que descrevem os tipos de Redes Neurais

Profundas mais utilizadas. Nesse sentido, Aggarwal (2018) considera

como as principais arquiteturas: Redes Multilayer Perceptrons (MLP),

Redes Neurais Convolucionais, Redes Neurais Recorrentes e Redes

pré-treinadas — ndo supervisionadas, essas sdo descritas na sequéncia.

1.

Redes Multilayer Perceptrons (MLP): Essa arquitetura é a base
para os algoritmos de AP, os modelos gerados por redes MLP
sdo utilizados principalmente em problemas de classificagdo com
o intuito de identificar padrdes em conjuntos dados. A MLP ¢
uma das arquiteturas mais utilizadas em processos de tomadas
de decisio, pertencente a classe de redes neurais de aprendizagem
supervisionada. As Redes Neurais do tipo MLP sdo formadas por
uma camada de entrada; uma camada de saida; e entre esses dois,
um nimero facultativo de camadas ocultas, mas que deve ser no
minimo duas, que correspondem ao efetivo meio de processamento
computacional de uma rede neural artificial com essa arquitetura.

Redes Neurais Convolucionais: Sio Redes Neurais Profundas
inspiradas na visdo de seres vivos, empregadas em particular
no reconhecimento de imagens e identificagdo de objetos. Os
modelos gerados a partir de Redes Neurais Convolucionais sao
empregados principalmente em problemas de reconhecimento
de imagem. Seu nome indica que a rede emprega uma operagio
matemdtica chamada convolugio, que é um tipo especializado
de operagio linear. As redes convolucionais sio simplesmente
Redes Neurais Profundas que usam a convolugio no lugar da
multiplica¢do em pelo menos uma de suas camadas.
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3. Redes Neurais Recorrentes: Sao as Ginicas que permitem a operagao
em uma sequéncia de vetores ao longo do tempo, elas sao projetadas
para tratamento de problemas que envolvam dados sequenciais,
como frases de texto, séries temporais, e outras tipos de sequén-
cias. Essas redes sdo aplicadas em muitas tarefas de mineragio
de texto, pois conseguem capturar sua natureza sequencial, desta
forma sdo utilizadas para o entendimento da linguagem e tentam
prever a préxima palavra, ou conjunto de palavras, ou sentengas
de alguns casos, com base nos casos anteriores. As Redes Neurais
Recorrentes sdo redes com loops, permitindo que as informa-
¢Oes persistam, assim elas podem se conectar com informagdes
anteriores para uma tarefa atual. Nesse tipo de arquitetura, se
enquadram as Long Short-Term Memory (LSTM), que é um tipo
de Rede Neural Recorrente que armazena valores em intervalos
arbitrdrios, adequada para classificar, processar e prever séries
temporais com intervalos de tempo de duragio desconhecida.

4. Redes pré-treinadas — nio supervisionadas: O Codificador Auto-
mitico (Autoencoders) se enquadra nesse tipo de arquitetura, ele
corresponde a uma Rede Neural Profunda usada para aprendi-
zado ndo supervisionado de recursos com eficiéncia de codificagio
e decodifica¢do de dados, seu objetivo é aprender a representar
os dados de entrada, para redugio da dimensionalidade, com-
pactagio e fusio (possui os mesmos objetivos da Anilise dos
Componentes Principais). Outro exemplo dessa arquitetura sio
as Redes Neurais de Boltzmann, um modelo generativo nio
direcionado, que utiliza suas camadas ocultas para modelar a
distribui¢do sobre as camadas visiveis (entrada e saida) e sdo
capazes de aprender modelos internos e de representar e resolver
problemas combinatérios complexos. As Redes Adversas Gene-
rativas (Generative Adversarial Networks — GAN), configuram-se
também como redes de aprendizagem ndo supervisionada em
que duas redes neurais competem uma contra a outra em um
jogo de soma zero’, tais redes podem produzir imagens de
fotos realistas para aplicativos, como a visualiza¢do de design
de interiores ou industrial, bem como sapatos, bolsas e itens de

? Refere-se a um cendrio em que os ganhos de um jogador sempre se traduzem em

perdas para outros jogadores. Um jogo de soma zero é aquele que a pontuagio final do
agente ao término do jogo para os dois jogadores ¢ igual e de sinal oposto.
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vestudrio, ademais sdo amplamente utilizadas no desenvolvi-
mento de jogos e geragdo de videos artificiais.

Basicamente, todos os tipos de Redes Neurais Profundas se baseiam
em uma ou mais (redes neurais hibridas) das arquiteturas listadas, na
Figura 18. Na sequéncia serd descrita com mais detalhes a arquitetura
MLP, condizente para solugdo de problemas de classificagio.

Figura 18 - Arquiteturas de Aprendizagem Profunda e suas func¢des
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Fonte: Adaptado Aggarwal (2018)

DESCRICAO DA ARQUITETURA MULTILAYER
PERCEPTRONS

A arquitetura da rede neural do tipo Multilayer Perceptron ¢ a mais
simples, porém uma das mais adequadas para resolugdo de problemas de
classificagio em geral, essa tarefa estd estreitamente relacionada com a iden-
tificagdo de padrdes em dados. As redes do tipo MLP tem funcionalidade
parecida a algoritmos de classificagio de AM, porque pertencem a classe de
Redes Neurais Profundas de Aprendizagem Supervisionada, entretanto em
muitos contextos tém apresentado capacidade de processamento de dados
superior aos algoritmos tradicionais (AGGARWAL, 2018; BISHOP, 1995;
HAND, 1997; IGUAL; SEGUT, 2017, KUBAT, 2017; RIPLEY, 1996).
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A arquitetura MLP consiste em uma rede de nés que sio estruturas
de cédigos dispostos em camadas, muitos autores também denominam
essa estrutura como perceptron ou neurdnio artificial (AGGARWAL,
2018; BISHOP, 1995; HAND, 1997, IGUAL; SEGUT, 2017, KUBAT,
2017; RIPLEY, 1996). Uma rede tipica de MLP consiste em trés tipos
de camadas de processamento: uma camada de entrada que recebe dados
externos; um nimero arbitrario de camadas ocultas que fazem os cilculos
intermedidrios e auxiliam a rede a encontrar os valores finais; e uma
camada de saida que constréi os resultados da classificagio. Destaca-se,
que a diferenca entre uma Rede Neural Artificial simples e uma Rede
Neural Profunda ¢ justamente a quantidade de camadas ocultas, na Rede
Neural Profunda o nimero de camadas ocultas na maioria dos casos é
superior a dois. Uma ilustra¢do de como as camadas estdo organizadas
em uma rede MLP ¢ apresentada na Figura 19.

Figura 19 - Arquitetura de Rede Multilayer Perceptron
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Fonte: Adaptado Aggarwal (2018)
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O ndimero nés da camada de entrada é determinado pela quanti-
dade de atributos que hé na base de dados fornecida. O nimero de nés
na camada de saida é definido pela quantidade de classes do problema,
um problema de classificagdo bindria, por exemplo tem 2 nés na camada
de saida. Para a determinagdo do nimero de camadas ocultas e a quan-
tidade de nés em cada uma dessas camadas, existem uma variedade
de metodologias para a escolha de tais aspectos, mas usualmente essa
definigdo ¢ realizada de forma empirica, com base em testes para cada

contexto (AGGARWAL, 2018).

Ao contririo das outras camadas, nenhum cilculo esti envolvido
na camada de entrada. O principio da rede é que quando os dados sio
apresentados na camada de entrada, os nés da rede realizam calculos nas
camadas sucessivas até que um valor de saida seja obtido para cada um
dos nos, esse sinal de saida deve poder indicar a classe apropriada para
as instdncias da base de dados. Um né em uma Rede Neural Artificial
pode ser representado como na Figura 20 (AGGARWAL, 2018).

Figura 20 - Um né da Rede MLP - Perceptron

X1

PERCEPTRON j

Xp

Viés (0j)

Fonte: Adaptado Aggarwal (2018)
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As Redes Neurais Artificiais sdo algoritmos que efetuam transfor-
magoes matematicas sobre as bases de dados que recebem para processar.
Em cada né de cada camada, € realizada uma multiplicag¢io entre o valor
de entrada pelo peso do né correlato, soma-se com o viés vinculado a
esse né e encaminha-se esse resultado adiante, aplicando a concepgio
de feed forward' (avangar). O viés ¢é similar ao intercepto acrescido em
uma equagio linear, ele funciona como um parametro adicional que ¢é
aplicado para ajustar a saida junto da soma ponderada das entradas para
o perceptron, é uma constante que auxilia o modelo a se adaptar melhor

aos dados fornecidos (AGGARWAL, 2018).

Salienta-se que os procedimentos descritos sdo lineares, de maneira
que, por mais complexa que seja a Rede Neural Artificial, ela unicamente
manipula rela¢des lineares entre os atributos de entrada e a classe de
saida. Para modificar as Redes Neurais Profundas, de forma que essas
ficassem adequadas para a modelagem de rela¢es nao-lineares, os valores
de saida de cada camada passaram a ser submetidos ao processamento das
denominadas fungées de ativagio (AGGARWAL, 2018). Além disso, sdo
as funcoes de ativagdo que determinam se um perceptron deve ser ativado

ou ndo, ou seja, se o dado que o né estd recebendo é importante, todo o
processo descrito ¢ definido nas Equagées 2 e 3 (AGGARWAL, 2018):

Equacio 2 — Soma ponderada realizada em cada né

P
9j = iji.xi + 0j

i=1

Equagao 3 — Combinagio linear das entradas submetidas a

fungio de ativagio

yi = fi(9j)

10" Nesse procedimento cada camada se conecta 4 préxima camada, dessa forma

todas as conexdes, tém a mesma diregdo, partindo da camada de entrada sentido a
camada de saida.
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Onde:

i ﬂ'j é a combinagio linear de entradas x1; x2;...; xp;
i Bf ¢ o viés;

iii Wi é o peso da conexio entre a entrada xi e o neurdnio j;
v fj (.) € a fungio de ativagio do j-ésimo neurdnio; e

v ¥j éasaida.

A fungio sigmoide ¢ uma das escolhas mais populares para fungio
de ativagio, essa ¢ definida na Equagio 4. Todavia, a fun¢io Relu (Rectified
Linear Unit) tem se mostrado mais eficiente em tarefas de aprendizado
profundo, Equagio 5, por isso essa estd presente em todas as bibliotecas
para aplicagdo de AP. Ressalta-se, que existem muitas outras fun¢des
de ativagdo, como a fun¢io de tangente hiperbdlica, a fungio logistica
e a fungio softmax (AGGARWAL, 2018). Uma questio interessante
sobre o sobre o viés (#j) com relagdo a fungio de ativagio, é que ele
contribui para o deslocamento para a esquerda ou para direita da fungio
de ativacio, dependendo se possuiu um valor positivo ou negativo.

Equagao 4 — Fungio de ativagio Sigmoide

1
fa=1ie=

Equacio 5 — Fungio de ativagao Relu
fla) = max(0,a)

O modelo gerado por uma Rede Neural Artificial corresponde a
obtengdo dos pesos que melhor se ajustem aos atributos de entrada for-
necidos pela base de dados, esse modelo somente ¢ alcancado mediante a
atualizacio desses pesos no decorrer do processo de treinamento. Nesse
sentido, o algoritmo de retropropagacio (backpropagation) é um dos mais
simples e eficientes métodos para o treinamento supervisionado de redes
do tipo MLP (HINTON; OSINDERO; TEH, 2006), o qual é composto
de duas fases: propagacio e retropropagagao.
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Na propagacio, a camada de entrada recebe um conjunto de atri-
butos, ao qual sio empregados os cdlculos que foram descritos, e os resul-
tados sdo propagados como entrada para a camada seguinte. Esse efeito
¢ propagado pela rede, camada por camada, até que seja produzido um
conjunto de saida como resposta atual da rede, nessa etapa os pesos sio fixos.

Na fase de Retropropagagio, a partir da camada de saida até a
camada de entrada sdo ajustados todos os pesos de acordo com uma
correlagio do erro, isso é feito subtraindo a resposta atual da rede da
resposta desejada, gerando um sinal de erro que novamente é retropro-
pagado, através da rede no sentido contririo. Dessa forma, os pesos
da rede sdo atualizados para fazer com que a resposta atual da rede se
aproxime da resposta pretendida.

O algoritmo bisico da retropropagacio presente nas pesquisas de
Bishop (1995) e Duda, Hart e Strok (2001) e otimizado por Hinton,
Osindero e Teh (2006) funciona de forma simplificada, executando as
etapas seguintes:

1. Inicializam-se todos os pesos de conexdo w com pequenos
valores aleatérios de um gerador de sequéncia;

2. Baseado nos atributos de saida (aprendizagem supervisionada)
realizam-se os cdlculos com os pesos e se calcula o erro;

3. Calcula as mudangas nos pesos e os atualiza, repete-se até a
convergéncia' (que ocorre quando o erro E estiver abaixo de
um valor predefinido ou até que o gradiente dE(t)/dw seja
menor que um valor predefinido).

3.1 Calcule a atualizac¢do usando a Equacio 6.

Equacio 6 — Cilculo da variagdo do peso
d e (t)

Awl(t) = —ny Tw

11 A Convergéncia ¢ a capacidade da rede de aprender todos os padrées do conjunto

de treinamento.
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3.2 Atualize os pesos com a Equagao 7.

Equacio 7 — Cilculo da atualizagio dos pesos

w(t+1) =w(t)+ Aw(?)

3.3 Calcule o erro com a Equagao 8.

Equagao 8 — Cilculo do erro

E(t+ 1)

Onde

i t é o nimero da iteragio;

ii W é a conexdo — peso; €

iii 17 é a taxa de aprendizado.

Geralmente o erro E pode ser também calculado como a fungio

de erro quadritico médio (MSE) entre o valor real da saida da yj e a

saida desejada dj, Equagio 9.

Equacio 9 — Cilculo do erro quadritico médio

nj

1 . 2
E=> ) (dj—yj)
2
j=i
Para melhor ilustrar o processamento descrito, esse pode ser visua-
lizado na Figura 21 que representa o fluxograma dos procedimentos que
compde funcionamento do algoritmo de retropropagagio, para treinar

uma rede do tipo MLP.
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Figura 21 - Treinamento da uma Rede Neural Profunda

Inicializa os Pesos

Y

Calcula as Saidas

Y
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e
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l

NAO Erro é SIM
Pequeno ?

Atualiza os Pesos

Fonte: Autora

Logo na primeira execugio esse processo vai encontrar valores para
as saidas, embora dificilmente sejam valores precisos, principalmente por-
que os pesos sdo atribuidos de forma aleatéria, ao passo que esses devem
condizer com os dados fornecidos na base, por isso devem ser atualizados

até que se encontre o melhor conjunto de pesos para os dados fornecidos.

Sobre a atualizagio dos pesos, existem duas estratégias para esse
processo de treinamento: 1) A estratégia de treinamento incremental, na
qual se calcula o erro para cada registro e atualiza os pesos (SHIOTANTI;
FUKUDA; SHIBATA, 1995); e 2) A estratégia de treinamento em lote,
na qual se define um nimero de registros para processar e atualizar os

pesos (JANG; SUN; MIZUTANI, 2005).
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Quanto ao algoritmo de retropropagagio descrito, esse possui
algumas deficiéncias que ainda ndo foram solucionadas, em especial
quanto a taxa de aprendizagem da rede (KUBAT, 2017). A Taxa de
aprendizagem é um paridmetro constante definido pelo usudrio no inter-
valo de 0 a 1 que interfere na convergéncia do processo de treinamento.
Se a taxa de aprendizagem for pequena o suficiente para minimizar o
erro total, o processo de atualizagdo dos pesos até encontrar um erro
pequeno serd muito lento. Por outro lado, uma taxa de aprendizado
maior pode acelerar esse processo, contudo isso traz riscos na precisio
dos resultados, levando a oscilagées em torno do valor minimo para o
erro. Por isso a defini¢do da taxa de aprendizado deve levar em conta
esses aspectos e ndo ser nem muito pequena nem muito grande. O ideal
seria utilizar uma taxa de aprendizagem grande o bastante para que o

processamento fosse rdpido, mas que nio levasse a uma oscilagio nos

valores do erro (KUBAT, 2017).

A maneira mais simples de amenizar esse problema é usar o termo
de momentum, com ele é possivel evitar uma oscilagao durante a busca
do minimo valor de erro. A atualizagio dos pesos com o algoritmo
de retropropagacio, incluindo o termo de momentum é definida pela
Equagio 10 (KUBAT, 2017).

Equagao 10— Cailculo para atualizagio dos pesos com o termo

de momentun

AW(t) = —x OE(1) +aAW(t— 1)

aw

Onde 0> a > 1.

A taxa de aprendizado adaptivel também pode ser adotada para
acelerar a convergéncia do algoritmo. Para estratégia de treinamento

em lote, a taxa de aprendizado pode ser ajustada com a Equagio 11

(KUBAT, 2017).
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Equacio 11 — Cilculo da taxa de aprendizado adaptavel para
treinamento em lote

Pn(t—1) seE(t) < E(t—1)
n(t)0n(t—1) se E(t) = kE(t— 1)
1(t — 1) outras formas

Onde:
i (t] ¢ a taxa de aprendizado na t-iteragdo

ii B, 8 ¢k sdo escolhidos
comotalque f =1, 0 =8 <1 e k=1

Enquanto para a estratégia de treinamento incremental, a taxa de
aprendizado pode ser atualizada usando a Equagio 12 (KUBAT, 2017).

Equacao 12 — Cilculo da taxa de aprendizado adaptivel para
treinamento incremental

1(t) =n0+ AE(t— 1)

Onde: 10 € a taxa de aprendizado predefinida e A>0.

Na pritica, alguns algoritmos de otimizagio sio frequentemente
utilizados para melhorar a convergéncia de uma Rede Neural Profunda,
como o método de Descida do Gradiente, o método de Newton, o
método Quase-Newton e os métodos de Gradientes Conjugados (GILL;
MURRAY; WRIGHT, 1982). Esses algoritmos nio foram pensados
especificamente para otimizagido de Redes Neurais Artificiais, sdo
antigas solugdes em se tratando de Ciéncia da Computagio, nessa drea
sdo consideradas ferramentas importantes, muito empregadas para
otimizar fungdes complexas iterativamente dentro de diversos tipos de
codigos computacionais, cujo propésito é dada alguma fungio arbitraria,
encontrar um minimo, dessa forma aplicados junto ao algoritmo de

retropropagagio tem o intuito de encontrar o menor erro.

Um dos melhores algoritmos para otimiza¢do empregados em
conjunto com o de retropropagacio é dos Gradientes Conjugados proposto
por Polak (1971), pois apresenta baixo custo computacional e exibe bons

98



Os avancos da mineracio de dados educacionais

resultados e junto ao algoritmo da Descida do Gradiente, estd disponivel
nas bibliotecas para AP. Considerando a otimizag¢do com o algoritmo

dos Gradientes Conjugados os pesos de conexdo podem ser expressos

pelas Equagées 13, 14 ¢ 15 (KUBAT, 2017).
Equagao 13 - Célculo da atualizagio dos pesos com gradientes
conjugados

wit+1) =w(t)+n(t)d(t)

Equacio 14 — Cilculo do gradiente conjugado
d(t)= —VE[w(t)]+ B(t)d(t— 1)

Equagio 15 — Cilculo do gradiente conjugado inicial

d(0) = —VE[w(0)]

Onde VE é o gradiente, d(t) é gradiente conjugado, 7(t) é a
taxa de aprendizagem,ff(t) ¢ determinado na fungio apresentada na
Equagio 16 (KUBAT, 2017).

Equagao 16 — Cilculo do Beta

[VE(w(t)) — VE(w(t— 1))]"VE[w(t)]

B = W — D VEmw (= 1]

Ressalta-se que depois de aplicado o algoritmo de retropropagacio,
correspondente ao treinamento da Rede Neural Profunda, gera-se um
modelo de classificagio, formado pelos pesos assimilados pela rede em
acordo com a base de dados fornecida, esse modelo pode entdo ser salvo

e aplicado a dados novos no contexto desejado.

Para concluir essa se¢io algumas caracteristicas sobre a arquitetura
MLP sio destacadas de acordo com pesquisas na drea (AGGARWAL,
2018; IGUAL; SEGUT, 2017 KUBAT, 2017):
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1. A fungio de ativagio de cada um dos nés é uma fungio nio-li-
near — Uma caracteristica relevante dessa fungio ¢ que necessita
ser suave e diferencgével em todos os pontos.

2. Asredes MLP sio formadas de uma ou mais camadas ocultas
— Essas camadas contém nés que nio sio parte da camada de
entrada ou saida da rede, tais nés ocultos possibilitam que a
rede assimile tarefas complexas progressivamente, pelo processo
de atualizagio dos pesos.

3. Uma rede MLP ¢ uma rede feed forward — Redes desse tipo
tem o fluxo de dados em uma tunica dire¢io. Dessa forma, a
saidas dos nés de uma camada qualquer se conectam unica-
mente as entradas dos nés da camada seguinte. Logo, o sinal
de entrada se propaga, através da rede em um unico sentido,
ndo existe realimentacio.

4. Asredes MLP apresentam um forte grau de conectividade —
As redes MLP ou podem ser totalmente conectadas, caso em
que um neurdnio de uma camada qualquer é conectado a todos
os nos da camada seguinte, ou pode ser também parcialmente
conectada, no caso em que alguma conexio estd faltando. Na
prética, a falta de algumas conexdes dentro da rede ¢ repre-
sentada fazendo seu peso igual a zero.

Com o exposto foi possivel entender e como é a arquitetura de uma
Rede Neural Profunda utilizada no contexto de problemas de classificagio,
salienta-se que esse processo matemdtico é encapsulado pelas ferramentas
utilizadas para sua implementagio. Entretanto, sem o conhecimento de
todos esses elementos seria dificil testar e alterar, quando necessério, os
paridmetros fundamentais para processamento de dados por modelos de AP.

A AP ja estd consolidada em dreas como a medicina e biolo-
gia, principalmente no que diz respeito ao processamento de imagens,
entretanto sua aplicacdo no contexto educacional para Mineragio de
Dados ainda nio ¢ tdo consistente, embora estudos tenham relatados
bons resultados com a utilizagio dessa técnica. Assim, para validar essa
afirmagio, no Capitulo seguinte sio apresentados alguns estudos e cons-
tatagdes a respeito da aplicacio dessa abordagem no dmbito educacional.
Além disso, sio expostos exemplo da aplicagio da AM neste contexto.
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CAPITULO 6- APRENDIZAGEM

DE MAQUINA E APRENDIZAGEM
PROFUNDA NA MINERACAO DE DADOS
EDUCACIONAIS

Neste Capitulo sio abordados alguns estudos que aplicaram de
AM e AP como técnicas de Mineragio de Dados Educacionais, estes
sdo descritos de forma geral ndo detalhando o processo utilizado, entre-
tanto no Capitulo 7 serdo expostos 2 exemplos completos da aplicagio
do processo de Minerag¢do de Dados Educacionais com Aprendizagem
Supervisionada e nio Supervisionada.

APRENDIZAGEM DE MAQUINA NA MDE

Desde a popularizagio do e-learning, e do surgimento da analise
automatizada de dados educacionais muitos esfor¢os tém sido realiza-
dos para aprimorar a experiéncia da aprendizagem, por esse motivo
a MDE ganhou notoriedade, pois um de seus interesses ¢ explorar a
maneira como as pessoas aprendem. Avangos nessa drea permitiram
coletar e analisar dados sobre os alunos e seus ambientes e explorar o
comportamento das pessoas enquanto aprendem e umas das principais
técnicas empregadas para essa finalidade sdo os modelos de AM, que
podem dar suporte a uma transformacio da educagio tradicional para
uma educagio otimizada e personalizada.

Como visto a AM é um campo de pesquisa que se ocupa do desen-
volvimento de algoritmos que podem realizar previsoes sobre grandes
volumes de dados, esses algoritmos utilizados no contexto educacional
podem auxiliar em inimeras possibilidades. Nessa perspectiva, logo
no inicio da disseminagio e popularizagio da Inteligéncia Artificial e
da Aprendizagem de Mdquina, Baker (2000) as visualizou como um
conjunto promissor de mecanismos de software e tecnologias a serem
empregadas na melhoria do processo educacional, antes mesmo da con-
solidagdo da MDE como um campo de pesquisa. Nesse sentido, o autor
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intensificou suas pesquisas sobre isso e agrupou as possiveis contribuicoes

de modelos de AM ao processo educacional em trés papeis principais:

1.

Modelo como ferramenta cientifica — utilizado como um meio
para compreender e prever algum aspecto de uma situagio
educacional. Por exemplo, um modelo ¢ desenvolvido para
entender porque muitos alunos tém desistido da disciplina
de Cilculo, para prever o desempenho académico, ou para
realizar andlise do comportamento de alunos.

Modelo como componente — empregado como algum aspecto do
processo de ensino ou aprendizagem, sendo usado como um
componente de um artefato educacional. Por exemplo, um modelo
poderia ser integrado a0 um ambiente de aprendizado baseado em
computador, esse dessa forma se adaptar e interagir com os alunos,
dando suporte em duvidas frequentes e poderia ir refinando a forma
como ajuda esses estudantes, conforme vai interagindo com eles.

Modelo como base para o design — utilizado como componente
basico para projetar sistemas especificos para os processos edu-
cacionais, formando a base para o design de uma ferramenta
de computador para a educagio. Por exemplo, um modelo
de didlogo orientado a tarefas formaria a base do design e
implementagdo de ferramentas para comunica¢io mediada
por computador entre alunos e professores, em um ambiente
de aprendizado colaborativo suportado por computador.

Quando a Aprendizagem de Miquina é empregada como técnica

de MDE, considera-se que ela estd incluida na primeira possibilidade

prevista por Baker (2000), com a finalidade de entender situagdes edu-

cacionais e com isso dar apoio no processo de tomada de decisdo, nesse

sentido hd muitos estudos que foram e estdo sendo desenvolvidos, entre-

tanto alguns podem ser destacados, como: Chui ez a/. (2020), Zhang e
Wau (2019) e Rodrigues ez al. (2016).

CHUI ETAL. (2020)

No estudo desenvolvido Chui ez a/. (2020) o objetivo foi desen-
volver um modelo para prever o desempenho académico de alunos da

graduagdo. Nesse contexto, os autores afirmaram que a partir de uma
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perspectiva global, se um nimero considerdvel de estudantes deixar
a universidade devido ao fracasso académico, ndo apenas a reputa¢io
das préprias universidades sofre, mas as aspiragdes sociais dos alunos
também sio prejudicadas, por isso hd uma necessidade de desenvolver

meios precisos de prever graduandos que estejam em risco académico.

Tendo esse objetivo em vista, o problema a ser tratado dizia respeito
aidentificacio de padrées de alunos com tendéncia a ter um baixo desem-
penho. A base de dados utilizada nessa pesquisa foi a Open University
Learning Analytics coletada entre 2013 e 2014 pela Open University do
Reino Unido, essa base compreende 7 cursos de graduagio e contém
atributos de mais de 32 mil alunos sobre: atividades avaliativas, notas,

perfil demogrifico e uma apresentagio pessoal desses estudantes.

Durante a formatagio da base foram definidas duas classes para
categorizar os estudantes pelos autores, Aprovagio e Falha, o que configura
um problema de classificagdo bindria. Na sequéncia foi aplicado o algoritmo
de Miquinas de Vetores de Suporte sobre a base de dados, o algoritmo foi
modificado com virias otimiza¢des para melhorar os resultados de pre-
visoes ji relatados no estado da arte e diminuir o tempo de treinamento,
que segundo os autores foi 60% menor que para o algoritmo tradicional.
Quanto aos resultados das classificagdes, o0 modelo gerado por Chui ez
al. (2020) alcangou entre 92% e 94% de acuricia sobre os dados de teste.
Concluindo, os autores relataram que com previsdes precisas de alunos
que tendem a ter um desempenho ruim, agées podem ser projetadas para
amenizar as desisténcias desses alunos e motivé-los a conclusio.

ZHANG EWU (2019)

Zhang e Wu (2019), consideraram o contexto de MOOC:s para
o desenvolvimento de sua investigacio, os autores contextualizaram o
problema de sua pesquisa destacando que com o rapido desenvolvimento
de cursos desse tipo, tornou-se uma questio importante na pesquisa
educacional explorar as caracteristicas de aprendizagem on-line e fornecer
apoio a melhoria dos métodos de ensino e das atividades académicas.

Nesse cendrio, os autores introduziram o objetivo da pesquisa que foi
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prever o desempenho em MOOCs, mais especificamente a previsio de
notas dos alunos. Para isso, os autores utilizaram dados dos alunos que
cursaram 0 MOOC de Programagio em Linguagem C, os atributos eram
basicamente sobre: informagoes basicas do perfil dos alunos, pontuagio
nas atividades avaliativas, nimero de questoes solucionadas, pontuagio
final, postagens nos féruns de discusséo.

Quanto a abordagem para a solugdo do problema, embora fosse
esperado que os autores utilizassem Regressio, pois as notas sao valores
continuos, os autores dividiram os resultados dos alunos em classes de 85
2100-A,de 70285 -B,de 60a 70— C e >60 — D, portanto tornan-
do-se um problema de classificagio. Apés a formatagio e classificagio
da base de dados os autores realizaram a aplicagdo de 3 algoritmos de
AM para geragio de modelos de previsio de notas: ID3, C4.5 e CART
— todos baseados em Arvore de Decisio. As precisdes alcancadas pelos
modelos sobre a base de dados de teste foram: IDE3 — 81%, C4.4—75%,
CART - 76%. Zhang e Wu (2019) afirmaram que os modelos baseados
em arvores de decisdo sdo consideravelmente simples de serem imple-
mentados, e tém precisdo relativamente satisfatéria, por isso devem ser
empregados para apoiar a¢des que induzam a permanéncia de alunos
em MOOC:s, ou em outros cenirios educacionais.

RODRIGUES ET AL. (2016)

Por fim, Rodrigues e al. (2016) desenvolveram sua pesquisa tam-
bém no contexto de MOOC:s, o estudo desenvolvido tinha como objetivo
reconhecer perfis de engajamento de alunos nesse tipo de curso. Para
esse fim, os autores utilizaram uma base de dados formada por atributos
de 5 mil alunos de um curso MOOC com o tema Nova Gramitica da
Lingua Portuguesa da plataforma Openredu. Os dados utilizados pelos
autores diziam respeito a 15 atributos que retratavam a frequéncia de
diferentes categorias de postagens, assiduidade e notas. Na busca pelas
categorias de engajamento, os autores utilizaram o Agrupamento, por
meio dos algoritmos K-mens e Ward Clustering, que possibilitaram a
identificagdo de trés perfis de engajamento no MOOC investigado:
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Engajados — 16% do total de alunos; Esporadicos — 26% do total; e
Desengajados — 58% do total.

* O perfil Engajados é descrito pelos autores como um grupo que
possui uma 6tima interagio via férum de discussio, mantém
ritmo continuo na realizagio das atividades e pouca variabilidade
entre as médias de notas, podendo ser considerado um grupo
de alunos que realizam atividades do inicio ao fim do curso;

* O perfil Esporidicos foi detalhado como possuindo uma forte
caracteristica de mudangas, com picos repentinos durante o
curso, uma das proviveis explicagdes é que alunos com esse
perfil passam longos periodos sem entrar no ambiente e perdem
alguns prazos de realiza¢do de atividades, embora possuam
conhecimentos sobre o tema que faz com que tenham notas
elevadas quando as realizam; e

* O perfil Desengajados refere-se a alunos praticamente inativos
na realizagio do MOOC, mais de 90% s6 realizaram duas
atividades, as notas médias e a quantidade de interagées nos
féruns sdo inferiores aos demais grupos. Os autores salientam
que esses sdo indicios que este grupo tem caracteristicas apenas
de visualiza¢io de material didédtico e optam por participar
apenas em alguns momentos, permanecendo envolvidos, entre-
tanto ndo desejam ganhar um certificado, e por este motivo
nio realizam as atividades.

Em conclusio Rodrigues ez a/. (2016) destacaram que a abordagem
de Agrupamento pode ser usada para ajudar pesquisadores a identificar
perfis comportamentais dos alunos em relagdo ao envolvimento em inte-
ragoes via forum e durante atividades no decorrer de um MOOC, ainda
relataram que entender os perfis comportamentais de alunos em cursos
desse tipo pode servir como indicagio para os designers atenderem a essa
diversidade de padrdes e orientar o desenho de estratégias adaptativas,
que permitam aumentar o comprometimento dos alunos em conjunto
com uma melhor experiéncia de aprendizado.

As pesquisas evidenciadas correspondem a exemplos de aplicag¢io
do processo de MDE, por meio da técnica de AM, todas com propésitos
de entender acontecimentos no 4mbito educacional e com isso ter mais
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subsidios para desenvolver solugdes ou tomar decisdes. A partir da des-
cri¢do dessas pesquisas foi possivel perceber como os conceitos apresen-
tados no Capitulo 5 podem ser desenvolvidos no contexto educacional.

TAN ETAL. (2018)

Outro exemplo da aplicagio da técnica de AM para o mapea-
mento de perfis de alunos é o estudo desenvolvido por Tan ez al. (2018),
que utilizaram o algoritmo K-means no reconhecimento de perfis de
aprendizagem dos alunos no MOOC “E-learning e Culturas Digitais”
que foi criado pela Universidade de Edimburgo. Os autores utilizaram
na sua pesquisa trés tipos de atributos de 87 alunos que se matricularam
neste MOOC: 1) Comportamento de aprendizagem on-line — nimero
de postagens em féruns, nimero de respostas, interagdes sociais, tempo
de acesso a recursos; 2) Auto relatados — informag¢des demogrificas,
proficiéncia em inglés, experiéncia de aprendizagem on-line, formagio
académica e classificagdo das experiéncias de aprendizado com MOOC:s;

3) Resultados de corre¢des de questdes dissertativas.

Para a aplicagio do algoritmo K-means, Tan e# a/. (2018) formataram
uma base de dados incluindo os atributos citados, a partir do processamento
do algoritmo e andlises sobre as informagdes geradas, os autores identi-
ficaram quatro perfis de aprendizagem entre os alunos que realizaram o
MOOC: 1) Estudantes competentes e ativos; 2) Estudantes competentes
e inativos; 3) Estudantes incompetentes e inativos; e 4) Espectadores.
Os autores finalizaram o manuscrito afirmando que os resultados de seu
estudo podem fornecer implicagdes tteis para projetos e implementagdes

de MOOC:s, principalmente no que tange a personalizagio.

APRENDIZAGEM PROFUNDA NA MDE

Desde 2006 a AP tem atraido muita atengio e sido aplicada com
sucesso em muitas dreas, como reconhecimento de padroes, de fala e
imagem (SCHMIDHUBER, 2015), monitoramento da integridade
da méquina (ZHAO et al., 2019), visio computacional, processamento
de linguagem natural, detec¢do de intrusdes e previsdes médicas. No
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entanto, de acordo com Yang, Zhang e Su (2019) as aplica¢des da AP
no contexto educacional sdo relativamente escassas, pelo menos até o
momento, em comparagdo a AM mais estabelecida como técnica de
Mineragio de Dados. A AP pode ser empregada na extra¢io de recur-
sos, reconhecimento e classificagdo de padrdes, portanto ¢ uma abor-
dagem capaz de solucionar problemas no dmbito educacional (YANG;
ZHANG; SU, 2018). A sua utilizagio nesse contexto pode levar a um
crescente corpo de pesquisa com foco na melhoria da modelagem do
comportamento e desempenho dos alunos, ampliando os horizontes
de estudos na MDE, como os estudos de: Lin e a/. (2019); Guo ez al.
(2019); Wen et al. (2020); e Waheed ez al. (2020) que sio brevemente

sintetizados na sequéncia.

LIN ET AL. (2019)

No que tange a aplicagio da AP no contexto educacional, alguns
estudos comegaram a despontar como o de Lin ez a/. (2019), nessa
pesquisa os autores propuseram uma Rede Neural Convolucional
para descoberta de conhecimento em video aulas de MOOCs, com
o propésito de detectar e classificar de forma automadtica pontos de
conhecimento nesses videos, que de acordo com os autores, a obtengio
desse tipo de informagées poderia melhorar o desempenho da plata-
forma de aprendizado on-line.

Quanto a descoberta de conhecimento em videos, Lin ez a/. (2019)
salientaram que tornou-se uma técnica popular usada para reconhe-
cimento e identificagdo de informagées produtivas em dreas como:
bioinformatica, assisténcia médica e investiga¢do criminal, entdo sua

aplicagdo no cendrio educacional poderia trazer inimeros beneficios.

No que diz respeito a Rede Neural Convolucional, sua implemen-
tagdo foi executada na ferramenta Tensorflow e foi treinada e testada
em um conjunto de dados de 16 mil imagens e 72 horas de dudio, per-
tencentes a dois MOOC:s diferentes. Como principal contribuigio os
autores relataram o desenvolvimento de uma nova abordagem de Rede
Neural Convolucional para descoberta de conhecimento em video, que
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mostrou-se potencialmente eficaz. A partir dos resultados da pesquisa
Lin ez al. (2019) concluiram que o reconhecimento preciso da diferenca
entre pontos de conhecimento e pontos de ndo conhecimento em videos
aulas é uma ferramenta util para apoiar os professores e alunos.

GUO ETAL. (2019)

Nesse cendrio, também destaca-se a investigagdo realizada Guo
et al. (2019), na qual os autores implementaram uma Rede Neural
Profunda Hibrida para a identifica¢do de postagens “urgentes” que
requerem atengdo imediata de instrutores em féruns de discussio em
MOOC:s. Para contextualizar essa problematica os autores explicam
que o férum de discussio de MOOCs ¢ um ambiente onde alunos e
professores se comunicam e que geralmente tem sobrecarga de infor-
magio, dessa forma, em postagens que os alunos expressam confusio e
que necessitam de mais ateng¢do dos professores, muitas vezes ficam sem
uma répida resposta, devido a quantidade de ruido no férum, portanto
como prestar atengdo a essas mensagens urgentes a tempo, se tornou
um problema a ser resolvido.

Quanto a estrutura da Rede Neural Profunda proposta no estudo,
¢ uma Rede Neural Convolucional combinada com uma Rede Neural
Recorrente, implementada para mineragio de texto e funciona em 3
etapas: 1) Assimilar simultaneamente as informagdes seménticas e
estruturais das sentencas de texto das postagens; 2) Utilizar as Redes
Convolucionais em nivel de caractere para capturar informagdes — isso foi
necessario devido a muito ruido, como erros de ortografia e emoticons no
texto das postagens; e 3) Associar as informagdes semanticas e estruturais
com as informagdes de caracteres e assim chegar a representagio final da
frase. Guo et al. (2019) chegaram a resultados que superam a precisio de
solugdes presentes no estado da arte em até 2,4%, e concluiram que sua
pesquisa pode auxiliar professores e tutores a priorizar suas respostas e
gerenciar melhor vérias postagens, de modo que esses profissionais da
educagio possam responder as perguntas dos alunos em tempo habil e
ajudar a reduzir as taxas de evasio em MOOC:s.
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WEN ET AL. (2020)

Wen et al. (2020) também utilizaram um modelo de AP para
pesquisa no dmbito educacional, com o objetivo de identificar ante-
cipadamente a desisténcia em MOOCs. Pra descrever a problemitica
abordada o autores salientam que as taxas de desisténcia nesses tipos
de cursos sdo bastante altas e que o processo de previsao nesse cendrio
tem o intuito de identificar se um aluno exibird comportamentos de
aprendizagem durante virios dias consecutivos no futuro, portanto, as
informagdes relacionadas aos comportamentos de aprendizagem de um

aluno em viérios dias consecutivos, devem ser consideradas.

Nesse sentido, depois que Wen e al. (2020) realizaram uma
andlise dos padres de comportamento de aprendizagem dos alunos de
um MOOC, relataram que esses estudantes geralmente exibem com-
portamentos de aprendizagem semelhantes em varios dias consecutivos,
o status de aprendizagem de um aluno para o dia subsequente provavel-
mente serd semelhante ao do dia anterior, o que os autores chamaram
de Jocal correlation of learning behaviors (tradugio livre - correlagio local
de comportamentos de aprendizagem).

Embasados nessa premissa Wen ez a/. (2020) propuseram uma
base de dados formada por atributos relacionados a correlagio local de
comportamentos de aprendizagem, sobre a qual aplicaram uma Rede
Neural Convolucional, gerando um novo modelo para prever o abandono
de alunos em MOOC:s. Ressalta-se que, embora esse tipo de rede seja
mais adequado ao processamento de imagens, pode também ser utilizado
para solucionar outros tipos de problemas.

Por fim, o modelo proposto obteve uma precisio que variou de
86% a 89%, e os autores destacaram que as principais contribui¢oes da
pesquisa foram: 1) Defini¢do do conceito de szatus de aprendizagem para
encontrar a correlagio local de comportamentos de aprendizagem; 2)
Construgio de uma base de dados formada a partir dos atributos da cor-
relagdo local de comportamentos de aprendizagem; e 3) Implementagio
de um modelo construido a partir de uma Rede Neural Convolucional

para previsdo do abandono de alunos em MOOC:s.
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WAHEED ET AL. (2020)

Por fim, pode-se citar o estudo elaborado por Waheed ez a/. (2020)
que desenvolveu um modelo de Rede Neural Profunda com arquitetura
MLP, com o objetivo de prever o desempenho de alunos em MOOC:s.
Para isso os autores utilizaram relatérios de 7 MOOCsSs, com um total
32 mil alunos, e os atributos utilizados foram: perfil demogréfico, fluxo
de cliques e desempenho nas avaliagées. O estudo foi conduzido com
base na mineragdo de dois conjuntos de dados: 1) Notas das atividades
avaliativas na plataforma e perfil demogréfico; e 2) Atributos trimestrais
do fluxo de cliques de cada aluno.

Baseado nessas extragdes de atributos Waheed e# a/. (2020) construi-
ram uma base de dados e aplicaram uma rede do tipo MLP, que resultou
em um modelo para prever o risco de reprovagio dos alunos. Os autores
relataram que em contraste com os métodos estatisticos, as Redes Neu-
rais Profundas facilitam a generalizagio, o que possibilita inferir padroes
escondidos nos dos dados, dando suporte a fazer suposi¢des sobre eles.

A precisio alcangada pelo modelo ficou entre 84% e 94% nos
experimentos realizados, e Waheed e al. (2020) concluiram que esses
resultados demonstram a efetividade do modelo implementado para
a previsdo precoce do desempenho de alunos em MOOCs. Os auto-
res ainda ressaltaram que estudos como esse, orientados a dados, sio
necessdrios para auxiliar Institui¢des de Ensino na formulagio de uma
estrutura de andlise de aprendizagem, contribuindo para o processo de
tomada de decisdo.

CONSIDERACOES SOBRE A APLICACAO
DA APRENDIZAGEM DE MAQUINA E
APRENDIZAGEM PROFUNDA NA MDE

Tais investigacdes denotam o potencial da AM e da AP no con-
texto educacional. Cabe destacar que apesar do bom desempenho fre-
quentemente relatado sobre modelos de AP aplicados a MDE, o grande
nimero de parimetros que devem ser configurados e o entendimento
necessdrio sobre eles, (especificados no Capitulo 5), os tornam dificeis
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de interpretar e implementar, por isso essa técnica niao tem sido tdo

explorada neste contexto (YANG; ZHANG; SU, 2018).

Convém evidenciar que existem outras técnicas para MDE princi-
palmente vinculadas a Estatistica Descritiva e Inferencial, mas optou-se
por abordar AM e AP pelo fato de que essas atualmente correspondem a
um campo em grande expansio e tem sido amplamente utilizadas nessa
drea, em especial por dois motivos: 1) Facilidade de aplicagdo — devido as
poderosas ferramentas disponiveis que encapsulam os principais conceitos
matemdticos dos algoritmos aplicados; e 2) Qualidade dos resultados
encontrados — devido aos avancos tecnoldgicos da Inteligéncia artificial
as informagoes extraidas dos conjuntos de dados sio na grande maioria
das vezes muito relevantes.

Porém, mesmo com uma grande quantidade de estudos publicados
que abordem a aplicagdo destas técnicas no ambito educacional, ¢ rela-
tivamente pequeno o nimero de publicagdes que descrevam o processo
de aplicagdo da Mineragio de Dados Educacionais em detalhes. Estes
manuscritos geralmente abordam aspectos superficiais da metodologia
empregada no desenvolvimento do processo de mineragido. Por este
motivo, hd a apresentacio de dois experimentos, desenvolvidos pela autora,
que descrevem de forma detalhada o processo de aplicagio da MDE. O
processo utilizado como referéncia é o descrito no Capitulo 1 e ilustrado
na Figura 2. Estes experimentos sdo descritos no Capitulo seguinte.
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CAPITULO 7- EXEMPLOS DE APLICACAO
DO PROCESSO DE MINERACAO DE
DADOS EDUCACIONAIS: ANALISE DO
PERFIL DEALUNOS E PREVISAO DO
DESEMPENHO

Neste Capitulo serdo apresentados dois exemplos da aplicagdo do
processo de MDE, exposto no Capitulo 1 (Figura 2), elaborados pela
autora; esses dois exemplos tem objetivos diferentes e se utilizam das técnicas
expostas no Capitulo 5. O primeiro experimento apresentado foi realizado
com aplicagdo de um algoritmo de Aprendizagem de Mdquina do tipo nio
Supervisionado, com o propdsito mapear perfis de alunos de um Massive
Open Online Course (MOOC) da drea de quimica de uma plataforma
brasileira, enfocando os objetivos desses alunos quando realizam um curso
nesse formato. O segundo experimento foi realizado com a aplicagdo de
algoritmos de Aprendizagem de Méquina e Aprendizagem Profunda do
tipo Supervisionado, com o objetivo de realizar a previsio do desempenho
de alunos em um conjunto de dados publicos e comparar as técnicas de
AM e AP, ademais indicar quais os principais atributos preditores para o
desempenho dos alunos. Esses dois experimentos compde uma descrigdo
que apresenta de maneira detalhada como realizar o processo de Mineragio
de Dados Educacionais e pode auxiliar pesquisadores iniciantes na drea.

MAPEAMENTO DOS PERFIS COMPORTAMENTAIS
DE ALUNOS EM UM MOOC BRASILEIRO

Os Massive Open Online Courses IMOOCs) tém recebido grande
atengdo desde seu surgimento em meados de 2008, sobretudo pela sua flexi-
bilidade, acesso a materiais e aulas preparados por especialistas, e facilidade
de ingresso. Segundo Shah (2018) o nimero e a diversidade de MOOCs
continuam crescendo desde seu surgimento, o autor afirma que em 2018,
mais de 900 universidades em todo o mundo langaram 11.400 MOOC:s.
Todavia, apesar das vantagens dos MOOCsS, muitos desafios diferentes
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ainda sdo impostos, 0 que gera questdes sem respostas. A esse respeito um

dos problemas mais citados entre os pesquisadores sio as altas taxas de desis-
téncia, que estdo em torno de 90% (ALRAIMI; ZO; CIGANEK, 2015).

Na tentativa de sanar os problemas vinculados a esse modelo
educacional muitas pesquisas tém sido realizadas em busca de identificar
os principais perfis comportamentais de alunos que realizam MOOC:s,
como exemplo pode-se citar os estudos desenvolvidos por: Rodrigues ez
al. (2016); Tan et al. (2018); Mareca e Bordel (2019); e Shi, Peng e Wang
(2017). Tais estudos se intensificam, visto que, em uma sociedade cada
vez mais informatizada, oferecer servigos customizados, personalizados e
adaptéveis, embora seja uma tarefa desafiadora, vale a pena, pois melhora
os servicos e funcionalidades de diversos sistemas, e o conhecimento do
perfil do usudrio é uma fase vital neste processo. Assim, a modelagem de
perfis é um campo importante que visa dar uma representagio abstrata
de alguns aspectos relacionados as caracteristicas do usudrio.

No campo educacional a modelagem do perfil do aluno pode ser
um suporte para a tomada de decisdes em diferentes niveis, como por
exemplo: na gestdo de problemas relacionados ao baixo desempenho e
evasio; oferecer aos alunos a orientagdo mais adequada e recomendagio;
e definir os recursos de aprendizagem mais adaptéveis dependendo do
perfil do estudante. Nesse sentido, em cursos e-/earning, particular-
mente como os MOQOC:s, essa busca pode auxiliar na personaliza¢io
dos ambientes de aprendizagem, as plataformas de oferta desses cursos,
o que resultaria em mais alunos concluintes, com boas experiéncias de
aprendizado e maior conhecimento agregado. Além disso, pode pos-
sibilitar uma maior compreensdo sobre a maneira que esses estudantes
se comportam na condugio de seu aprendizado e apoiar na elaboragio
de contetidos de forma mais adequada para diferentes pablicos alvo.

O perfil do aluno representa uma estrutura que contém informa-
¢oes diretas e indiretas sobre seu comportamento, abordando: interesses,
preferéncias, dados pessoais e habilidades (FERREIRA-SATLER ez
al. 2012). Muitas vezes, o conceito de perfil estd relacionado ao contexto
estudado, por exemplo no dmbito dos MOOC:s, o foco estd na interagio
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do aluno com a plataforma — tempo de conexdo, dura¢do da conexio,
navegagio na plataforma, postagens em féruns. Diante desse contexto,
este experimento teve como objetivo realizar o mapeamento dos perfis
comportamentais dos alunos de um MOOC da drea de quimica, oferecido
por uma plataforma brasileira. A defini¢do dos perfis dos alunos é impor-
tante para que se possa ter um entendimento mais amplo de como esses
estudantes se comportam no decorrer da execugdo de um MOOC. Esse
conhecimento pode auxiliar na personaliza¢do do ambiente educacional,
apoiar no desenvolvimento de MOOCs mais atrativos, auxiliando no
engajamento dos alunos e melhorando os indices de conclusio. Além disso,
esse entendimento pode dar suporte na implementa¢io de mecanismos
e diretrizes que possam inibir praticas inadequadas na realizagio de um
MOOC, como plagio e/ou cépias das respostas de atividades avaliativas.

Nesse contexto, este estudo tem como propdsito mapear os perfis de
alunos de um MOOC da drea de quimica de uma plataforma brasileira,
enfocando os objetivos desses alunos quando realizam um curso nesse
formato. Para realiza¢io do mapeamento, foi utilizado o algoritmo de
Agrupamento K-means e foram identificados 4 perfis comportamentais
predominantes: Engajados, Estratégicos, Inativos e Oportunistas. Com os
resultados apresentados por esse estudo podem ser desenvolvidas estra-
tégias para melhorias nos MOOC:s oferecidos pela plataforma, a partir
do conhecimento dos perfis dos estudantes, com ag¢des para inibigdo de

maus comportamentos e incentivos a comportamentos desejaveis.

DESENVOLVIMENTO DO PROCESSO DE MDE
PARA O MAPEAMENTO DE PERFIS DE ALUNOS

Este experimento teve como principal objetivo realizar o mapea-
mento dos Perfis de alunos que cursaram um MOOC da drea de quimica
de uma plataforma brasileira. Para alcangar esse objetivo foram emprega-
dos alguns procedimentos que configuram a metodologia adotada nesta
pesquisa, que em termos gerais resume-se na realiza¢do do processo
de MDE apresentado no Capitulo 1. Como descrito esse processo é
composto basicamente por 4 fases: 1) Defini¢io da fungio da MDE; 2)
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Formatagio dos dados que serdo utilizados; 3) Defini¢io das Técnicas de
MDE; 4) Delineamento de como essas técnicas serdo aplicadas. Por fim,
fica subentendido, como exposto na Figura 2 do Capitulo 1, que deva
ser implementada uma quinta fase que diz respeito a: 5) Anilise e/ou
interpretagio dos resultados; que deve ser realizada conforme os objetivos
do processo de mineragido de dados desenvolvido. Para algoritmos de
Aprendizagem Supervisionada essa andlise é baseada na avalia¢do dos
resultados com métodos e métricas quantitativas (expostas no Capitulo
5), todavia para algoritmos de Aprendizagem nio Supervisionada hd
uma maior dependéncia da interpretacio do pesquisador.

Essas etapas compoem basicamente os procedimentos realizados
para o desenvolvimento do processo de MDE com o intuito de mapear
os perfis comportamentais dos alunos, estas etapas sio descritas na

sequéncia.
DEFINICAO DA FUNCAO DA MDE

Nessa etapa ¢ realizada a determinagio do objetivo do processo
MDE, para qual finalidade ela estd sendo aplicada. Neste experimento
esse processo foi aplicado para realizar o Mapeamento de Perfil de
alunos, desenvolvido por meio da identificagio de afinidade em grupos,
ou descrigdo de grupos.

FORMATACAO DOS DADOS QUE FORAM
UTILIZADOS

Primeiramente cabe realizar uma descri¢do do curso em que os
alunos pesquisados estavam matriculados, que era do tipo MOOC,
da drea de quimica de uma plataforma de MOOC:sS brasileira com
carga hordria de 15 horas. O publico do curso era diversificado, prin-
cipalmente porque este ndo possui pré-requisitos, nem restri¢oes para
cadastramento e ¢ gratuito. O curso tem 4 médulos de contetdos, e
um mddulo inicial, no qual tem explica¢ées sobre como o MOOC
funciona, alguns materiais introdutérios e também uma pesquisa de
perfil do estudante. O tipo de recurso predominante sio video aulas
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gravadas pelo professor, mas também possui materiais em texto e
todos os médulos possuem uma atividade avaliativa, no formato:
questiondrio de multipla escolha. Apés o médulo final o aluno ainda
conta com um férum para trocar informagoes, realizar interagces com
outros participantes e opinar sobre o curso, hd também um material
complementar disponibilizado pelo professor. Ao concluir o aluno

pode gerar o certificado de conclusio.

Este MOOC, até a extragio dos dados para este experimento,
contava com mais de 5.000 alunos matriculados e para este estudo foram
utilizados dados de 3.540 estudantes que responderam ao questionario
de perfil do aluno até a data que os dados foram extraidos (final do
primeiro semestre de 2020). Com referéncia ao abandono no MOOC,
destaca-se que nio foi possivel indicar de forma exata quais dos alunos
ja haviam desistido do curso, ou quais ainda estavam cursando, pois o
MOOC nio tem prazo limite de realiza¢io, bem como na base de dados
formatada existem alunos que demoraram longo tempo para terminarem
e emitir o certificado, enquanto outros foram mais rdpidos, entdo nio é
possivel afirmar certamente, mesmo em posse da média de tempo gasto
por esses estudantes, quem jd evadiu. Isto posto, cabe salientar que para
esse estudo foram considerados concluintes os alunos que emitiram o
certificado, e nio concluintes aqueles que nao emitiram, até a data de

extracdo das bases de dados.

Para o desenvolvimento deste estudo foram extraidos dados de
4 relatérios disponiveis na plataforma: relatério de Perfil do Estudante;
relatério de Conclusao de Atividades; relatério de Notas; e relatério de
Logs; de cada um desses relatérios foram retirados dados que foram
considerados relevantes para o estudo, os quais foram incorporados em
uma unica base de dados. Os dados constantes na base foram extraidos
de interagdes entre junho de 2019 a agosto de 2020. Sobre esses dados
foram realizados transformagdes e pré-processamentos para que fossem
aprimoradas as informagdes a respeito dos alunos. Os atributos constantes
na base de dados gerada para a anilise e composigio dos perfis podem
ser observados no Quadro 8.
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Quadro 8 - Atributos da Base de Dados

Materiais em
Texto

X RELATORIO DE
ID | ATRIBUTO DEFINICAO ORIGEM

1 |Género Informado pelo usuirio. Extraido do Relatério

de Perfil do Estudante.

2 |Idade Informada pelo usudrio. Extraido do Relatério

de Perfil do Estudante.

3 |Escolaridade |Informada pelo usudrio—vaidesde | Extraido do Relatério
o fundamental incompleto até a | de Perfil do Estudante.
pos-graduagio.

4 |Motivagao Informada pelo usudrio — que pode | Extraido do Relatério
ser: curiosidade geral, importante | de Perfil do Estudante.
para meu trabalho, ou importante
para meus estudos.

5 |Intencdo Informada pelo usudrio — diz | Extraido do Relatério
respeito a vontade de terminar o | de Perfil do Estudante.
MOOC, pode ser: Sim, Nio sei,
ou Nio.

6 |NotaFinal E a média das notas dos 4 ques- | Extraido do Relatério
tiondrios realizados . de Notas.

7 | Tempo E a diferenga de tempo, dada em | Calculado a partir do
dias, entre o primeiro acesso a | Relatério de Conclusio
alguma atividade do MOOC até o | de Atividades.
ultimo acesso — tempo que o aluno
interagiu com o curso.

8 |Porcentagem|E a porcentagem das atividades | Calculado a partir do

Concluida concluidas — exemplo se no curso | Relatério de Conclusio
ha 20 recursos e/ou atividades e o | de Atividades.
aluno concluiu 10 ele tem 0,5 de
porcentagem concluida.
9 |Somadas Nesse atributo foram somados | Calculado a partir do
Atividades quantas vezes os alunos acessaram | Relatério de Logs.
Realizadas — os materiais em texto. E o somaté6-

rio apenas as atividades referentes
aos conteddos do MOOC.

10

Soma das
Atividades
Realizadas —
Video Aulas

Nesse atributo foram somados
quantas vezes os alunos acessaram
as video aulas.

Calculado a partir do
Relatério de Logs.
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X RELATORIO DE
ID | ATRIBUTO DEFINICAO ORIGEM
11 |Soma das Nesse atributo foram somados | Calculado a partir do
Atividades quantas vezes os alunos acessa- | Relatério de Logs.
Realizadas — ram as tentativas de questiondrio.
Tentativas em
Questionarios
Avaliativos
13 | Somadas Nesse atributo foram somados | Calculado a partir do
Atividades todos os acessos a recursos de con- | Relatério de Logs.
Realizadas teudos e atividades avaliativas do
MOOC. Também definido como
a quantidade de interagées com a
plataforma.
13 | Certificado Varidvel bindria que tem valor 1| Extraido do Relatério
pra quem conclui e gerou o certifi- | de Conclusio de
cado e 0 para quem nio requisitou | Atividades.
o certificado.

Fonte: Autora

DEFINICAO DAS TECNICAS DE MDE

Depois da formatagio da base de dados foi buscado o na literatura
qual seria a melhor técnica para mapear os perfis, foi entdo levado em
considera¢io dois estudos similares a este experimento desenvolvido
pela autora; Rodrigues ez a/. (2016) e Tan ez al. (2018) — que foram
detalhados no Capitulo 6 — estes utilizaram o algoritmo de Aprendi-
zagem de Maquina ndo supervisionado K-means para a andlise de perfis
de alunos em cursos do tipo MOOC. Este algoritmo é muito utilizado
para encontrar similaridades em grupos, por meio de semelhangas em
atributos. Dessa forma, nesse experimento foram selecionados apenas
os atributos considerados mais relevantes para a aplicagio do algoritmo
K-means, para isso foi considerado também as caracteristicas do algoritmo
que emprega distdncia entre dois pontos (distdncia Euclidiana) para
composi¢io dos agrupamentos por similaridade, por isso nio ¢ possivel
a utilizagio de atributos categéricos, apenas numéricos. Por isso, a base
de dados na qual foi aplicada o algoritmo é composta pelos seguintes
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atributos: Zempo, Porcentagem Concluida, Tentativas em Questiondrios
Avaliativos, Soma Total da Atividades Realizadas e Certificado.

DELINEAMENTO DE COMO AS TECNICAS
FORAM APLICADAS

No que se refere ao Delineamento de como essa técnica foi apli-
cada, etapa em que sdo selecionadas as ferramentas que vdo dar suporte
ao desenvolvimento de sistemas capazes de processar os dados e gerar
os resultados esperados, o algoritmo K-means foi aplicado, por meio da
linguagem de programacio e ciéncia de dados R.

Anteriormente a submissio da base ao algoritmo, foi efetuado um
teste chamado e/bow method (tradugio livre — método do cotovelo) sobre
a base de dados, a fim de descobrir qual seria a quantidade de agrupa-
mentos que melhor se ajustaria a base. O elbow method é uma heuristica
empregada na determinag¢ido do nimero de grupos em um conjunto de
dados, o método consiste em plotar a varia¢ido explicada em fungdo do
nimero de grupos e escolher o cotovelo da curva como o nimero de
agrupamentos a serem usados. No caso da base de dados utilizada os
valores mais indicados seriam entre 2 e 4, como pode ser observado na

Figura 22, todavia o cotovelo estd em 2, que seria o melhor valor.

Figura 22 - Método Elbow Point
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Fonte: Autora
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Entretanto, optou-se por fazer alguns teste iniciais com 4 agrupa-
mentos, levando-se em consideragio o conhecimento que se possui sobre
abase de dados, porém percebeu-se que com 4 agrupamentos um grupo
estava ficando muito pequeno (com apenas 47 alunos), nio caracterizando
um perfil singular, quanto aos objetivos no curso, diferente dos outros
grupos gerados. Sendo assim foi definido a quantidade de agrupamentos
como 3, e com a aplicagio do K-means foi possivel agrupar alunos que
apresentaram atributos semelhantes. Foram utilizadas as configuragdes
default do algoritmo em que os dados sdo agrupados pelo método &-mé-
dias, que visa particionar os pontos em k grupos de forma que a soma
dos quadrados dos pontos aos centros atribuidos aos agrupamentos seja
minimizada; na linguagem R o algoritmo de Hartigan e Wong (1979) é
usado por padrio. Cabe destacar que para a aplicagio do K-means, por
ele utilizar como métrica a distancia entre dois pontos, é importante
realizar a padronizagio das escalas dos atributos, que nesse estudo foi
teito por meio da normalizagio.

Dessa forma, o K-means foi configurado (com k=3) e aplicado
sobre a base de dados, em seguida foi realizada uma investigagio a
respeito das caracteristicas dos atributos de cada grupo identificado,
sistematizando os dados de perfil, mas com énfase nas a¢des realiza-
das na plataforma, verificando: os nimeros de intera¢ées médias dos
grupos, tempo de realizagdo do curso, porcentagem das atividades
concluidas e desempenho. Visto que, este estudo tem como intuito

mapear os perfis dos alunos, com base no seu objetivo quando da

realizagio do MOOC.

ANALISE E/OU INTERPRETACAO DOS
RESULTADOS

Nessa secio sdo retratadas e interpretadas as andlises realizadas
sobre a base de dados que teve como objetivo principal mapear os perfis
dos alunos participantes deste experimento, primeiramente sdo apre-
sentadas as descri¢des dos dados da amostra e dos agrupamentos, na
sequéncia sdo definidos os perfis dos estudantes.
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ANALISE DESCRITIVA DOS DADOS

Os estudantes participantes do curso, como ja mencionado, sio
um publico diversificado, hd pessoas de diversas idades de 19 a 50
anos, sendo que hd uma predominéncia de alunos que se caracterizam
com até 19 anos, 38% dos alunos analisados; com escolariza¢do indo
desde o Ensino Fundamental Incompleto até a Pés-Graduagio, nesse
sentido, no que se refere a formagio ha mais alunos que relatam possuir
Ensino Superior Incompleto, que sdo 36% dos integrantes do MOOC.
Em relagdo a motivagio 46% diz estar interessado no curso devido ao
assunto ser “importante para seus estudos”’, e a grande maioria 96% diz
ter inten¢do de terminar o MOOC; embora, apenas 24% tenha real-
mente finalizado. Em relagio ao desempenho dos alunos, 35% tiveram
notas que variaram entre 30 e 40 pontos, sendo que a avaliagio desse
MOOC é composta por 4 questiondrios com valor 10 cada um, e a nota
final é somatério das notas individuais. Mais detalhes sobre a amostra

pesquisada podem ser observados na Tabela 4.

Tabela 4 - Descricdo da Amostra

ATRIBUTO A TADEALUNOS
Masculino 2.074
Género Feminino 1.457
Outros 9
Até 19 anos 1.375
20 a 24 anos 903
25229 anos 417
Idade 30 a34 anos 242
35239 anos 209
40 a 49 anos 244
Acima de 50 anos 150
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Ensino fundamental incompleto 385

Ensino fundamental completo 69

Ensino médio incompleto 438

Escolaridade Ensino médio completo 373
Ensino superior incompleto 1.292

Ensino superior completo 435

P6s-Graduagio 548
Curiosidade geral 1.474

Motivagdo Importante para meu trabalho 421
Importante para meus estudos 1.645

Nio 6

Intengio Nio Sei 135
Sim 3.399
0 1.602

1-10 387

Nota Final 11-20 116

21-30 181
31-40 1.254

Certificado Concluintes 876
Nao Concluintes 2.664
TOTALDEALUNOS 3.540

Fonte: Autora

ANALISE DESCRITIVA DOS AGRUPAMENTOS

Com a aplicagio do algoritmo K-means foram definidos os alunos
pertencentes aos 3 grupos indicados, hd relativa sobreposi¢io entre os
atributos dos alunos, mas com o grafico dos agrupamentos (Figura 23)
pode ser visualizado de forma mais ilustrativa a distribui¢do dos gru-
pos, os atributos utilizados para formatagio do grafico sdo capazes de
explicar 82,73% dos pontos de variagio, e sdo definidos pela biblioteca
cluster dalinguagem R de forma automitica, justamente por terem maior

influéncia sobre os agrupamentos gerados.
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Figura 23 - Grifico dos Agrupamentos Gerados

Agrupamentos Gerados

15

10

Atributo 2

Atributo 1
These two components explain 82.73 % of the point variability.

Fonte: Autora

Agrupamento 1 (vermelho): Composto por um total de 862
alunos, dos quais 51% sdo homens, hd alunos indo de 19 a 50 anos, mas
héd uma predominéncia de alunos mais jovens, com 36% de estudantes
entre 20 e 24 anos. Quanto a escolaridade 49% dos alunos possuem
superior incompleto. Quanto a motivagdo, 44% alega “curiosidade geral”,
e outros 44% diz “ser importante para seus estudos” e 12% afirma ser
importante para seu trabalho, quanto a intengdo de terminar 95% disseram
ter intengdes concluir o curso, nesse grupo todos os alunos terminaram
o MOOC (100%). A média da quantidade de interagdes desse grupo
com os recursos do curso foi de 108 interagdes, uma média de 3 visua-
lizagdes por video aula, 11 tentativas (visualiza¢des) por questiondrio
avaliativo e 3 acessos a cada material em texto. Os estudantes desse
grupo concluiram em média 96% das atividades e passaram 13 dias
realizando o curso, ou seja, 13 dias entre o primeiro acesso e a geragio
do certificado. Quanto ao desempenho no curso os estudantes ficaram
com uma média de 36,5 pontos na nota final (indicando por volta de
9,12 pontos em cada questiondrio avaliativo).
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Agrupamento 2 (azul): O grupo 3 possui 583 alunos, com 53%
de homens, a maioria dos estudantes possui até 19 anos contabilizando
36% do grupo, e a segunda faixa etiria mais populosa ¢ de 20-24 anos
correspondendo a 20% do grupo. A escolaridade predominante ¢ o
ensino superior incompleto sendo relatada por 38% dos alunos, e em
seguida tem-se a pés-graduagio com 20%. Com relagdo a motivagio, 51%
disseram estar motivados pelo tema “ser importante para seus estudos”
e mantém-se a taxa de 95% dos participantes que possuem intengio de
terminar o curso e nesse grupo a incidéncia de néo concluintes foi bastante
alta nenhum aluno concluiu. Porém, mesmo nio havendo concluintes
o nimero de intera¢oes entre os alunos e plataforma foi bastante alta,
em torno de 108 intera¢bes, uma média de 3 acessos a cada video aula
e a cada material em texto, e 11 acessos a cada questiondrio. A média
da porcentagem de conclusio das atividades foi de 87% e os alunos
passaram em média 16 dias realizando o curso. O desempenho geral
dos alunos foi de 33,4 pontos (8,35 por questionario).

Agrupamento 3 (roxo): O grupo 2 ¢ o mais populoso com 2095
alunos, dos quais 66% sio mulheres, a maioria 42% estd na faixa dos
19 anos, mas ha participantes em todas as faixas etarias, 30% dos alu-
nos tem ensino superior incompleto, com relagdo a motivagio, 46%
dos estudantes desse grupo disse “ser um tema importante para seus
estudos” e os alunos que dizem terem intencdo de terminar sio 96%.
Esse grupo possui uma taxa de nio conclusio alta 99% dos alunos nio
geraram certificados. No que se refere as interacoes, as médias ficaram
baixas, em torno de 21 interagdes por aluno com a plataforma, como o
curso possui 24 atividades, entre recursos de materiais em texto, video
aulas e questiondrios avaliativos, esse nimero ndo garante que os alunos
acessaram pelo menos uma vez cada recurso disponibilizado. Dessa
forma, os alunos tiveram uma média de porcentagem de conclusio das
atividades em torno de 8%, o tempo médio que cada aluno permaneceu
no curso foi em torno de 2 dias e a nota final dos alunos ficou aproxi-

madamente em 2,8 pontos.

Mais detalhes sobre valores dos atributos dos agrupamentos
gerados podem ser visualizados na Tabela 5.
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Tabela 5 - Médias e Medianas dos Atributos por Grupos

ATRIBUTO METRICA GERAL GRUPO GRUPO GRUPO

1 2 3

Mediana 0,02 2,4 1,1 0,0
Tempo

Média 7,4 13,2 16,3 2,6
PorcentagemMediana  19%  100,0% 96%  3,8%
Concluida Média 42% 96,9% 86 % 8,5%
Soma dos Acessos aos Mediana 7 12,0 12,0 0,0
Materiais em Texto M¢dia 6,76 13,2 13,1 2,3
Soma dos Acessos as Mediana 25 50,0 50,0 5,0
Video Aulas Média 26,31 515 51,3 8,9
Soma dos Acessos aos Mediana 26 43,5 40,0 0,0
Questiondrios Média 23,79 43,9 44,4 9,7
Soma das Atividades Mediana 60 108,0 1040 7,0
Realizadas Média 56,86  108,7 1089 21,1

Fonte: Autora

DEFINICAO DOS PERFIS COMPORTAMENTAIS

Com a geragio dos agrupamentos, por meio do algoritmo K-means,
foi possivel observar porque o e/bow method resultou na melhor divisao
em dois agrupamentos, pois ele se baseou apenas da questio de conclusio
e ndo conclusio dos alunos. Todavia, essa ¢ uma visdo simplificada dos
perfis dos alunos de um MOOC. Por isso, optou-se pela gera¢do de 3
agrupamentos, primeiramente pelo fato da autora ja possuir certa fami-
liaridade com as informagdes constantes na base de dados e em segundo
lugar pelos testes iniciais realizados com mais agrupamentos. Nesse
sentido, a partir da exploragdo dos agrupamentos descritos foi possivel
definir'? 4 perfis comportamentais para os alunos pesquisados, baseados
nos grupos gerados e levando em consideragio o que se acredita ser o
objetivo principal dos estudantes pertencentes a cada perfil determinado:

12 Cabe destacar que com algoritmos de Aprendizagem de Mdquina nio supervisio-
nados nio hd métricas para avaliagio, essas interpretagdes de resultados sio na maior
parte das vezes inferidas de forma subjetiva pelo pesquisador.
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1.

Engajados — correspondente a maioria dos alunos do Agrupa-
mento 1: Destaca-se que o fator que mais indica o engajamento
desses alunos ¢ a quantidade de interagdes com a plataforma,
em torno de 108 no total, também salienta-se que a quantidade
de tempo que os alunos permaneceram realizando o curso, em
média 13 dias, considera-se adequado para essa quantidade de
interagdes. Os alunos também concluiram em média cerca de
96% das atividades do curso, evidenciando que a maioria dos
recursos foi acessado, e o desempenho dos alunos comprova essa
afirmativa, pois as notas por questiondrio se mantiveram acima de
9 pontos. Outro fator indicativo do engajamento desses alunos foi
a quantidade de interacdes por tipo de material estudado, tendo
uma média de acesso por tipo de recurso igual ou superior a 3,
o que denota o interesse desses alunos em acessar os contetdos
do curso e também na obtengdo do certificado, pois todos os
alunos desse grupo geraram o certificado, por isso acredita-se
que o objetivo predominante de alunos com esse perfil fosse a
aprendizagem do tema do curso e certificar essa aprendizagem,
ou seja engajados com todos os recursos do MOOC.

Estratégicos — correspondente a maioria dos alunos do Agru-
pamento 2: Neste grupo nio ha concluintes, mas, embora eles
ndo tenham concluido (gerado certificado) a maioria desses
alunos segue os mesmos padroes de comprometimento dos
alunos com perfil Engajados, 108 interagdes com a plataforma,
uma média de 3 acessos a cada video aula e a cada material em
texto, no que se refere a média da porcentagem de conclusio
das atividades foi em torno de 87% e os alunos passaram apro-
ximadamente 16 dias realizando o curso, quanto ao desempe-
nho geral dos alunos estes obtiveram notas acima de 8 pontos
por questiondrio, um perfil bem similar aos alunos do grupo
1. Desta forma, acredita-se que os estudantes deste perfil,
principalmente aqueles que ultrapassam a média de tempo
de acesso dos Engajados, tinham como principal interesse a
aprendizagem dos contetidos de um ou mais tépicos do curso,
dos quais obtiveram o conhecimento e depois nio realizaram os
demais médulos e ndo geraram o certificado, possuindo assim
uma estratégia de estudo individual. Ressalta-se que alguns
desses individuos ainda podem ter gerado o certificado apés
a extragio das bases de dados.
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Devido, sobretudo, a grande quantidade de alunos do grupo 3 (2095)

foi possivel identificar dois perfis predominantes, um perfil entre os alunos

que nio concluiram e outro para os alunos que concluiram o MOOC:

1.

Inativos — correspondente aos alunos do Agrupamento 3 que
ndo concluiram o curso: Sio alunos que realizaram muito poucas
intera¢des com a plataforma, em torno de 21, a porcentagem
concluida foi de 8% e tiveram uma média de 2 dias de realizagio
de curso, pode-se dizer que apenas visualizaram os primeiros
recursos do curso e desistiram, isso pode ocorrer por diversos
motivos, um deles seria que os contetdos disponiveis no MOOC
ndo eram o que estavam estes estudantes estavam esperando.

Oportunistas — corresponde aos alunos dos Agrupamento 3
que concluiram o curso: Embora seja predominante esse perfil
nos alunos do grupo 3 que concluiram (total dos alunos) tam-
bém foi possivel identificar alguns estudantes com algumas
caracteristicas de “oportunistas” no grupo 1, de forma menos
frequente. Esses alunos tém um perfil de inatividade, entretanto
eles terminaram o curso, porém realizando apenas as ativi-
dades necessdrias para conseguir a certificagdo, por isso esses
alunos ficaram junto aos inativos no agrupamento realizado
pelo K-means. Foi percebido que esses alunos possuem uma
quantidade razodvel de intera¢des com a plataforma, em torno
de 33 interagbes mais precisamente, entretanto tais interagoes
estdo concentradas na realizagio de tentativas de questionarios
avaliativos, com uma média de 31 tentativas, sobrando apenas
em torno de 2 intera¢bes com os outros materiais do curso
(que totalizam 20). A porcentagem de conclusio de atividades
também ¢é baixa aproximadamente 22%. Porém, o que mais
chama a aten¢do ¢ que a média de tempo que esses alunos
levaram para terminar o curso, menor que um dia, visto que
o curso possui uma carga hordria de 15 horas, este tempo ¢é
bem pequeno; isso significa que os alunos fizeram o primeiro
acesso ao curso e geraram o certificado no mesmo dia. Outro
fato que chama a atengdo ¢ o grande nimero de interagoes
em tentativas nos questiondrios, sem acessar o restante dos
materiais, como ja salientado. Diante destas constatagdes
analisa-se o perfil desses individuos como de “oportunistas”,
ou “cagadores de certificados”, sio individuos que possuem
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interesse no certificado e nao acessam todos os materiais dis-
poniveis. Especula-se, que esses individuos também nao pos-
suem muitos conhecimentos prévios sobre o assunto, porque
necessitam fazer muitas tentativas para alcangar a nota minima
nos questiondrios. Dessa forma, percebeu-se que o objetivo
desses individuos é a obtengdo da certificagio.

Pode-se analisar de forma mais ilustrativa, as caracteristicas dos
“oportunistas”, na Figura 24, onde é mostrada a distribui¢do dos estudantes
nos agrupamentos encontrados pelo K-means. Por exemplo, no grupo 1, onde
todos emitiram certificado, pode-se verificar 295 estudantes que fizeram o
curso todo em um tnico dia. No grupo 3 percebe-se que diferentemente dos
outros agrupamentos, a maioria dos estudantes estdo com indices baixos na
porcentagem de atividades concluidas, bem como o tempo e a quantidade
de interagbes com a plataforma, indicada na soma das atividades realiza-
das, fatores que denotam um comportamento tipico de alunos desistentes
(inativos), todavia hi uma parcela de alunos que concluem, mesmo com tdo
poucas interagdes, caracteristico do perfil de “oportunistas”.

CONSIDERACOES SOBRE O MAPEAMENTO DE
PERFIS DE ALUNOS

O propésito deste estudo foi desenvolver um mapeamento de
perfis comportamentais de alunos em um MOOC de uma plataforma
brasileira, enfocando os objetivos e interesses desses alunos quando da
realiza¢do do curso, esse mapeamento foi conduzido por meio de uma
abordagem que empregou o algoritmo de aprendizagem de mdquina
K-means e uma andlise dos agrupamentos gerados.

Com base na abordagem relatada foi possivel observar 4 perfis
comportamentais de alunos que realizaram esse curso: 1) Engajados:
estudantes que tem como principal objetivo intera¢do com todo o con-
teido do curso, bem como sua finaliza¢io para obtengdo do certificado;
2) Estratégicos: que possuem interesse em conhecer algum contetido
especifico do curso; 3) Inativos: alunos que realizam apenas a inscrigio
NO Curso, ou acessam apenas os primeiros materiais e nao finalizaram;

e 4) Oportunistas: tem como principal intuito a geragio do certificado,
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sem acessar todos os materiais do curso, mesmo que aparentemente
estes ndo possuam conhecimento prévio sobre a tematica do MOOC.

Figura 24 - Distribuicio dos estudantes por Agrupamento

Atributo Intervalo Grupo 1 Grupo 2 Grupo 3
0-1 295 277 1815
1-20 459 208 200
Tempo 20-40 52 39 41
40 - 60 14 | 14| 17
>= 60 42 45 2
0-20% o k] T
S 20-40% | 17) 7E] 276
Cnnclufh 40-60 | 17] 34] 4
60-80% | 1| 39 0
>=s0% [ 817 D] 480 0
0-1 4 1] 1201
Somados | | 42 53 1 8s8
N‘:::::’;::fn 10-20 776 487 35
Texto 20-30 37 41 0
>=30 3 1 1
0-1 I 1 ] O
Soma dos 1-30 | 33 b V|
Acessosas 30 - 60 [ . 717 ] 501 | 19
Video Aulas 60 - 90 1] 971 31 0
>=90 | 12] 26 0
0-1 0l 2| 1263
Somados 1-30 132 124 451
Acessos aos 30 -60 645 363 381
Questionarios 60 - 90 83 67 0
>=9( 1 27 0
0-1 0 1]
Somadas 1-30 ol bl T
Atividades 30-60 | 16| 1 ] 222
Realizadas 60 - 90 [ 1} 3] 101 ] 355
>=90 | TE) O T 0
Certificado Sim 862 . ol 14
Nio 0 583 2081

Fonte Autora

A partir da abordagem desenvolvida pode-se realizar mais testes em
outros MOOC:s da plataforma para que seja possivel validar este experi-
mento, verificando se perfis similares sio percebidos em outros cursos, e se
essa constata¢io pode ser generalizada. Dessa forma, com a ampliag¢io da

validagdo da existéncia desses perfis é possivel realizar configuragdes nos
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MOOCs que possam inibir os maus comportamentos apresentados pelos
Oportunistas, como por exemplo ampliar a complexidade dos questiondrios
avaliativos; além disso, pode-se otimizar a experiéncia para os Engajados
e Estratégicos com o oferecimento de “planos de beneficios” com certifica-
dos diferenciados, salientando por exemplo a nota obtida no decorrer da
realizagio do MOOC, ou oferecendo descontos em cursos nio gratuitos
oferecidos pela plataforma; por fim, tentar implementar dispositivos que
aumentem a taxa de conclusdo entre os Inativos, como por exemplo ao
notar que esses alunos estdo hd alguns dias sem acessar a plataforma tentar
interagir, de forma a perguntar sobre suas dificuldades, se precisam de
algum tipo de ajuda e se tem interesse em continuar no curso.

PROCESSO DE MINERACAO DE DADOS
EDUCACIONAIS APLICADO NA PREVISAO DO
DESEMPENHO DE ALUNOS

Com a 0 aumento da disponibilidade de dados, sobretudo no con-
texto educacional, surgiram dreas especificas para extragio de informagoes
relevantes, como a MDE tema deste Livro, que integra indmeras técnicas
que ddo suporte a captagio, processamento e andlises desses conjuntos
de registros. A principal técnica associada a MDE ¢é a Aprendizagem
de Miquina, que vem sendo empregada a décadas no processamento
de dados em diversos contextos, mas com a evolugio tecnolégica outras
técnicas tem se sobressaido como Aprendizagem Profunda (tais técnicas

foram descritas no Capitulo 5), baseada na aplica¢io de Redes Neurais
Artificiais Multicamadas (RNAM).

Diante desse contexto, esse experimento teve como objetivo aplicar o
processo de MDE no intuito de prever o desempenho de alunos, utilizando
um conjunto de dados publico do repositério UCI Machine Learning® e
comparar técnicas ja consolidadas no ambito da MDE, com a técnica de
AP. Dessa forma, além de verificar se os atributos que compde a base de
dados sdo suficientes para realizar a geragdo de modelos eficazes na pre-
visdo do desempenho dos alunos, foi possivel avaliar se a Aprendizagem

B https://archive.ics.uci.edu/ml/datasets/Student+Performance.
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Profunda é uma boa alternativa as técnicas mais tradicionais empregadas
no dmbito da MDE. Para isso foi implementado um processo de MDE
baseado nas 4 etapas descritas no Capitulo 1. Como resultado foi iden-
tificado que os modelos gerados a partir dos algoritmos tradicionais de
AM tém um bom desempenho, mas inferior a0 modelo AP que teve uma
acurdcia de 94%, bem como foi constatado que atributos relacionados as
atividades escolares sio mais preditores para o desempenho dos alunos do
que os dados de caracteristicas demogréficas e socioecondmicas.

DESENVOLVIMENTO DO PROCESSO DE MDE
PARA A PREVISAO DO DESEMPENHO DE ALUNOS

Este experimento teve como principal objetivo realizar a previsio
do desempenho de alunos, em duas disciplinas no ensino tradicional,
utilizando técnicas de MDE. Com a realiza¢do desse processo é foi
também possivel identificar qual das técnicas aplicadas foi a mais eficaz
na predi¢ao do desempenho desses estudantes, considerando os atributos
que compde a base de dados. A vista disso, formulou-se as questdes de
pesquisa que nortearam este estudo:

Questdo de pesquisa 1 (QP1)— Qual a eficicia de modelos gerados a
partir de algoritmos baseados em Aprendizagem de Mdquina e Aprendiza-
gem Profunda na previsio do desempenho de alunos no ensino tradicional?

Questdo de pesquisa 2 (QP2) — Modelos baseados em algoritmos de
Aprendizagem Profunda tém uma eficicia superior a modelos baseados em
algoritmos tradicionais utilizados na Mineragio de Dados Educacionais?

Questio de pesquisa 3 (QP3) — Qual o conjunto de atributos tem
mais influéncia na previsdo do desempenho de alunos?

Para responder essas questdes foram empregados alguns pro-
cedimentos que configuram a metodologia adotada nesta pesquisa,
que em termos gerais resume-se na realiza¢io do processo de MDE jd
explorado no experimento anterior: 1) Defini¢do da fungio da MDE; 2)
Formatagio dos dados que serdo utilizados; 3) Defini¢io das Técnicas
de MDE; 4) Delineamento de como essas técnicas serdo aplicadas; e 5)

Anilise e/ou interpretagdo dos resultados.
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DEFINICAO DA FUNCAO DA MDE

Neste experimento o intuito do processo de MDE foi a partir dos
atributos dos alunos prever o desempenho, as notas finais, identificando
quais algoritmos tiveram maior eficicia nesta previsdo. Esse tipo de
estudo pode apoiar na realiza¢do de andlises que auxiliem professores a
realizar intervengdes antecipadamente evitando desempenhos a baixo

da média e até mesmo reprovagdes.

FORMATACAO DOS DADOS QUE FORAM
UTILIZADOS

Primeiramente os dados foram coletados do repositério de dados
publico o UCI para Machine Learning. Estes dados abordam o desempe-
nho dos alunos no ensino secundério de duas escolas portuguesas. Os
atributos dos alunos incluem notas, frequéncia e caracteristicas demo-
graficas (sociais e escolares). Tais informagdes foram reunidas por meio
de relatérios escolares e questiondrios. Foram fornecidos dois conjuntos
de dados de 1044 alunos relativos ao desempenho em duas disciplinas
distintas: Matemitica e Lingua Portuguesa. Os atributos constantes
na base de dados extraida estdo descritos na Quadro 9. Os dados siste-

matizados formaram um Data Frame'? com 1044 linhas e 33 colunas.

Apés a coleta dos dados, estes passaram pelo pré-processamento
para se adequar a aplicagdo das técnicas de MDE — algoritmos de AM e
AP — utilizadas na previsio do desempenho dos alunos, para isso foi uti-
lizada a linguagem de programagio e ciéncia de dados R™ e vérias tarefas
foram realizadas: (1) Jungio dos dados dos alunos das duas disciplinas em
uma unica base, para todos os alunos; (2) Transformagio do atributo G3
de numérico para niveis de classificagio, nesse procedimento cada faixa de
notas recebeu um valor no formato de caractere, atribuindo uma categoria/
classe para os registros: notas entre 20 e 16 = “A”, notas entre 15 e 11 =

4 Um Data Frame é semelhante a uma matriz, mas as suas colunas tém nomes e

podem conter dados de tipos diferentes.
5 R ¢ uma linguagem de programagio multi-paradigma orientada a objetos, pro-
gramagcio funcional, dinimica, fracamente tipada, voltada 4 manipulagio, anilise e

visualiza¢do de dados.

132



Os avancos da mineracio de dados educacionais

“B”, notas entre 10 e 4 = “C”, notas entre 4 e 0 = “D”; (3) Formatagio dos
dados como Data Frame; (4) Divisdao da base de dados em treinamento

e teste, em que 85% dos dados da base foram definidos para treino (888

registros para treino e 156 para teste); e (5) Transformagio do atributo a ser

previsto (atributo meta — o desempenho final do aluno) para Factor (G3).

Quadro 9 - Atributos da Base de Dados.

ID | ATRIBUTOS DESCRICAO
1 |Escola Escola do aluno (bindrio: ‘GP’ - Gabriel Pereira ou ‘MS’ -
Mousinho da Silveira)

2 | Género Género do aluno (bindrio: ‘F’ - feminino ou ‘M’ - masculino)

3 |Idade Idade do aluno (numérico: de 15 a 22)

4 | Enderego Tipo de enderego residencial do aluno (bindrio: ‘U’ - urbano
ou ‘R “- rural)

5 | Famsize Tamanho da familia (bindrio’ LE3 - menor ou igual a 3 ou’
GT3 ‘- maior que 3)

6 | Pstatus Status de coabitagdo dos pais (bindrio:’ T ‘- morando junto
ou’ A ‘- a parte)

7 | Medu Escolaridade da mie (numérico: 0 - nenhum, 1 - ensino fun-
damental (42 série), 2 - 52 a 92 série, 3 - ensino médio ou 4
- ensino superior)

8 |Fedu Escolaridade do pai (numérico: 0 - nenhuma, 1 - ensino
primdrio (4° ano), 2 - 5° a0 9° ano, 3 - ensino secundirio ou
4 - ensino superior)

9 | Mjob Trabalho da mie (nominal: ‘professor’, ‘satde’ relacionado,
‘servigos’ civis (por exemplo, administrativo ou policial),
‘em_casa’ ou ‘outro’)

10 |EFjob Trabalho do pai (nominal: ‘professor’, ‘satide’ relacionado,
civil ‘servigos’ (por exemplo, administrativo ou policial), ‘em_
casa’ ou ‘outro’)

11 |Razio Razio para escolher esta escola (nominal: perto de ‘casa),
escola ‘reputagdo’, ‘curso’ preferéncia ou ‘outro’)

12 |Tutor Tutor do aluno (nominal: ‘mae’, ‘pai’ ou ‘outro’ )

13 | Tempo de Tempo de viagem de casa para a escola (numérico: 1 - <15

Viagem min., 2 - 15230 min., 3 - 30 min. A 1 hora, ou 4 -> 1 hora)

133



Vanessa Faria de Souza

ID | ATRIBUTOS DESCRICAO
14 | Horas de Estudo | Tempo de estudo semanal (numérico: 1 - <2 horas,2-2a5
horas, 3 - 5 a 10 horas ou 4 -> 10 horas)
15 |Reprovagdes Numero de reprovagdes anteriores nas aulas (numérico: n se
1 <=n <3, sendo 4)
16 | Schoolup Suporte educacional extra (bindrio: sim ou nio)
17 | Famsup Suporte educacional familiar (bindrio: sim ou nio)
18 | Pago Aulas extras pagas dentro da disciplina (matemdtica ou por-
tugués) (bindrio: sim ou nio)
19 | Atividades Atividades extracurriculares (bindrio: sim ou nio)
20 | Creche Cursou creche (bindrio: sim ou nio)
21 | Superio Deseja cursar o ensino superior (bindrio: sim ou nio)
22 |Internet Acesso a internet em casa (bindrio: sim ou nio)
23 | Romintico Com um relacionamento romantico (bindrio: sim ou nio)
24 | Famrel Qualidade das relagoes familiares (numérico: de 1 - muito
ruim a 5 - excelente)
25 |Tempo Livre | Tempo livre depois da escola (numérico: de 1 - muito baixo
a 5 - muito alto)
26 | Gooout Saindo com os amigos (numérico: de 1 - muito baixo a 5 -
muito alto)
224 | Dalc Consumo de 4lcool durante o trabalho (numérico: de 1 - muito
baixo a 5 - muito alto)
28 | Walc Consumo de dlcool no fim de semana (numérico: de 1 - muito
baixo a 5 - muito alto)
29 | Saude Estado de satde atual (numérico: de 1 - muito ruim a 5 -
muito bom)
30 | Faltas Numero de faltas na escola (numérico: de 0 a 93)
32 |Gl Nota do primeiro periodo (numérico: de 0 a 20)
32 |G2 Nota do segundo periodo (numérico: de 0 a 20)
33 |G3 Nota final (numérico: de 0 a 20, meta de saida)

Fonte: UCI - Machine Leraning (Cortez & Silva, 2008)¢
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DEFINICAO DAS TECNICAS DE MDE

Os principais algoritmos empregados para previsio de desem-
penho de alunos, em muitos estudo analisados como em Chui et al.
(2020); Zhang e Wu (2019); Wen ez al. (2020) e Waheed ez a/. (2020)
(citados no Capitulo 6) utilizaram algoritmos de Aprendizagem de
Miquina e Aprendizagem Profunda do tipo supervisionado, podendo
ser aplicadas a regressdo ou a classificagdo. Neste experimento foram
aplicados algoritmos de Aprendizagem de Mdquina do tipo super-
visionados de classificagio e o diferencial foi compari-los com uma
Rede Neural Artificial Multicamadas (RNAM) vinculada 2 Apren-
dizagem Profunda.

Em Cortez e Silva (2008), os dois conjuntos de dados, utilizados
neste experimento, foram modelados com uma classificagdo de cinco
niveis e foi utilizada a regressio, pois o atributo que os autores queriam
prever era a nota (numérico). Em contraste, neste estudo as notas de
desempenho dos alunos foram classificadas como A, B, C ou D, e,
portanto, foram empregados algoritmos de classificagdo para realiza-
¢do das previsdes. Tanto a classificagio como a regressio sio tarefas de
Aprendizagem Supervisionada, nesse tipo de técnica a base de dados
possui colunas com categorias que servem para treinar o modelo, que
deve, na préxima etapa, identificar as categorias de cada linha, como
explicado no Capitulo 5.

Alguns dos algoritmos de AM para classificagio mais conhecidos
sdo: Naive Bayes; Arvore de Decisio, Random Forest (RF) e Suport
Vector Machines (SVM), e na AP a arquitetura para Redes Neurais
Artificiais Multicamadas (RNAM), Multilayer Perceptron (MLP) é uma
boa opgio para classificagdo em bases formadas por atributos simples
(que ndo incorporam a mineragio em texto, em imagem ou em videos).
Estes algoritmos foram empregados neste experimento para previsio
do desempenho dos alunos. Assim foi possivel comparar os algoritmos

mais tradicionais de AM com as RNAM vinculadas a AP.
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DELINEAMENTO DE COMO AS TECNICAS
FORAM APLICADAS

Para realizagio da aplicagio desses algoritmos foi utilizada a
linguagem R, em que foram empregadas bibliotecas especificas para
cada algoritmo utilizado: Naive Bayes — bliblioteca “e1071”; Arvores de
Decisio — biblioteca “rpart”; Random Forest — biblioteca “randomForest”;
Suport Vector Machine — biblioteca “e10717 e para AP foi utilizado o
tramework “H20”. Além das bibliotecas outra importante questdo a ser
considerada na aplica¢io de algoritmos de AM e AP ¢ a configuragio
de seus principais parimetros, elementos que influem diretamente na
eficicia dos modelos gerados. As configuragdes feitas nos algoritmos uti-
lizados neste estudo estdo sistematizadas na Quadro 10. Uma explanagio
detalhada sobre os algoritmos utilizados e também sobre a arquitetura
de RNAM utilizada nesse experimento foi realizada no Capitulo 5.

Quadro 10 - Configuracao dos Algoritmos.

ALGORITMO PARAMETROS CONFIGURADOS

Naive Bayes Configuragio Default.

Arvore de Decisio | Configuragio Default.

Random Forest Configuragio Default, e foi definido uma floresta com 30 drvores.
SVM Foi definido o kernel “radial” e um valor de custo de 5.0.
RNAM Foram definidas 3 camadas ocultas, com 200 neurdnios cada, a

quantidade de épocas de ajuste foi de 800 e a fungio de ativagio
foi a “rectifier”

Fonte: Autora

Com relagio as ferramentas para a aplica¢do da Aprendizagem
Profunda, é importante destacar que a escolha é um pouco mais complexa
do que apenas a utilizagdo das bibliotecas disponiveis na linguagem de
ciéncia de dados a ser utilizada, como para os algoritmos de Aprendiza-
gem de Miquina. A partir da decisio de se utilizar a AP como técnica
de MDE, foi necessiria a elaboragdo de uma pesquisa sobre as prin-
cipais e melhores ferramentas disponiveis, de preferéncia sob a licenga
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de c6digo aberto para sua aplicagdo. A escolha pelo c6digo aberto, diz
respeito sobretudo pela flexibilidade para configuragio das ferramentas,
nio disponivel nas proprietarias.

Para a aplicacio de AP é necessirio um framework" especializado
neste tipo de algoritmo, até mesmo por questdes fisicas do computador —
quanto a hardware — que devem ser levadas em consideracio neste cendrio,
pois o processamento requerido pelas RNAM é mais complexo e com bases

de dados de grandes dimensdes, muito recurso computacional ¢ exigido.

Neste sentido, analisou-se 3 pesquisas que realizaram compa-
ragdes entre frameworks para Aprendizagem Profunda: Bahrampour
et al., (2015) que verificaram os desempenhos do Caffe, do Neon, do
TensorFlow, do Theano e do Torch; Kovalev; Kalinovsky; Kovalev
(2016) que realizaram uma avaliagio do funcionamento e eficicia do
Theano, do Torch, do Caffe, do TensorFlow e do DeepLearning4]; e
por fim, NG e al. (2016) que implementaram um estudo comparativo

da performance do Singa e do H20.

Das conclusées dos autores destacam-se: O TensorFlow ¢ suficien-
temente flexivel, todavia seu desempenho em tempo de treinamento com
uma unica GPU nio € satisfatéria em comparagio aos outros; O frame-
work Deeplearning4] tem uma performance inferior para o treinamento,
mesmo modificando a quantidade de camadas da Rede Neural; Quanto
a complexidade de programagio o mais complicados de se utilizar é o
Torch; e O H20 obteve uma performance estdvel e precisa para as bases
de dados testadas, possui baixa complexidade de implementagio, podendo
ser utilizado com as linguagens R ou Python e proporciona acesso a varias
GPUs (Graphics Processing Unit) integradas em servidores on-line.

A partir dos itens destacados, foi possivel escolher uma ferramenta
flexivel, de baixa complexidade e eficaz, o H2O, como ele esta disponi-
vel para vérias linguagens de programagdo optou-se por usar o R, pois
essa linguagem ja vem sendo utilizada pela autora em diversos estudos.

7" De acordo com Alvim (2010) framework ¢ uma colegio de classes que contribuem

entre si propiciando melhores priticas de desenvolvimento e diminuigio da repeti¢io
de tarefas. Além disso, evita variagdes de solugdes diferentes para um mesmo tipo de
problema, o que facilita a reutilizag¢io e customizagio dos cédigos.
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Além disso, o framework para linguagem R possibilita a utilizagio de
atributos categdricos — sem precisar converté-los para numéricos, como
no Python —um diferencial decisivo para sua escolha, esse fator diminui
muito a complexidade do pré-processamento e transformagio a serem
empregados nas bases de dados em linhas de cédigo. Outra questio muito
importante ¢ o treinamento do modelo que é realizado em GPU, devido
a grandes dimensionalidades de bases, assim como da complexidade
de processamento realizado pela RNAM, sem essa possibilidade seria
invidvel a execu¢do em um computador comum.

ANALISE E/OU INTERPRETACAO DOS
RESULTADOS

Por fim, realizou-se a andlise e interpretagio dos resultados alcanga-
dos. Essa etapa nesse experimento pretendeu avaliar a eficicia na previsio
do desempenho dos alunos em cada modelo gerado pelos algoritmos. Nesse
sentido, para realizar a verificagdo dos resultados de um modelo de clas-
sifica¢do sdo necessérios dois itens: os métodos de avaliacdo e as métricas
de interpretagdo. Os dois devem ser aplicados em conjunto para que seja
possivel observar se um modelo ¢ eficaz ou ndo. Os métodos indicam
como esse modelo serd avaliado, e as métricas traduzem os resultados da
aplicagdo desses métodos em nimeros que possam ser interpretados os
métodos e métricas de avaliagio de algoritmos mais utilizados na Apren-
dizagem de Maquina foram expostos no Capitulo 5.

Para este experimento o método de avalia¢do empregado foi o de
Treinamento e Teste, em que a base de dados é dividida de forma aleatéria
em duas por¢des, uma para treinamento e outra para teste, de acordo com
Japkowicz & Shah (2014) geralmente sio empregados 85% das instancias
para treinamento e 15% para teste. O algoritmo ao ser aplicado sobre a
base de treinamento recolhe informages sobre os atributos das instincias
e gera um modelo de classificagdo ou regressio com base nesses atributos
e informagdes, apds isso esse modelo é aplicado sobre a base de teste (que
contém registros diferentes da base de treinamento) e entdo as métricas
de avaliagio sdo calculadas sobre essa aplicagdo.
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Apenas a aplicagio do método de avaliagio nio indica se o modelo
é eficaz ou nio, para isso devem ser utilizadas métricas que possibilitem
interpreta¢do do quanto o modelo foi preciso em suas classificagdes, em
outras palavras quantificar o seu desempenho. As métricas que foram
utilizadas nesse experimento foram: Precisdo da classificagdo (Acurécia)
— & o nimero de previsoes corretas feitas como uma propor¢io de todas
as previsoes realizadas sobre a base de testes; Intervalo de Confianga
(IC) — corresponde a uma métrica que indica que hd uma probabilidade
de 95% que a verdadeira precisio do modelo algoritmico testado esteja
dentro desse intervalo; Taxa de ndo informagio — é a precisio alcangével,
sempre prevendo a categoria da classe majoritaria; Valor de P — consiste
em um teste unilateral para verificar se a precisio ¢ melhor que a taxa de
nio informagio, considerando a maior porcentagem da classe dos dados;
Kappa — corresponde a uma medida de concordincia usada em escalas
nominais que fornece uma ideia do quanto as observagoes se afastam
daquelas esperadas, fruto do acaso, indicando assim o quio legitimas

sdo as interpretagoes.

Os resultados desse experimento foram sistematizados de acordo
com as trés questdes de pesquisa, e sio apresentados na sequéncia.

QP1- QUAL A EFICACIA DE MODELOS GERADOS

A PARTIR DE ALGORITMOS BASEADOS EM
APRENDIZAGEM DE MAQUINA E APRENDIZAGEM
PROFUNDA NA PREVISAO DO DESEMPENHO DE
ALUNOS NO ENSINO TRADICIONAL?

Foi gerado um modelo para cada algoritmo utilizado nesse estudo,
a partir de sua aplica¢do na base de dados. Os resultados referentes ao
método de avaliagio Treinamento/Teste e as métricas mais proeminente
para a andlise da eficicia do modelo estdo disponiveis Tabela 6'. Com
esses resultados percebe-se que excluindo o algoritmo Naive Bayes, que

realmente tem uma estrutura bastante simplificada, os demais algoritmos,

18 Para conferir os resultados de todas as métricas de avaliagio expostas no capitulo
5 consulte o Apéndice B.
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tiveram boa performance com precisio de classificagio acima de 80%,
em todos os casos, sendo boas op¢des para a previsio do desempenho
de alunos, em bases de dados compostas por registros demogréficos,
sociais e de rendimento escolar.

Tabela 6 — Analise dos algoritmos.

Nai Arvore Rand
METRICA ave de andom  GyM  RNAM
Bayes L Forest
Decisao
Acuricia 0,66 0,87 0,83 0,82 0,94

Intervalo de confianga de

58-74%  81-92%  77-89%  75-88%  79-94%

95%

Taxa de nio informacio 0,38 0,5 0,51 0,51 0,53
Valor de p 9.791e-13  2.2e-16 2.2e-16  8.754e-16  2.2e-16
Kappa 0,51 0,79 0,73 0,71 0,79

Fonte: Autora.

No que diz respeito as métricas apresentadas na Tabela 5, a
primeira é a acurdcia — nimero de previsdes corretas divididas pelo
nimero total de previsdes — correspondente a 94% nas RNAM e a
87% no algoritmo de Arvore de Decisdo, com um intervalo de con-
fianca de 79-94% e 81-92% respectivamente, o que significa que hd
uma probabilidade de 95% que a verdadeira precisio desses modelos
esteja dentro desse intervalo. Logo apéds, encontra-se a taxa de nio
informagio que corresponde a 50% para Arvore de Decisio e 53%
para as RNAM, essa métrica indica a precisio alcangdvel sempre pre-
vendo a categoria da classe majoritdria. Conforme o valor de p — que
¢ igual para os dois — pode-se afirmar, que os modelos gerados por
esses algoritmos, oferecem um desempenho significativamente melhor
sobre a taxa de ndo informagio. Na sequéncia a estatistica Kappa, que
apresentou valor de 79%, para ambos, mostra quio bem as previsoes
dos modelos corresponderam as categorias reais da classe; de acordo
com as diretrizes propostas por Landis e Koch (1977) a Kappa nada
mais é que uma concordéncia justa entre o modelo e as verdadeiras

categorias de uma classe, uma vez que a precisao aleatéria é controlada.
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QP2 -MODELOS BASEADOS EM ALGORITMOS
DE APRENDIZAGEM PROFUNDA TEM UMA
EFICACIA SUPERIOR A MODELOS BASEADOS EM
ALGORITMOS TRADICIONAIS UTILIZADOS NA
MINERACAO DE DADOS EDUCACIONAIS?

De acordo com os resultados da avaliagio o modelo de AP
obteve uma acurdcia superior a dos algoritmos mais tradicionais, em
torno de 94%, confirmando estudos como o de Wen ez al. (2020),
Waheed ez al. (2020) (detalhados no Capitulo 6) que encontraram
valores de eficicia variando de 84% a 93%. Todavia, cabe salientar
que esses valores dependem muito de como as bases de dados foram
formatadas, assim como do framework e das configuracées utiliza-
das para a aplica¢io das RNAM, e sendo assim esses resultados nio
podem ser generalizados de forma abrangente, para outras bases de
dados. Ademais, as Arvore de Decisdo tiveram uma precisdo alta nesse
conjunto de dados chegando a 87%, com um Intervalo de confianca
de 81-92%, o que devido a sua simplicidade de aplicagio e velocidade
de processamento pode representar uma alternativa mais vantajosa em
colegdes de registros similares, desde que o estudo desenvolvido nio
necessite de acurdcias muito altas.

Portanto, mesmo que o modelo baseado em AP tenha apresentado
uma precisao maior, nio ¢ tdo superior ao algoritmo Arvore de Decisio,
no contexto desse estudo, cabe entdo ao pesquisador decidir. Para essa
decisdo 4 fatores sdo determinantes: precisao; simplicidade de configu-
ragio; recursos computacionais requeridos; e tempo de processamento.
O modelo de AP ¢ mais preciso, mas a tarefa de configuragio é mais
complexa, necessita de mais recursos computacionais e tem um tempo
de processamento pelo menos 2 vezes maior que os outros algoritmos
utilizados. Em contra partida, o algoritmo Arvore de Decisdo tem uma

acuracia menor.
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QP3-QUAL O CONJUNTO DE ATRIBUTOS
TEM MAIS INFLUENCIA NA PREVISAO DO
DESEMPENHO DE ALUNOS?

Para definir quais os elementos foram mais influentes na previsio
do desempenho, foi gerado o gréfico (Figura 25) de Arvore de Decisdo
(com a biblioteca “rpart.plot”), este propicia visualizar quais sio os
atributos que estdo mais no topo da drvore. Tais atributos, devido aos
calculos de entropia realizados para gera¢do da drvore de decisdo, sio
os mais importantes para prever o atributo meta, as notas dos alunos.
Nesse sentido, ndo houveram grandes supressas, ou descobertas, pois de
acordo com a Figura 25 os principais atributos para prever o desempenho
dos alunos sdo as notas (G2 na raiz da 4rvore e nos niveis 2 e 3; e G1
no nivel 4), e a quantidade de faltas (absences no nivel 2). Dessa forma,
demonstrando que os atributos vinculados as atividades escolares sio
mais preditores para o desempenho que dados de caracteristicas demo-

gréficas e socioecondmicas.

Todavia, nio se pode descartar a influéncia desses elementos
no desempenho dos alunos, pois é de conhecimento que estudantes
podem ter seu rendimento escolar prejudicado, ou abaixo do esperado,
por estarem enfrentando alguma adversidade em casa, o que impacta
em suas notas e pode ocasionar uma baixa frequéncia. Como nio
hé registros de questionarios aplicados para entender melhor esses
elementos, ndo hd uma confirmagio dessas suposi¢des, que sdo con-
sideradas adequadas, mas nio podem ser verificadas. Devido a essa
falta de evidéncias, com base nos indicadores gerados pela aplicagio
das técnicas de MDE, os principais atributos que influenciam s@o os
relacionados ao desempenho escolar.
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Figura 25 - Grafico de Arvore de Decisdo.
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CONSIDERACOES SOBRE A PREVISAO DO
DESEMPENHO DE ALUNOS

Este experimento teve como principal objetivo aplicar o processo
de MDE no intuito de realizar a previsio do desempenho de alunos,
utilizando um conjunto de dados publico e comparar técnicas ji conso-
lidadas no Ambito da MDE, com a técnica de AP. Ademais, foi possivel
identificar quais sdo os atributos que ddo melhor suporte na previsio
de desempenho dos alunos. Com relagio a previsio de desempenho
as técnicas de MDE aplicadas foram adequadas, em que os resultados
alcangados sdo os seguintes: Naive Bayes com uma acuricia de 66%;
Arvore de Decisio com 87%; Random Forest com 83%; Suport Vector
Machine com 82%; e RNAM com 94% de acuricia. Esses resultados
confirmam que a AP aplicada no ambito da MDE tem apresentado um
bom desempenho, com uma eficicia promissora, o que confirma estudos
mais amplos como os desenvolvidos por Wen ez a/. (2020) e Waheed ez
al. (2020), que foram descritos com mais detalhes no Capitulo 6.
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No estudo de Wen ez a/. (2020), os autores empregaram um modelo
de Aprendizagem Profunda, uma Rede Neural Convolucional, para
prever a desisténcia em cursos do tipo MOOC. No intuito de verificar a
eficicia do modelo desenvolvido os autores realizaram uma comparagio
com diversos algoritmos tradicionais de AM: Arvore de Decisdo (tipo
de implementagio - CART), Naive Bayes, Linear Discriminant Analysis,
Regressao Logistica, SVM, Random Forest e Gradient Boosted Decision
Tree. Em todos os 4 experimentos realizados a acurdcia da Rede Neural
Convolucional foi superior aos algoritmos de AM, permanecendo entre
86% ¢ 89%. Na pesquisa desenvolvida por Waheed ez 4/, (2020), os autores
tinham como objetivo desenvolver um modelo baseado em Aprendizagem
Profunda para prever o desempenho académico dos alunos. Para validar
seu modelo os autores o compararam com dois algoritmos tradicionais
de AM: a Regressao Logistica e o Suport Vector Machine. Os resultados
apontaram que o modelo de AP obteve uma acuricia entre 84% e 93%,
enquanto a Regressio Logistica atingiu acuricia entre 79% e 85% e o

Suport Vector Machine alcangou acuricia entre 79% e 89%.

Entretanto, no estudo de Wen e a/.(2020), bem como neste
experimento, outros algoritmos mais simples obtiveram também bons
desempenhos, como exemplo cita-se as Arvore de Decisdo que neste
estudo obteve uma acuraria de 87% e em Wen ef ¢/.(2020) de 75%,
que sdo resultados também relevantes para um algoritmo tecnica-
mente simples e que necessita de pouco esfor¢o para configuragio,
e sobretudo tem um tempo de processamento bem inferior ao das
RNAM. Por isso, ¢ importante destacar que para estudos que nio
requeiram altos valores de precisio, algoritmos mais simples podem
ser melhores opgdes.

Em relagdo conjunto de atributos com mais influéncia na previsio
do desempenho de alunos nio foi identificada uma descoberta relevante,
pois de acordo com o gréfico de Arvore de Decisdo gerada, os atributos
referentes as notas e as faltas dos alunos sdo os mais preditivos para
o desempenho, fato que nio provocou uma surpresa. Embora, possa
levantar questionamentos sobre o que ocasionou um desempenho abaixo
do esperado em alguns alunos.
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Por fim, este experimento apresentou como principal contribui-
¢do demostrar a aplica¢do do processo de MDE, em um conjunto de
dados publico, que pode ser replicado por outros pesquisadores, com
um nivel de detalhe pouco encontrado em textos dessa drea. Além
disso, os resultados das avalia¢oes dos algoritmos evidenciados, podem
dar suporte na escolha de métodos mais eficazes para a aplicagdo em
conjuntos de dados educacionais, levando em consideragio a Apren-
dizagem Profunda, que sem divida é uma técnica bastante relevante
no contexto da MDE.
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CAPITULO 8- CONSIDERACOES FINAIS
SOBRE A MINERACAO DE DADOS
EDUCACIONAIS

De acordo com o primeiro Manual sobre Minera¢io de Dados
Educacionais (ROMERO ez al., 2010) a aplica¢io de técnicas de minera-
¢do de dados a sistemas educacionais para melhorar o aprendizado pode
ser vista como uma estratégia de avaliagdo formativa. Para estes autores
a avaliagio formativa de um programa educacional enquanto este ainda
estd em desenvolvimento, tem o propésito de melhorar continuamente
este programa. Examinar como os alunos usam o sistema ¢ uma forma de
avaliar o design instrucional de uma maneira formativa e pode ajudar os
designers educacionais a melhorar os materiais instrucionais (ROMERO
et al., 2010). Técnicas de mineragio de dados podem ser usadas para
coletar informagdes que podem ser usadas para auxiliar designers edu-
cacionais a estabelecer uma base pedagdgica para decises ao projetar
ou modificar a abordagem pedagégica de um ambiente.

Para Romero ez al. (2010) a aplicagio da minera¢io de dados
ao projeto de sistemas educacionais é um ciclo iterativo de formagio,
teste e refinamento de hipéteses (ver Figura 26). O conhecimento
extraido deve entrar no ciclo de design para orientar, facilitar e apri-
morar o aprendizado como um todo. Nesse processo, o objetivo ndo
¢ apenas transformar dados em conhecimento, mas também filtrar o
conhecimento minerado para a tomada de decisées, como destacado
por Baker (2000). Como pode-se identificar na Figura 26, educadores
e designers educacionais projetam, planejam, constroem e mantém
sistemas educacionais. Os alunos usam esses sistemas educacionais
para aprender. Com base nas informagdes disponiveis sobre cursos,
alunos, uso e interagio, as técnicas de MDE podem ser aplicadas para
descobrir conhecimentos tteis que ajudem a melhorar projetos educa-
cionais. O conhecimento descoberto pode ser usado nio apenas por
designers educacionais e professores, mas também por usudrios finais
— sobretudo os alunos. Assim, a aplicagdo da mineragio de dados em
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sistemas educacionais pode ser orientada para apoiar as necessidades

especificas de cada uma dessas categorias de interessados.

Figura 26 - Aplicacido da MDE ao projeto de sistemas educacionais
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Fonte: Adaptado Romero ez al. (2010)

Em suma, conforme o primeiro Manual de Mineragio de Dados

Educacionais, pode-se dizer que as principais aplica¢oes da MDE sio:

Comunicagido com as partes interessadas; Manter e melhorar os cur-

sos; Geragio de recomendagdes; Previsio de desempenho dos alunos;

Modelagem de alunos; e Anilise da estrutura do dominio. Estas sio
detalhadas no Quadro 11.

Quadro 11 - Principais Aplicacdes da MDE

APLICACOES OBJETIVOS

Comunicagio Ajudar administradores de cursos e educadores a analisar as
com as partes atividades dos alunos e as informagées disponiveis nos cursos. As
interessadas técnicas mais utilizadas para este tipo de objetivo sdo a andlise

exploratéria de dados por meio de andlises estatisticas e visua-
lizages ou relatérios e mineragdo de processos.

Manter e melhorar
0§ cursos

Apoiar os administradores de cursos e educadores a determinar
como melhorar os cursos (contetdos, atividades, links, etc.),
usando informagdes especialmente sobre a utilizagio e apren-
dizagem dos alunos. As técnicas usadas com mais frequéncia
para esse tipo de objetivo sdo algoritmos de Aprendizagem de
Miquina com associa¢do, agrupamento e classificagio.
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APLICACOES OBJETIVOS
Geragio de Recomendar aos alunos qual contetdo (ou tarefas ou links) é
recomendagaes mais adequado para eles no momento. As técnicas usadas com

mais frequéncia para esse tipo de objetivo sdo algoritmos de
Aprendizagem de Mdquina para associagio, sequenciamento,
classificagdo e agrupamento.

Previsdo de desem- | Prever as notas finais de um aluno ou outros tipos de resultados de
penho dos alunos | aprendizagem (como retengio em um programa de graduagio ou
capacidade futura de aprender), com base nos dados das atividades
do curso. As técnicas usadas com mais frequéncia para esse tipo
de objetivo sdo algoritmos de Aprendizagem de Médquina para
classificago, agrupamento e associagio.

Modelagem de A modelagem de usudrio no dominio educacional, como anilise
alunos do perfil de alunos tem uma série de aplicagdes, incluindo, por
exemplo, a detecgdo (muitas vezes em tempo real) de estados do
aluno e caracteristicas como satisfa¢do, motivagio, progresso
de aprendizagem ou certos tipos de problemas que impactam
negativamente seus resultados de aprendizagem (realizando
muitos erros em atividades, mau uso ou subutiliza¢io da ajuda,
enganando o sistema — trapagas, explorando recursos de apren-
dizagem de maneira ineficiente, etc.), detecgdo de sentimentos,
estilos de aprendizagem e preferéncias. O objetivo comum é
criar um modelo de aluno, uma descri¢do de perfil a partir de
informagdes de uso. As técnicas frequentemente usadas para este
tipo de objetivo sio algoritmos de Aprendizagem de Méquina
para agrupamento, todavia também podem ser aplicadas andli-
ses estatisticas e redes Bayesianas (incluindo o rastreamento de
conhecimento bayesiano), modelos psicométricos e aprendizagem
por reforgo.

Andlise da estrutura | Determinar a estrutura do dominio, usando a capacidade de
do dominio prever o desempenho do aluno como uma medida da qualidade
de um modelo de estrutura do dominio. O desempenho em
testes ou em um ambiente de aprendizagem ¢ utilizado para esse
objetivo. As técnicas usadas com mais frequéncia nesse contexto
sdo algoritmos de Aprendizagem de Mdquina para regras de
associagdo, métodos de agrupamento.

Fonte: Romero ez al. (2010)

Destaca-se que com a evolugio tecnolégica e educacional, impul-
sionada pela emergéncia do ensino remoto, devido a pandemia do novo
Corona Virus, a MDE, que jé era significativa desde sua origem, se
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tornou uma estratégia ainda mais importante para andlise do processo
de ensino e aprendizagem. Como visto essa pode ser aplicada nos mais
diferentes contextos e com os mais diversos objetivos para dar suporte
a melhoria dos ambientes de aprendizagem — que cada vez se tornam
mais digitais — muito embora a MDE também seja uma estratégia vilida
para ambito de ensino tradicional (como demostrado no experimento

exposto na se¢io 7.2).

Nesse sentido, em especial pela tematica abordada, este livro é uma
contribui¢io relevante, sobretudo para pesquisadores iniciantes na drea
de MDE, esta obra proporcionou um guia de fécil leitura destacando:
as defini¢des da MDE e como ocorreu sua evolugio e consolidagio
como drea de pesquisa; como ¢ o seu processo de aplicagio; as principais
temdticas em que esta estratégia pode ser aplicada e como podem ser
desenvolvidas, bem como oportunidades de pesquisa sobre a MDE;
as principais diferencas ente MDE e Anilise de Aprendizagem; suas
principais técnicas que incorporam a Aprendizagem de Maquina e a
Aprendizagem Profunda; ademais apresentou dois exemplos bastantes
didaticos da aplicagio do processo de MDE que podem ser reproduzidos
por interessados em aprender mais sobre este assunto, bem como servir

de subsidios para a elaboragdo de projetos préprios.

Em conclusio, este livro configura-se como uma fonte de diversas
pesquisas na drea de MDE, bem como traz algumas contribuigées ori-
ginais da autora como o mapeamento sistemdtico que buscou identificar
as principais temdtica de pesquisa em MDE no contexto do e-leaning,
mapeando o estado da arte entre 2015 e 2019. Ademais, ao identificar
em especial uma lacuna de estudos que detalhassem a aplicagio do
processo de MDE de forma minuciosa, para servir de base para pesqui-
sadores iniciantes, trouxe dois exemplos para este fim, que utilizaram
dois tipos diferentes de abordagem de resolugio, com Aprendizagem
de Miquina Supervisionada e ndo Supervisionada, aplicando também
a Aprendizagem Profunda, técnica ainda ndo consolidada no contexto
da MDE. Assim, demostra-se o potencial deste compilado no avango

de pesquisas na Educagio e na Ciéncia de Dados.
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APENDICE B

SINTESE DE TODAS AS METRICAS GERADAS
PELA BIBLIOTECA “CARET” DO R DO SEGUNDO

EXPERIMENTO

1.NAIVE BAYES

Confusion Matrix and Statistics

previsoes

A B C D
A 17 1 0 O
B 9 49 13 10
C 0 10 30 9
D 0o o 0 8

Overall Statistics

Accuracy :
95% CI :
No Information Rate :

P-Value [Acc > NIR]
Kappa
Mcnemar’s Test P-Value

Statistics by Class:

Sensitivity
Specificity

Pos Pred Value

Neg Pred Value
Prevalence
Detection Rate
Detection Prevalence
Balanced Accuracy

0.6667
(0.5868, 0.74)
0.3846

: 9.791e-13

: 0.5138

: NA Statistics by Class:

Class: A Class: B Class: C

0.6538
0.9923
0.9444
0.9348
0.1667
0.1090
0.1154
0.8231

0.8167
0.6667
0.6049
0.8533
0.3846
0.3141
0.5192
0.7417

0.6977
0.8319
0.6122
0.8785
0.2756
0.1923
0.3141
0.7648

Class: D
0.29630
1.00000
1.00000
0.87162
0.17308
0.05128
0.05128
0.64815
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2. ARVORE DE DECISAO

Confusion Matrix and Statistics

previsoes

COow»

oo ok »
=3 CEN N v
~Hvoon
o oo T

Overall Statistics

Accuracy :

95% CI

No Information Rate

P-Value [Acc > NIR]

Kappa :

Mecnemar’s Test P-Value

Statistics by Class:

Sensitivity
Specificity

Pos Pred Value

Neg Pred Value
Prevalence
Detection Rate
Detection Prevalence
Balanced Accuracy

160

: 0.5

0.8782
(0.8164, 0.9251)

: < 2.2e-16

NA

0.7996

Class: A Class: B

1.00000
0.97183
0.77778
1.00000
0.08974
0.08974
0.11538
0.98592

0.9231
0.8846
0.8889
0.9200
0.5000
0.4615
0.5192
0.9038

Class: C
0.7833
0.9792
0.9592
0.8785
0.3846
0.3013
0.3141
0.8812

Class: D
1.00000
0.97368
0.50000
1.00000
0.02564
0.02564
0.05128
0.98684
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3. RANDOM FOREST

Confusion Matrix and Statistics

previsoes

A B CD
A12 6 0 0
B 0 7110 0
C 0 3 46 0
DO 0 6 2

Overall Statistics

Accuracy : 0.8397
95% CI : (0.7726, 0.8935)
No Information Rate : 0.5128
P-Value [Acc > NIR] : <2.2e-16

Kappa : 0.7326
Mcnemar’s Test P-Value : NA

Statistics by Class:

Class: A Class: B Class: C  Class: D

Sensitivity 1.00000 0.8875 0.7419  1.00000
Specificity 0.95833 0.8684 0.9681  0.96104
Pos Pred Value 0.66667 0.8765 0.9388  0.25000
Neg Pred Value 1.00000  0.8800 0.8505 1.00000
Prevalence 0.07692 0.5128 0.3974  0.01282
Detection Rate 0.07692 0.4551 0.2949  0.01282

Detection Prevalence 0.11538 0.5192 0.3141  0.05128
Balanced Accuracy 0.97917  0.8780  0.8550  0.98052
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4. SUPORT VECTOR MACHINES

Confusion Matrix and Statistics

previsoes

A B CD
A 135 0 0
B 3 70 8 0
C 0 6 4 1
D 0 0 4 4

Overall Statistics

Accuracy :

95% CI

No Information Rate

P-Value [Acc > NIR]

Kappa :
Mcnemar’s Test P-Value :

Statistics by Class:

Sensitivity
Specificity

Pos Pred Value

Neg Pred Value
Prevalence
Detection Rate
Detection Prevalence

Balanced Accuracy

162

0.8269
(0.7583, 0.8827)
: 0.5192

: 8.754e-16
0.7154

NA

Class: A Class: B Class: C

0.81250 0.8642
0.96429 0.8533
0.72222 0.8642
0.97826 0.8533
0.10256 0.5192
0.08333 0.4487
0.11538 0.5192
0.88839 0.8588

0.7778
0.9314
0.8571
0.8879
0.3462
0.2692
0.3141
0.8546

Class: D
0.80000
0.97351
0.50000
0.99324
0.03205
0.02564
0.05128
0.88675
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5.REDES NEURAIS ARTIFICIAI MULTICAMADAS

Confusion Matrix and Statistics
previsoes
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Overall Statistics

Accuracy : 0,948
95% CI : (0.7943, 0.9495)
No Information Rate : 0.5321
P-Value [Acc > NIR] : <2.2e-16

Kappa : 0.7984
Mcnemar’s Test P-Value : NA

Statistics by Class:

Class: A Class: B Class: C  Class: D

Sensitivity 0.81250 0.8554  0.8600 1.00000
Specificity 0.96429 0.8630 0.9434  0.99329
Pos Pred Value 0.72222 0.8765 0.8776  0.87500
Neg Pred Value 0.97826 0.8400 0.9346  1.00000
Prevalence 0.10256 0.5321 0.3205 0.04487
Detection Rate 0.08333 0.4551 0.2756  0.04487

Detection Prevalence 0.11538 0.5192 0.3141  0.05128
Balanced Accuracy 0.88839  0.8592 0.9017  0.99664
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